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Abstrakt

Pri obrovskom množstve energie, ktoré je vynakladané na vykurovanie budov, je

z hl’adiska zńıženia nákladov dôležité zefekt́ıvnit’ proces vykurovania. Konvenčné metódy

riadenia nie sú schopné zohl’adnit’ náhle zmeny počasia, požiadavky na riadenie a pod.

Mnoho týchto nedostatkov môže odstránit’ použitie predikt́ıvneho regulátora (MPC).

Ten má okrem množstva výhod, medzi ktoré patri možnost’ zahrnút’ obmedzenia

priamo do samotného zákona riadenia či jednoduchá aplikovatel’nost’ aj na MIMO systémy,

aj nevýhody, a to predovšetkým fakt, že k svojmu fungovaniu potrebuje matematický

model systému, ktorý čo najpresneǰsie popisuje správanie reálneho systému. V tejto

práci bude preto zvýšená pozornost’ venovaná hl’adaniu matematického modelu systému

vhodného pre použitie s predikt́ıvnych regulátorom. Pri tvorbe modelu budovy Českého

vysokého učeńı technického (ČVUT) v Praze použijeme okrem klasických identifikačných

metód aj identifikačné metódy minimalizujúce viackrokovú predikčnú chybu, ktoré po-

skytujú model s dobrými predikčnými vlastnost’ami, ktorý je vhodný pre použitie s MPC.

Vybraný model bude následne použitý s navrhnutým predikt́ıvnym regulátorom pre ria-

denie teploty v miestnostiach budovy ČVUT.
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Abstract

Due to a huge amount of energy put on the heating in buildings, it is important

to make the building heating process more efficient in order to lower the costs. Conven-

tional control methods are not able to take into account fast weather changes, control

requirements and others. Many of these drawbacks can be eliminated by making use

of predictive controller (MPC).

Besides plenty of advantages like an ability to include given constraints directly

into the control law or simple aplicability with MIMO systems, it has also some disadvan-

tages, for examples it needs a mathematical model of system describing its behaviour as

accurately as posible in order to work properly. In this thesis, increased attention is paid

to searching for mathematical model of system suitable for use with predictive control-

ler. For construnction of Czech Technical University (CTU) in Prague building model,

both classical methods and methods minimizing multistep ahead prediction error provi-

ding with a model with good prediction properties are used. The chosen model is then

employed with desinged predictive controller for temperature control in CTU building

rooms.
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4.4 MRI identifikácia v kombinácii s PLS . . . . . . . . . . . . . . . . . . . . 33
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5.1.1 Predikt́ıvny regulátor s obmedzeńım . . . . . . . . . . . . . . . . 43

vi
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6 Simulácie na reálnych datach 52
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Kapitola 1

Úvod

Podl’a [33] predstavuje energia spotrebovaná v budovách 20% − 40% celkovej spotreby

energie, pričom takmer 50% z tejto spotrebovanej energie tvoria náklady na vykurovanie,

ventiláciu a klimatizáciu (HVAC - Heating Ventilation and Airconditioning), potom

nasledujú náklady na ohrev úžitkovej vody a svetlo. Aj napriek tomu, že v posledných

rokoch sa výrazne vylepšuje technický stav prostriedkov HVAC, je v tejto oblasti stále

vel’ký priestor pre d’al’̌śı výskum a zlepšenie.

Najbežneǰsie použ́ıvanou stratégiou pri regulácii vykurovaćıch systémov je tzv. ekvi-

termná regulácia, kde regulátor na základe údaju o nameranej vonkaǰsej teplote podl’a

ekvitermnej krivky pre pŕıslušnú požadovanú teplotu v referenčnej miestnosti urč́ı tep-

lotu vykurovacej vody (pŕıpadne inej veličiny priamo úmernej množstvu tepelnej energie

dodanej do sústavy). Takéto riadenie má však niekol’ko nedostatkov, nesprávnym nala-

deńım ekvitermnej krivky môže dochádzat’ k nedodržaniu teplotného komfortu, pŕıpadne

k zbytočnému prekúreniu a zvýšenej spotrebe energie.

Ani v pŕıpade správneho naladenia však nemuśı viest’ ekvitermná regulácia k po-

žadovanému výsledku, pretože berie do úvahy len aktuálnu vonkaǰsiu teplotu. Poveter-

nostné podmienky sa môžu v priebehu okamžiku výrazne zmenit’ a pri vel’kých budovách

s časovými konštantami v rádoch hod́ın môže vel’mi jednoducho dochádzat’ k prekúreniu

alebo nedokúreniu.

Tu sa naskytá použitie alternat́ıvneho pŕıstupu, ktorý rieši problém vykurovania bu-

dovy ako optimalizačnú úlohu. Ide o predikt́ıvny regulátor (MPC - Model Predictive

Control), ktorý použ́ıva matematický model systému k predikcii budúceho správania

budovy berúc do úvahy predpoved’ počasia (pŕıpadne predpoved’ slnečného osvitu či ob-

sadenosti budovy). Predikcie výstupov sú následne použité pri hl’adańı minima účelovej

funkcie, ktorá by mala byt’ volená tak, aby penalizovala na jednej strane nedostatočný
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KAPITOLA 1. ÚVOD 2

tepelný komfort a na strane druhej množstvo energie vynaloženej na vykurovanie.

Pre optimálne fungovanie predikt́ıvneho regulátora je dôležitá vhodná vol’ba účelovej

funkcie, ktorá je podmienená dobrou znalost’ou riadeného procesu. Ovel’a zložiteǰsou a

komplexneǰsou úlohou je ale vo väčšine pŕıpadov nájst’ model procesu, ktorý dokáže čo

najverneǰsie predikovat’ budúce správanie (stavové, pŕıpadne výstupne veličiny) na dobu

celého horizontu predikcie. Bežne použ́ıvané identifikačné metódy [29] poskytujú modely,

ktoré sú optimalizované len v zmysle jednokrokovej predikčnej chyby. Predikcie týchto

modelov śıce odpovedajú skutočnosti na niekol’ko málo krokov dopredu, viackrokové pre-

dikcie však už nie sú až také presné a ich použitie v kombinácii s MPC vedie na subop-

timálne správanie.

Riešeńım je použit’ metódy, ktoré minimalizujú viackrokovú predikčnú chybu [16, 17,

25, 40, 41] a poskytujú modely s uspokojivými predikčnými vlastnost’ami aj pri vyšš́ıch

predikčných horizontoch a stávaju sa tak vhodnými kandidátmi pre nasadenie s pred-

ikt́ıvnym regulátorom.

Ciel’om našej práce je navrhnút’ pre budovu Českého vysokého učeńı technického

v Praze v Dejviciach predikt́ıvny regulátor založený na modeli. Ked’že sa však takýto

regulátor nezaob́ıde bez matematického modelu systému, ktorý mu poskytne čo najp-

resneǰsie dlhodobé predikcie budúceho správania, bude väčšia čast’ našej práce venovaná

práve hl’adaniu vhodného modelu. V kapitole 2 sa oboznámime s riadeným systémom, uve-

dieme prehl’adný popis prinćıpu použitého vykurovacieho systému a vysvetĺıme význam

jednotlivých procesných velič́ın dôležitých pre identifikáciu a následné riadenie.

Kapitola 3 prináša stručný prehl’ad vybraných identifikačných metód a je diskutovaná

možnost’ použitia týchto metód pri identifikácii modelu budovy. V tejto kapitole je d’alej

odvodená fyzikálna štruktúra vybraného bloku budovy ČVUT.

Rozsiahla samostatná kapitola sa zaoberá identifikačným metodám minimalizujúcim

viackrokovú predikčnú chybu, ktoré poskytujú modely vhodné pre MPC. Okrem pod-

robného popisu vybránych metód viackrokovej identifikácie sú uvedené ilustračné pŕıklady

demonštrujúce vlastnosti týchto metód.

Čast’ 5 venovaná predikt́ıvnemu riadeniu obsahuje okrem teoretického úvodu do prob-

lematiky predikt́ıvneho riadenia aj návrh konkrétneho regulátoru pre budovu ČVUT.

Dosiahnuté výsledky su prezentované v kapitole 6. Táto kapitola obsahuje súbor si-

mulácii pre konkrénty vybraný blok, ktorý zahŕňa porovnanie vybraných identifikačných

metód, zhodnotenie úspešnosti navrhnutého MPC a analýzu vplyvu intenzity slnečného

žiarenia na kvalitu identifikovaných modelov.



Kapitola 2

Popis riadeného systému

V našej práci sa budeme zaoberat’ identifikáciou a následným predikt́ıvnym riadeńım

budov. Budova, ktorá bola poskytnutá pre účely tejto práce, je budova Českého vysokého

učeńı technického v Praze. Konkrétne ide o osemposchodovú budovu Fakulty strojnej a

Fakulty elektrotechnickej1, ktorá je zobrazená na obr. 2.1.

Obr. 2.1: Pohl’ad na budovu ČVUT.

Budova ČVUT pozostáva z viacerých samostatných blokov, z ktorých čast’ je zateplená

(na obr. 2.2 znázornená červenou farbou) a druhá čast’ nezateplená (zobrazená modrou

farbou). Objektom našej práce boli bloky označené B1, B2, B3, ktoré pozostávajú z

dvoch nezávislých vykurovaćıch okruhov.

1Technická 2, Praha 6
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KAPITOLA 2. POPIS RIADENÉHO SYSTÉMU 4

Obr. 2.2: Náčrt budovy ČVUT.

Každý z blokov má totožný prinćıp stropného vykurovania, tzv. ”Crittall”. Ide o tep-

lovodný systém, ktorý bol patentovaný v roku 1907 britským profesorom Arthurom H.

Bakerom [1], v roku 1909 bol odkúpený firmou ”Crittall” a v roku 1927 pantentovo

vylepšený R. G. Crittallom a J. L. Musgravom [7]. Systém bol populárny už v obdob́ı

prvej svetovej vojny, najväčšieho rozmachu dosiahol po druhej svetovej vojne, najmä vo

Vel’kej Británii. V bývalom Československu bol tento systém hojne nasadzovaný najmä

koncom šest’desiatych rokoch vo vel’kých budovách. V pŕıpade budovy ČVUT ide o me-

androvitý systém potrub́ı, ktorý je zabudovaný v betónovom monolitickom strope. Zjed-

nodušená schéma stropného vykurovacieho systému pre jeden vykurovaćı okruh je zobra-

zená na obr. 2.3.

referenčná
miestnosť

teplota v miestnosti

vonkajšia teplota
stropný
vykurovací
systém

teplota vratnej vody

teplota vykurovacej
vody

výmenník
tepla

zmiešavač
+

rozdeľovač

Obr. 2.3: Zjednodušená schéma vykurovacieho systému.
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K ohrevu sekundárnej vody privádzanej do rozdel’ovača dochádza v parnom výmen-

ńıku, kde je sekundárna voda ohrievaná parou privedenou z teplárenskej pŕıpojky na

konštantnú hodnotu. Z výmenńıka je voda vedená do rozdel’ovača, odkial’ je sústavou

teplovodných rúr distribuovaná do jednotlivých vykurovaćıch okruhov. Pred vstupom

do daného okruhu je voda zmiešaná v trojcestnom zmiešavacom ventile, ktorého poloha

regulovaná ńızkoúrovňovým regulátorom (PID) udáva zmiešavaćı pomer medzi vodou pri-

vedenou z rozdel’ovača a vratnou vodou z vykurovacieho okruhu. Referenčné hodnoty pre

ńızkoúrovňové regulátory sú nastavované regulátorom vyššej úrovne, ktorým je v kom-

plexe budov ČVUT MPC. Vratná ochladená voda z jednotlivých vykurovaćıch okruhoch

sa vracia do zberača a d’alej do parného výmenńıku, kde opät’ dochádza k ohriatiu vody

a celý cyklus sa opakuje.

Každý z blokov B1, B2, B3, ktorými sa budeme v tejto práci zaoberat’, má dva sa-

mostatné vykurovacie okruhy (severnú a južnú vetvu). Na každom okruhu je meraná tep-

lota vykurovacej, vratnej vody a teplota v referenčnej miestnosti. Zjednodušená schéma

jedného bloku, z ktorej budeme vychádzat’ pri identifikácii a následnom riadeńı, je zobra-

zená na obr. 2.4.

Obr. 2.4: Schéma riadeného objektu.

.

Význam značenia uvedeného na obr. 2.4 možno nájst’ v tabul’ke 2.1. Tri z meraných

velič́ın sú vstupné veličiny: ϑo, ϑrws, ϑrwn. Teploty vratnej vody v jednotlivých vykuro-

vaćıch okruhoch sú riadiace veličiny (ich hodnota je nastavovaná regulátorom). Vonkaǰsia

teplota predstavuje meratel’nú poruchu. Je dôležité poznamenat’, že v pŕıpade ϑo neide

o aktuálnu meranú hodnotu ale o predpoved’ na niekol’ko hod́ın dopredu (dané predikčným

horizontom MPC), ktorá je poskytovaná agentúrou NOAA (National Oceanic and Atmo-
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Tabul’ka 2.1: Merané veličiny riadeného systému.

Označenie Popis

ϑrs teplota v referenčnej miestnosti - juh

ϑrn teplota v referenčnej miestnosti - sever

ϑrws teplota vratnej vody - juh

ϑrwn teplota vratnej vody - sever

ϑo vonkaǰsia teplota (predpoved’)

ϑhws teplota vykurovacej vody - juh

ϑhwn teplota vykurovacej vody - sever

spheric Administration)2. Tieto predpovede využ́ıva predikt́ıvny regulátor k presneǰśım

predikciám výstupov, ktorými sú teplota vratnej vody a teploty v referenčných miestnos-

tiach.

Ďalej budeme uvažovat’ systém s nasledujúcim usporiadańım vstupných a výstupných

velič́ın:

y =
[

ϑrs ϑrws ϑrn ϑrwn

]T

,

u =
[

ϑo ϑhws ϑhwn

]T

.

(2.1)

Našou úlohou je teda nájst’ model systému, ktorý bude čo najverneǰsie popisovat’ vzt’ahy

medzi vstupnými a výstupnými veličinami (2.1) a poskytne čo najpresneǰsie predikcie

výstupov.

2http://www.noaa.gov



Kapitola 3

Identifikačné metódy

Ako už bolo spomenuté v úvode tejto práce, znalost’ modelu riadeného systému, ktorý

čo najverneǰsie popisuje realitu, je nevyhnutná pre optimálne fungovanie predikt́ıvneho

riadenia. Preto je potrebné venovat’ hl’adaniu modelu systému rovnako vel’kú pozornost’

ako návrhu samotného zákona riadenia.

Existuje vel’ké množstvo rôzných pŕıstupov k identifikácii dynamických systémov,

ktorým je venovaný nemalý priestor v odbornej literatúre [29, 42, 48]. Prvou vol’bou,

ktorú muśıme pred samotnou identifikáciou učinit’, je výber reprezentácie identifikovaného

modelu. V pŕıpade časovo invariantných lineárnych systémov, (budeme pre ne použ́ıvat’

označenie LTI - Linear Time Invariant), na ktoré sa v tejto práci obmedźıme, je pomerne

bežne použivaný Input - Output model. Najmä v pŕıpade SISO systémov ponúka hned’

niekol’ko štruktúr od najjednoduchšieho FIR modelu cez ARX až po zložiteǰsie štruktúry

ako ARMAX či Box Jenkins, ktoré dovol’ujú modelovat’ nezávisle nielen parametre der-

ministickej časti systému, ale aj čast’ stochastickú [20].

V pŕıpade identifikácie systémov s vel’kým počtom vstupov a výstupov, medzi ktoré

budovy určite patria, je použitie takýchto štruktúr značne obmedzené. Ovel’a výhodneǰsie

je v takomto pŕıpade použit’ reprezentáciu stavovým popisom, ktorú v šest’desiatych ro-

koch minulého storočia formuloval Rudolf Kalman a je doteraz s obl’ubou použ́ıvaná v rade

praktických aplikácii. Ďalej sa budeme zaoberat’ len identifikáciou lineárnych časovo in-

variantných diskrétnych stochastických systémov s nasledujúcim stavovým popisom:

x(k + 1) = Ax(k) +Bu(k) + v(k)

y(k) = Cx(k) +Du(k) + e(k)
(3.1)

kde u(k) je deterministický vstup modelu. Šum merania v(k) a šum procesu e(k) sú

stacionárne náhodné postupnosti s nulovou strednou hodnotou (biely šum), ktoré sú

7
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v rôznych časov nezávislé a pre ktoré plat́ı:

E

{[

v(k)

e(k)

]}

= 0,

cov

{[

v(k)

e(k)

]

,

{[

v(k)

e(k)

]}}

= E







[

v(k)

e(k)

]

,

[

v(k)

e(k)

]T





=

[

Q S

ST R

]

.

(3.2)

Matice Q ≥ 0 a R ≥ 0 predstavujú kovarianciu šumu procesu a šumu merania. Ma-

tica S vyjadruje vzájomnú kovarianciu týchto šumov. V d’aľsom texte budeme uvažovat’

vzájomne nekorelované šumy merania a procesu, t.j. S = 0.

Z hl’adiska využ́ıvania apriórnej informácie a experimentálnej znalosti dát možno roz-

delit’ identifikačné metódy do troch základných skuṕın:

• White box

Vychádza len z apriórnej znalosti popisovaného procesu a všeobecne platných fy-

zikálnych zákonov. Výsledkom je matematický model, ktorého parametre sú źıskané

analýzou termodynamických, chemických a mechanickým vlastnost́ı identifikovaného

objektu bez použitia experimentálnych dát. Ked’že prakticky je nemožné zostro-

jit’ presný model tak zložitého systému, ako je budova, len zo znalosti fyzikálno-

chemických vlastnost́ı, je použitie tohto pŕıstupu pri identifikácii budov nie pŕılǐs

vhodnou vol’bou a d’alej sa týmto pŕıstupom nebudeme zaoberat’.

• Black box

Je pŕıstupom predstavujúcim opačný extrém akoWhite box modelovanie. Pri tvorbe

modelu systému sú použité len experimentálne źıskané dáta bez využitia akejkol’vek

znalosti o štruktúre či fyzikálnej podstate riadeného systému. Ked’že teplota, ktorá

je základnou procesnou veličinou termodynamického správania budovy, je pomerne

jednodnoducho meratel’ná, existuje množstvo presných a cenovo dostupných senzo-

rov, a teda je pri identifikácii väčšinou dostupné dostačujúce množstvo nameraných

dát. Z toho dôvodu je použitie Black box pŕıstupu jednou z možnost́ı ako nájst’

vhodný model systému. Základnou nevýhodu tejto metódy je fakt, že tento pŕıstup

ignoruje akúkol’vek štruktúru procesu a źıskaný model śıce dobre fituje najmä tes-

tovacie dáta, je však vo väčšine pŕıpadov nevhodný pre riadenie.

Ako najvhodneǰsie sa spomedzi Black box metód jav́ı použitie pomerne nového

pŕıstupu - Subspace identifikačných metód, pre ktoré sa v literatúre často použ́ıva

označenie 4SID (Subspace State-Space IDentification). Tento pŕıstup narozdiel
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od bežných Black box metód (odhadujúcich parametre vstupno-výstupných mo-

delov ARX,ARMAX...) poskytuje model v tvare stavového popisu, č́ım sa stáva

vhodným nástrojom aj pre identifikáciu MIMO systémov s vel’kým počtom vstu-

pov a výstupov (ako napŕıklad budovy). Ďaľsou z výhod, ktorá rob́ı z 4SID metód

vhodného kandidáta pri hl’adańı parametrov modelu, ktorý bude následne použitý

pre predikt́ıvne riadenie, je fakt, že poskytnutý model je optimálnym viackro-

kovým prediktorom. Okrem obecnej nevýhody Black box modelovania, ktorou je

nerešpektovanie fyzikálnej podstaty modelovaného objektu, majú Subspace metódy

aj d’al’̌sie nevýhody, medzi ktoré patŕı potreba vel’kého množstva vstupno - výstup-

ných dát a zložitá rekurzifikácia. Vzhl’adom na vel’ký objem historických name-

raných dát, ktoré pri našej práci boli k dispoźıcii, nás uvedené skutočnosti neob-

medzovali pri použit́ı Subspace metód. Podrobneǰsie budú metódy Subspace iden-

tifikácie poṕısané v samostatnej podkapitole.

• Grey box

Je kombináciou oboch vyššie uvedených pŕıstupov, ktorá využ́ıva znalost’ fyzikálnej

podstaty riadeného systému pri tvorbe štruktúry modelu a namerané dáta k od-

hadu konkrétnych hodnôt parametrov procesu. Vzhl’adom na spomı́nané množstvo

dostupných dát a na schopnost’ zjednodušene poṕısat’ tepelnú bilanciu budovy je

Grey box modelovanie d’aľsou možnost’ou pri konštukcii modelu budovy. S ohl’adom

na uvedené vlastnosti Grey box modelovacieho pŕıstupu mu v tejto kapitole budeme

venovat’ zvýšenú pozornost’ a v samostatnej podkapitole najprv poṕı̌seme postup,

akým možno nájst’ štruktúru termodynamického modelu budovy a následne zo sek-

vencie vstupno-výstupných dát určit’ aj konkrétne hodnoty parametrov daného mo-

delu.

3.1 Metódy Grey box identifikácie

Úlohou Grey box modelovania je nájst’ fyzikálny popis (štruktúru) riadeného systému a

následne odhadnút’ konkrétne hodnoty parametrov z nameraných vstupno-výstupných

dát. V prvej časti tejto podkapitoly najprv poṕı̌seme spôsob, akým možno nájst’ fy-

zikálny popis budovy, a tento spôsob následne demonštrujeme na pŕıklade vybraného

bloku budovy ČVUT v Prahe. V druhej časti bude uvedený popis odhadu parametrov

zo vstupno-výstupných dát.
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3.1.1 Tvorba štruktúry modelu

Základným fyzikálnym zákonom, z ktorého budeme vychádzat’ pri modelovańı termody-

namického správania budovy, je rovnica vedenia tepla [10]:

dQ

dt
= Kie(ϑe − ϑi)

⇒
dQ

dϑi
︸︷︷︸

Ci

dϑi

dt
= Kie(ϑe − ϑi)

(3.3)

kde t predstavuje čas, ϑi, ϑi sú teploty v dvoch bodoch (uzloch), medzi ktorými dochádza

k vedeniu tepla, Q je tepelná energia, Ci je tepelná kapacita v bode i. Celkový koeficient

prenosu tepla Ki,e môže byt’ spoč́ıtaný podl’a nasledujúceho vzt’ahu:

1

Kie

=
1

Ki

+
1

Ke

, (3.4)

kdeKe aKi sú súčinitele tepelnej vodivosti pre materiály i a e, ktoré závisia predovšetkým

na vlastnostiach daného materiálu.

Ako si možno všimnút’, z matematického hl’adiska je rovnica (3.3) ekvivalentná Oh-

movmu zákonu. Ďalej je zrejmé, že tepelná kapacita C je analógiou k elektrickej kapacite

a tiež prevrátená hodnota tepelnej vodivosti K (”tepelný odpor”) v termodynamickej

sústave plńı rovnakú funkciu ako odpor R v elektrickom obvode. Pŕıčinou prenosu tepla Q

z jedného bodu sústavy do iného je rozdiel teplôt v týchto dvoch bodoch a ten istý prinćıp

plat́ı i pre sústavy elektrických prvkov a prenos elektrického náboja. Na popis termody-

namických vlastnost́ı môžeme teda nahliadat’ podobne ako na popis velič́ın v elektrickom

obvode. Pre schématické znázornenie vzt’ahov medzi prvkami v elektrických sústavách sa

vd’aka ich prehl’adnosti tradične použ́ıvajú tzv. RC diagramy. Ked’že sme ukázali analógie

medzi pojmami zavedenými v termodynamických a elektrických sústavách, môžeme mo-

difikovaný RC diagram bez ujmy na vernosti popisu použit’ aj na zakreslenie relácíı me-

dzi termodynamickými prvkami [18,19,39]. Na nasledujúcom obrázku 3.1 uvádzame jed-

noduchý pŕıklad RC siete, ktorá odpovedá diferenciálnej rovnici vedenia tepla 3.3.
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Obr. 3.1: RC diagram pre rovnicu vedenia tepla.

Pomocou vyššie uvedeného postupu sme schopńı zostrojit’ podobnú RC siet’ a k nej

prislúchajúcu sústavu diferenciálnych rovńıc, ktorá bude popisovat’ termodynamické sprá-

vanie jedného z blokov nami uvažovanej budovy ČVUT s dvoma vykurovaćımi okruhmi

a dvoma rôzne vel’kými referenčnými miestnost’ami:

−ϑ̇rs =
1

CrsRos

(ϑrs − ϑo) +
1

CrsRr

(ϑrs − ϑrn) +
1

CrsRrwrs

(ϑrs − ϑrws)

−ϑ̇rws =
1

CrwsRrwrs

(ϑrws − ϑrs) +
1

CrwsRws

(ϑrws − ϑhws)

−ϑ̇rn =
1

CrnRon

(ϑrn − ϑo) +
1

CrsRr

(ϑrn − ϑrs) +
1

CrsRrwrn

(ϑrn − ϑrwn)

−ϑ̇rwn =
1

CrwnRrwrn

(ϑrwn − ϑrn) +
1

CrwnRwn

(ϑrwn − ϑhwn)

(3.5)

Obr. 3.2: RC diagram pre blok s dvoma vykurovaćımi okruhmi.
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Význam jednotlivých symbolov použitých v (3.5) a na obrázku 3.2 je vysvetlený v ta-

bul’ke 6.1. Budeme uvažovat’ vstupy a stavy (odpovedajú priamo meraným výstupom)

Tabul’ka 3.1: Význam symbolov.

Označenie Popis

Crs tepelená kapacita miestnosti - juh

Crn tepelená kapacita miestnosti - sever

Crws tepelená kapacita vratná voda - juh

Crwn tepelená kapacita vratná voda - sever

Ros tepelný odpor vonkaǰsej steny - juh

Ron tepelný odpor vonkaǰsej steny - sever

Rr tepelný odpor miestnost’ juh - miestnost’ sever

Rrwrs tepelný odpor miestnost’ - vratná voda (juh)

Rrwrn tepelný odpor miestnost’ - vratná voda (sever)

Rws tepelný odpor vykurovacia - vratná voda (juh)

Rwn tepelný odpor vykurovacia - vratná voda (sever)

tak, ako bolo uvedené v kapitole 2:

x =
[

ϑrs ϑrws ϑrn ϑrwn

]T

u =
[

ϑo ϑhws ϑhwn

]T

.

(3.6)

Sústavu diferenciálnych rovńıc (3.5) môžeme potom preṕısat’ na nasledujúci tvar, ktorý

odpovedá rovnici vývoja stavu v popise lineárneho časovo invariantného spojitého systému:

ẋ(k) = Acx(k) + Bcu(k), (3.7)

kde

Ac =













−

1

CrsRos
−

1

CrsRrwrs
−

1

CrsRr

1

CrsRrwrs

1

CrsRr
0

1

CrwsRrws
−

1

CrwsRrwrs
−

1

CrwsRrws
0 0

1

CrnRr
0 −

1

CrnRon
−

1

CrnRrwrn
−

1

CrnRr

1

CrnRrwrn

0 0
1

CrwnRrwrn
−

1

CrwnRwn
−

1

CrwnRrwrn













Bc =













1

CrsRos
0 0

0
1

CrwsRrws
0

1

CrsRon
0 0

0 0
1

CrwnRrwn













.

(3.8)
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Z rovnice (3.7) môžeme jednoducho pomocou diskretizácie źıskat’ matice A a B v sta-

vovom popise (3.1)

A = eAT = I + AcTs +
A2

cT
2
s

2
+ . . . ≈ I + AcTs,

B =

∫ Ts

0

eAcτdτ ≈

∫ Ts

0

IdτBc = TsBc,

(3.9)

kde Ts predstavuje vzorkovaciu periódu. Matice A a B budú mat’ nasledujúcu štruktúru:

A =









a1 a4 a3 0

a2 a5 0 0

a3 0 a6 a8

0 0 a7 a9









, B =









b1 0 0

0 b3 0

b2 0 0

0 0 b4









. (3.10)

3.1.2 Odhad parametrov

K tomu, aby sme źıskali kompletný model riadeného systému, potrebujeme ešte od-

hadnút’ parametre zvolenej štruktúry z postupnosti vstupno-výstupných dat. Pokial’ bu-

deme uvažovat’, že všetky stavy systému sú priamo meratel’né a odpovedajú výstupom,

môžeme zo vstupno-výstupných dát odhadovat’ priamo matice A, B stavového popisu.

Pre účely identifikácie je najvhodneǰsie rovnicu vývoja stavu zo stavového popisu (3.1)

zaṕısat’ do rekurźıvneho maticového tvaru:

XN
1 = AXN−1

0 + BUN−1
0 + EN−1

0 =
[

A B
]
[

XN−1
0

UN−1
0

]

+ EN−1
0 , (3.11)

kde N znač́ı počet vzorkov a

Xk+N
k =

[

x(k) x(k + 1) . . . x(k +N)
]

,

Uk+N
k =

[

u(k) u(k + 1) . . . u(k +N)
]

,

Ek+N
k =

[

e(k) e(k + 1) . . . e(k +N)
]

.

(3.12)

Maticovú rovnicu (3.25) môžeme preṕısat’ do tvaru:

vecXN
1 =

([

XN−1
0

UN−1
0

]

⊗ In

)T

vec
[

A B
]

+ vecEN−1
0 , (3.13)

kde In predstavuje jednotkovú maticu rozmerov n×n, kde n je rád systému,⊗ predstavuje

Kroneckerov produkt dvoch mat́ıc, vec je operátor vektorizácie.
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V pŕıpade, že na parametre mat́ıc A, B nie sú kladené žiadne obmedzenia, je možné

z rovnice (3.13) źıskat’ odhady Â, B̂ jednoducho tak, že zavedieme:

Y = vecXN
1 ,

X =

([

XN−1
0

UN−1
0

]

⊗ In

)T

,

Θ =
[

A B
]

,

(3.14)

a pre Θ̂ dostávame použit́ım najmenš́ıch štvorcov:

Θ̂ = YXT
(
XXT

)−1
. (3.15)

V pŕıpade, že požadujeme niektoré parametre Θ̂ nulové, je nutné vynechat’ pŕıslušné

riadky regresora X aj vektora Y a odhadovat’ len parametre, ktoré sú nenulové.

3.2 Subspace identifikačné metódy

Subspace identifikačné metódy patria k pomerne novým pŕıstupom k identifikácii dyna-

mických systémov. Ich základy boli položené koncom minulého storočia na Katoĺıckej

univerzite v belgickom Leuvene a pred pár rokmi boli úspešne použité pri identifikácii

modelu budovy [5, 11, 35]. V tejto práci sa preto nebudeme týmito metódami zaoberat’

podrobne, uvedieme len ich základne prinćıpy a v d’aľśıch kapitolách modely źıskané 4SID

metódami porovnáme s modelmi, ktoré boli źıskane ostatnými uvedenými metódami. Pre

hlbšie pochopenie sa môže čitatel’ obrátit’ napŕıklad na [8, 22, 43,44].

Pre účely Subspace identifikácie najprv zavedieme pojem stavový model v inovačnom

tvare, ktorý źıskame aplikáciou Kalmanovho filtra na systém so stavovým popisom v ob-

vyklom tvare (3.1):

x(k + 1) = Ax(k) + Bu(k) +Ké(k),

y(k) = Cx(k) +Du(k) + é(k) cov {é(k)} = Re

(3.16)

kde Re predstavuje kovarianciu inovovácíı é(k) a matica K predstavuje ustálené Kalma-

novo zosilnenie [20]:

K = APCT(CPCT +R)−1, Re = CPCT +R (3.17)
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ktoré źıskame z ustáleného riešenia algebraickej Ricatiho rovnice:

P = APAT −K(CPCT +R)−1KT +Q. (3.18)

Dôvodom, pre ktorý zavádzame stavový popis v inovačnom tvare, je skutočnost’, že

model s popisom (3.16) má v stochastickej časti menej stupňov vol’nosti ako (3.1) a tie

môžu byt’ potom jednoznačne identifikované zo vstupno-výstupných dát. Tie sú usporia-

dané pre účely identifikácie do Hankelovych mat́ıc:




Up

Uf



 =




















u0 u1 · · · uj−1

u1 u2 · · · uj
...

...
. . .

...

ui−1 ui · · · ui+j−2

ui ui+1 · · · ui+j−1

ui+1 ui+2 · · · ui+j

...
...

. . .
...

ui+h−1 ui+h · · · ui+h+j−2




















, (3.19)

i, h, j predstavujú volitel’né parametre - počet blokových riadkov resp. st́lpcov Hankelovej

matice. Parameter i určuje rozdelenie dát na minulé (,,past“) Up a budúce (,,future“) Uf .

Analogicky sú skonštruované aj matice výstupov Yp, Yf a stochastického vstupu Ép, Éf .

Priestory budúcich a minulých dát budeme značit’ Wp a Wf :

Wp =

[

Up

Yp

]

, Wf =

[

Uf

Yf

]

. (3.20)

Stavové premenné sú podobne ako výstupy a vstupy rozdelené na Xf a Xp a usporiadané

do nasledujúcich mat́ıc:

Xp
∆
=
[

x0 . . . xi−1 xi . . . xj−1

]

Xf
∆
=
[

xi . . . xj−1 xj . . . xi+j−1

] (3.21)

Ďalej zavedieme pojem rozš́ırenej matice pozorovatel’nosti Γk nasledovne:

Γk
∆
=










C

CA
...

CAk−1










(3.22)
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a obdobne pojem spätnej rozš́ırenej matice riaditel’nosti ∆d
k a ∆s

k deterministického resp.

stochastického vstupu:

∆s
k

∆
=
[

Ak−1B Ak−2B . . . B
]

,

∆d
k

∆
=
[

Ak−1K Ak−2K . . . K
]

,
(3.23)

kde k > n.

Po zavedeńı Toeplitzovských mat́ıc impulzných odoziev pre vstupy u a é, Hd
k a Hs

k:

Hd
k

∆
=












D 0 0 · · · 0

CB D 0 · · · 0

CAB CB D · · · 0
...

...
...

. . .
...

CAk−2B CAk−3B CAk−4B · · · D












,

Hs
k

∆
=












D 0 0 · · · 0

CK D 0 · · · 0

CAK CK D · · · 0
...

...
...

. . .
...

CAk−2K CAk−3K CAk−4K · · · D












,

(3.24)

môžeme preṕısat’ stavový popis (3.16) do rekurźıvnej maticovej formy [44]:

Yp = ΓiXp +Hd
i Up +Hs

i Ép,

Yf = ΓhXf +Hd
hUf +Hs

hÉf ,

Xp = AiXp +∆d
iUp +Hs

i Ép.

(3.25)

Základnou myšlienkou Subspace identifikačných metód (ako už samotný názov napovedá)

je využitie podpriestorov k odhadu mat́ıc stavového popisu A,B,C,D,K. Postačujúcimi

podpriestormi k tomuto odhadu sú podpriestor rozš́ırenej matice pozorovatel’nosti Γh a

podpriestor stavového priestoru budúcich dát Xf . Na źıskanie týchto podpriestorov je

potrebné odhadnút’ člen

Oh = ΓhXf . (3.26)

Jednou z možnost́ı, ako pomerne jednoducho odhadnút’ Oh z druhej rovnice v (3.16), je

použitie šikmej projekcie riadkového priestoru budúcich výstupov Yf pozd́lž riadkového

priestoru budúcich vstupov do riadkového priestoru minulých dát Wp, pre ktorú budeme

použ́ıvat’ nasledujúce označenie:

Yf /
Uf

Wp. (3.27)
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S využit́ım nasledujúcich troch vlastnost́ı šikmej projekcie, ktorých odvodenie možno

nájst’ v [43]:

lim
i,j→∞

Xf /
Uf

Wp = X̂f ,

lim
i,j→∞

Ef /
Uf

Wp = 0,

Uf /
Uf

Wp = 0,

(3.28)

môžeme v pŕıpade dostačujúceho počtu dát ṕısat’:

Yf /
Uf

Wp = ΓhX̂f , (3.29)

č́ım dostávame požadovaný odhad matice Oh. Požadované podpriestory budúcich stavov

a rozš́ırenej matice pozorovatel’nosti źıskame z Oh použit́ım SVD rozkladu:

Oh = USV T =
[

Us Un

]
[

Ss 0

0 Sn

][

Vs

Vn

]T

, (3.30)

kde pre odhadované Γh a X̂f bude platit’:

Γh = UsS
1/2
s , X̂f = S1/2

s V T
s . (3.31)

Nutno podotknút’, že SVD rozkladom je źıskaný nielen odhad požadovaných pod-

priestorov, ktoré budú d’alej využité k odhadu parametrov stavového modelu, ale aj rád

odhadovaného modelu n, ktorý je rovný počtu významných singularných č́ısel matice Oh,

ktoré tvoria diagonálu matice Ss.

Teraz už poznáme postupnost’ stavov Xf a k odhadu mat́ıc A,B,C,D je potrebné už

len vyriešit’ nasledujúcu sústavu rovńıc:

[

X̂i+1

Yi

]

=

[

A B

C D

][

X̂i

Ui

]

, (3.32)

kde
X̂i+1 =

[

x̂i+1 · · · x̂i+j

]

, X̂i =
[

x̂i · · · x̂i+j−1

]

,

Yi =
[

yi · · · yi+j−1

]

, Ui =
[

ui · · · ui+j−1

]

.
(3.33)

Riešenie sústavy rovńıc (3.32) źıskame pomerne jednoducho pomocou najmenš́ıch štvorcov.

Zavedieme podobné označenie ako v predošlej podkapitole:

Θ =

[

A B

C D

]

, X =
[

X̂i, Ui

]

, Y =

[

X̂i+1

Yi

]

. (3.34)
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Pre odhad systémových mat́ıc Â, B̂, Ĉ, D̂ pomocou LS dostávame

[

Â B̂

Ĉ D̂

]

= YXT
(
XXT

)−1
. (3.35)

Pre odhad stochastickej časti modelu so stavovým popisom (3.16) K̂ a R̂e spoč́ıtame

reziduá Σ:

Σ =

[

Σ11 Σ12

Σ21 Σ22

]

=
1

j − (m+ n)(n+ l)

(

Y − Ŷ
)(

Y − Ŷ
)T

, (3.36)

kde Ŷ :

Ŷ =

[

Â B̂

Ĉ D̂

]

X . (3.37)

Pre odhad R̂e a K̂ potom dostávame:

R̂e = Σ22, K̂ = Σ11Σ
−1
22 . (3.38)



Kapitola 4

Identifikácia pre predikt́ıvne riadenie

Ako už bolo neraz spomenuté, pre správne fungovanie predikt́ıvneho regulátora je vel’mi

dôležitá dobrá znalost’ matematického modelu riadeného systému. Kritérium (účelová

funkcia), ktoré bude použité pri identifikácii parametrov modelu, by malo byt’ volené

podl’a toho, pre aký typ regulátoru bude tento model následne použitý. Predikt́ıvny re-

gulátor minimalizuje regulačnú odchýlku počas celého predikčného horizontu v závislosti

na predikcii výstupov. Najčasteǰsie je pri návrhu MPC použitá kvadratická účelová fun-

kcia a regulátor potom minimalizuje kvadrát regulačnej odchýlky. Model, ktorý bude

použitý pre predikt́ıvne riadenie, by mal byt’ teda predovšetkým dobrým viackrokovým

prediktorom.

Bežne použ́ıvané identifikačné metódy minimalizujú však len jednokrokovú predikčnú

chybu (PEM - Prediction Error Methods, [29]). Preto sa pri tvorbe modelov pre MPC

(najmä pre vel’ké predikčné horizonty) použ́ıvajú metódy, ktoré minimalizujú viackro-

kovú predikčnú chybu. Pre tieto metódy sa použ́ıva súhrnné označenie MPC Relevant

Identification (MRI) a budú podrobneǰsie poṕısané v nasledujúcej podkapitole.

4.1 Úvod do MRI

V posledných rokoch bolo publikované pomerne vel’ké množstvo článkov, ktoré sa zaobe-

rajú hl’adańım modelu, ktorý by mohol byt’ použitý pre predikt́ıvne riadenie.

Prvými prácami v tejto oblasti sú články autorov Shook a Mohtadi publikované

na začiatku devät’desiatych rokov [40, 41]. V týchto článkoch poukazujú na to, že mi-

nimalizácia viackrokovej predikčnej chyby je ekvivalentná prefiltrovaniu vstupných a

19
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výstupných dát filtrom, ktorý je závislý na šumovom modeli, a následnej identifikácii

minimalizujúcej jednokrokovú predikčnú chybu. Použitie takejto metódy je však pod-

mienené znalost’ou skutočného šumového modelu, ktorý býva vo väčšine priemyselných

aplikácii neznámy.

V rokoch 2002 až 2004 vychádzajú články [16,17], kde sa autori s neznalost’ou šumového

modelu vysporiadali rozdeleńım MRI identifikácie do dvoch krokov. V prvom kroku iden-

tifikujú model deterministickej časti sýstemu, druhý krok algoritmu predstavuje odhad

koeficientov šumového modelu s využit́ım znalosti o deterministickej časti systému.

Ďaľśım z možných pŕıstupov k MRI identifikácii je ,,multimodelový pŕıstup“, kde je

vytvorený separátny model pre každé k ∈ {1, 2, 3, . . . , P}, P je horizont predikcie. Všetky

źıskané modely sú súčasne použité pre riadenie. Základnou nevýhodou tohto pŕıstupu je

vel’ké množstvo odhadovaných parametrov najmä pre vel’ké predikčné horizonty a systémy

s viacerými vstupmi a výstupmi (MIMO). Ked’že rozptyl odhadovaných parametrov sa

zvyšuje s rastúcim počtom parametrov, touto metódou sa nebudeme d’alej zaoberat’. Jej

podrobneǰśı popis je možné nájst’ v [38].

4.2 MRI identifikácia

4.2.1 MRI účelová funkcia

Je známe, že predikt́ıvny regulátor minimalizuje odchýlku skutočného výstupu systému

od požadovanej referenčnej hodnoty počas celého predikčného horizontu. Vo väčšine

pŕıpadov je použité kritérium kvadratické.

Definujme nasledujúcu účelovú funkciu JMPC , ktorá penalizuje kvadrát odchýlky

od referencie:

JMPC =
1

(N − P )P

N−P∑

k=1

P∑

i=1

(yref (k + i)− y(k + i))2. (4.1)

Ak pre výstup použijeme y(k+ i|k) = ŷ(k+ i|k) + e(k+ i|k), môžeme kritérium (4.1)

naṕısat’ v tvare

JMPC =
1

(N − P )P

N−P∑

k=1

P∑

i=1

(yref (k + i)− ŷ(k + i|k)− (y(k + i)− ŷ(k + i|k)))2. (4.2)
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Ďaľśım rozpisovańım môžeme vyjadrit’ kritérium JMPC v tvare súčtu troch výrazov:

JMPC =
1

(N − P )P

N−P∑

k=1

P∑

i=1

(yref (k + i)− ŷ(k + i|k))2 +

1

(N − P )P

N−P∑

k=1

P∑

i=1

(y(k + i)− ŷ(k + i|k))2 −

2

(N − P )P

N−P∑

k=1

P∑

i=1

(yref (k + i)− ŷ(k + i|k))× (y(k + i)− ŷ(k + i|k))

(4.3)

Klasické MPC minimalizuje len prvý člen rovnice (4.3) a to môže viest’ na subop-

timálne riešenie. Aby sme dospeli k optimálnemu riešeniu, je potrebné minimalizovat’

aj dva zostávajúce členy. Tret́ı člen predstavuje kŕıžovú koreláciu medzi chybou identi-

fikácie a chybou riadenia a jeho minimalizáciou sa zaoberá napŕıklad [15] a v tejto práci

mu nebude d’alej venovaná pozornost’.

Mimimalizácia druhého členu je zabezpečená použit́ım MRI identifikačných algorit-

mov. Zaved’me si pre druhý člen rovnice (4.3) nasledujúce označenie:

JP
N =

1

(N − P )P

N−P∑

k=1

P∑

i=1

(y(k + i)− ŷ(k + i|k))2 =
1

(N − P )P

N−P∑

k=1

P∑

i=1

(ǫpi (k))
2 .

(4.4)

Na označenie chyby predikcie na i krokov v čase k, ǫpi (k), budeme d’alej použ́ıvat’ značenie

ǫpk,i. V d’aľsom texte sa budeme zaoberat’ už len minimalizáciou vyššie uvedenej účelovej

funkcie.

Dodajme, že pre i-krokovú predikciu výstupu budeme použ́ıvat’ označenie ŷ(k + i|k),

aby bola zachovaná súvislost’ medzi viackrokovou predikčnou chybou a účelovou funkciou

MPC 4.1.

Uvažujme skutočný model systému v tvare:

y(k) = Gp(q)u(k) +GL(q)e(k). (4.5)

Gp(q) predstavuje prenos deterministickej časti systému a GL(q) je tvarovaćı filter šumu.

Predpokladá sa, že e(k) je normálne rozdelený biely šum s nulovou strednou hodnotou a

rozptylom σ2
e . V týchto výrazoch q označuje operátor posunu y(k + i) = qy(k). Ĝp(q, θ)

a ĜL(q, θ) predstavujú identifikované modely, θ je neznámy odhadovaný parameter.

Po zavedeńı tohoto označenia môžeme pre optimálny viackrokový prediktor ŷ(k+ i|k)

ṕısat’ [29]:

ŷ(k + i|k) = ŴiĜp(q)u(k + i) +
(

1− Ŵi

)

y(k + i). (4.6)
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Pre jednoduchost’ budeme d’alej namiesto Ĝp(q) ṕısat’ iba Ĝp. Pre Ŵi zo vzt’ahu (4.6)

plat́ı

Ŵi = F̂iĜ
−1
L ,

F̂i =
i−1∑

i=0

ĝiq
−1, F̂1 = ĝ0 = 1,

(4.7)

kde koeficienty ĝi sú koeficienty impulznej odozvy odhadovaného tvarovacieho filtru šumu.

Výrazom ŷ(k+ i|k) rozumieme predikované výstupy v čase k+ i z dát, ktoré sú dostupné

v čase k.

S použit́ım vzt’ahu pre optimálny prediktor (4.6) môžeme vyjadrit’ chybu predikcie ǫpi,k

(4.4) nasledujúcim vzt’ahom:

ǫpk,i = Gp(q)u(k + i) +GL(q)e(k + i)− ŴiĜp(q)u(k + i)

−
(

1− Ŵi

)(

ŴiĜp(q)u(k + i) +GLe(k + j)
)

.
(4.8)

Po d’aš́ıch úpravách dostaneme pre ǫpi,k:

ǫpi,k = Ŵi

(

Gp − Ĝp

)

u(k + i) + ŴiGLe(k + i). (4.9)

Za predpokladu nekorelovanosti vstupov a šumu dostávame pre podmienenú strednú

hodnotu µ výraz:

E(ǫpi,k|u) = Ŵi

(

Gp − Ĝp

)

u(k + i) = µi(k). (4.10)

Chyba predikcie je normálne rozdelená s určitou strednou hodnotou µ a rozptylom σ2.

Stredná hodnota chyby ǫpi,k je závislá jednak na kvalite odhadu deterministickej časti

systemú a aj na vlastnostiach šumu.

Pre rozptyl chyby predikcie σ2
i môžeme naṕısat’

σ2
i =

∥
∥
∥ŴiGL

∥
∥
∥

2

2
σ2
e . (4.11)

Ako je vidno, rozptyl σ2
i chyby predikcie je závislý len vlastnostiach šumu. S využit́ım

(4.11) a (4.10) môžeme pre MRI účelovú funkciu použit’ vzt’ah:

JP
N =

1

P
(

P∑

i=1

σ2
i +

P∑

i=1

µ2
i ) (4.12)

V pŕıpade znalosti šumového modelu (GL = ĜL) sa problém minimalizácie viackroko-

vej predikčnej chyby ǫpi,k redukuje len na minimalizáciu druhého členu (4.12). Prvý člen

(4.12), ktorý predstavuje rozptyl chyby predikcie σ, je v tomto pŕıpade známy a nemá
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zmysel ho minimalizovat’. Jeho hodnotu môžeme určit’ nasledovne: pre Ŵi použijeme

vzt’ah (4.7), dosad́ıme do rovnice (4.11) a dostávame

P∑

i=1

σ2
i =

[
P + (P − 1)g21 + · · ·+ g2P−1

]
σ2
e . (4.13)

Jednou z možnost́ı minimalizácie (4.12) je využit’ ekvivalenciu prefiltrácie vstupných

a výstupných dát a minimalizácie viackrokovej predikčnej chyby, podobne ako je uvedené

v [41] a [40]. Pokial’ však nepoznáme vlastnosti šumového modelu, čo je v praktických

aplikáciach vel’mi častý jav, je nutné mysliet’ aj na minimalizáciu rozptylu chyby predikcie

σ2
i . Ako bolo spomenuté v úvode tejto kapitoly, tento problém riešia autori v článkoch

[16,17]. Podrobneǰsi popis algoritmu, ktorý je označovaný ako dvojkrokový, bude uvedený

v nasledujúcej podkapitole.

4.2.2 Dvojkrokový algoritmus

Minimalizáciu MRI účelovej funkcie je možné rozdelit’ do dvoch nezávislých krokov:

1. Zafixovanie šumového modelu - zafixujeme šumový model (napr. ĜL = 1),

pre daný šumový model źıskame model deterministickej časti systému Gp.

2. Odhad modelu šumu - s použit́ım modelu procesu, ktorý sme źıskali v prvom

kroku algoritmu, odhadneme koeficienty tvarovacieho filtru šumu ĜL.

Zafixovanie šumového modelu

V prvom kroku dvojkrokového algoritmu zafixujeme šumový model a hl’adáme model

procesu Ĝp tak, aby bol minimalizovaný druhý člen kritéria (4.12) pre zvolený šumový

model. Riešime teda nasledujúcu optimalizačnú úlohu

Ĝp = argmin
Gp

N−P∑

k=1

P∑

i=1

µ2
i (4.14)

Ako najjednoduchšia vol’ba sa ukazuje zvolit’ ako fixný šumový model ĜL = 1. Je

jednoduché ukázat’, že za predpokladu ĜL = 1 je MRI identifikácia ekvivalentná klasickej

identifikácii minimalizujúcej jednokrokovú predikčnú chybu.

Ak si zvoĺıme ĜL = 1, potom pre koeficienty ipmulznej odozvy a filter Ŵi plat́ı

ĝ0 = 1, ĝi = 0, i = {1, . . . , P} ,

F̂i = 1,

Ŵi = 1,

(4.15)
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Po dosadeńı za Ŵi = 1 vid́ıme, že minimalizácia (4.9) pre l’ubovol’né P je ekvivaletná

minimalizácii jednokrokovej predikčnej chyby (P = 1).

Kým model procesu, ktorý vyhovuje minimalizácii jednokrokovej predikčnej chyby, je

možné źıskat’ celkom jednoducho použit́ım lineárnej regresie, pri hl’adańı minima sumy

kvadrátov viackrokových predikčných chýb (4.9) pre P > 1 musia byt’ použité algoritmy

nelineárnej optimalizácie [49], čo je výpočtovo omnoho náročneǰsie.

Odhad modelu šumu

Odhadnutý model procesu Ĝp, ktorý sme źıskali v prvom kroku algoritmu, bude d’alej

použitý pre odhadovanie koeficientov tvarovacieho filtru šumu GL.

Budeme uvažovat’ model šumu:

ĜL =
C(q)

D(q)
=

1 + c1q
−1 · · ·+ cmq

−m

1 + d1q−1 · · ·+ dnq−n
, (4.16)

kde m udáva rád čitatel’a modelu šumu a n rád menovatel’a. Pripomeňme, že koeficienty

impulznej odozvy šumového modelu ĝi sú funkciou koeficientov ci a di a možno ich źıskat’

dlhým deleńım polynómov C/D.

Pre viackrokovú predikčnú chybu ǫk,i(θi) môžeme s použit́ım (4.16) naṕısat’

ǫk,i(θi) = y(k + i)− ŷ(k + i|θi)

ǫk,i(θi) =
D

C

[

Fiy(k + i)− FiĜpu(k + i)
] (4.17)

kde θi predstavuje vektor neznámych odhadovaných parametrov:

θi =
[

c1 · · · cm 1 d1 · · · dn

]

(4.18)

Objasnime ešte význam dolného indexu i pri odhadovanom parametri θ: ako už bolo

spomenuté, koeficienty impulznej odozvy sú závislé na koeficientoch prenosu ci a di

F̂i = f(c1 · · · ci, d1 · · · di). (4.19)

Potom θi predstavuje vektor odhadovaných parametrov, pre ktoré plat́ı (4.19). Ďalej si

zavedieme nasledujúce označenie:

uf (k) = Ĝpu(k), (4.20)

vk,i(θi) = F̂iy(k + i)− F̂iĜpu(k + i). (4.21)
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Potom môžeme vk,i(θi) rozṕısat’ do tvaru:

vk,i(θi) = y(k + i) + ĝ1y(k + i− 1) + · · ·+ ĝi−1y(k + 1)

− uf (k + i)− ĝ1uf (k + i− 1)− · · · − ĝi−1uf (k + 1).
(4.22)

S použit́ım (4.22) môžeme viackrokovú predikčnú chybu ǫk,i(θi) vyjadrit’ ako

ǫk,i(θi) = θi

[

vk,i(θi) vk−1,i(θi) · · · vk−n,i(θi) ǫk−1,i(θi) · · · ǫk−m,i(θi)
]T

. (4.23)

Teraz už môžeme druhý krok algoritmu formulovat’ ako optimalizačnú úlohu

argmin
θ

N−P∑

k=1

P∑

i=1

(ǫk,i)
2 (4.24)

pričom pre ∀ i ∈ {1, . . . , P} muśı byt’ splnená obmedzujúca podmienka (4.19).

Ide o klasický problém nelineárnej optimalizácie, ktorý je možné riešit’ použit́ım ne-

lineárnych najmenš́ıch štvorcov. Na riešenie tohto problému je možné použit’ napŕıklad

solver lsqnonlin, ktorý je súčast’ou Optimalizačného toolboxu v Matlabe [6].

Pŕıklad 4.1 (MRI dvojkroková identifikácia): Uvažujme model procesu ktorý je

daný skutočným modelom procesu Gp

Gp =
0.0077z2 + 0.0212z + 0.0036

z3 − 1.9031z2 + 1.1514z − 0.2158
(4.25)

a modelom šumu GL1, GL2

GL1 =
1

z + 0.8
, GL2 =

1

(z − 0.8)2
, (4.26)

ktorý je budený pseudonáhodným binárnym signálom s amplitúdou ±3 o d́lžke 500

vzorkov a zat’ažený gaussovským bielym šumom s nulovou strednou hodnotou a rozp-

tylom σ2
e = 0.3. V prvom pŕıpade GL1 predpokladajme, že poznáme skutočnú štruktúru

šumového modelu

ĜL1 =
1

z + d
(4.27)

a v pŕıpade šumového modelu GL2 predpokladáme, že nepoznáme štruktúru šumového

modelu

ĜL2 =
1

z + db
(4.28)

Riešenie: a, GL1 (známa štruktúra šumového modelu)

Na odhad koeficientu šumového modelu bol použitý dvojkrokový algoritmus. V prvom
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kroku bol zafixovaný šumový model na ĜL = 1 a boli odhadnuté koeficienty deterministic-

kej časti. Tie boli v druhom kroku použité k odhadu neznámeho koeficientu d tvarovacieho

filtru šumu ĜL. Na riešenie optimalizačného problému bol použitý solver lsqnonlin.

Na obr. 5.1 je vykreslená optimálna hodnota pólu šumového modelu d v závislosti

na predikčnom horizonte P ∈ {1, 5, 10, . . . , 80}. Ukazuje sa, že so zvyšujúcim sa pre-

dikčným horizontom rastie aj kvalita odhadu a pri správne zvolenej štruktúre šumového

modelu je dvojkrokový algoritmus schopný odhadnút’ šumový model omnoho presneǰsie

ako klasické jednokrokové identifikačné metódy. Na druhej strane pre vel’ké predikčné

horizonty P sa odhadovaný parameter ustáli na určitej hodnote a d’alej sa meńı len málo

a vplyv zvyšovania predikčného horizontu na kvalitu odhadu je minimálny.

To si možno vysvetlit’ nasledovne: pri pohl’ade na vzt’ahy (4.22),(4.23) vid́ıme že roz-

diel medzi minimalizáciou účelovej funckie (4.24) pre rôzne P je daný koeficientami im-

pulznej odzvy tvarovacieho filtra šumu GL. Ked’že tvarovaćı filter šumu má impulznú

odozvu konečnej d́lžky, koeficienty gi sú od určitého i (v našom pŕıpade pre tvarovaćı fil-

ter GL1 (4.28) cca 30) zanedbatel’ne malé a minimalizácia viackrokovej predikčnej chyby

je pre P > 30 nezávislá na d’aľsom zvyšovańı P .
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Obr. 4.1: Hodnota optimálneho koeficientu šumového modelu v závislosti

na P .

Ako meŕıtko kvality odhadu sme použili pomer hodnôt účelových funkcíı:

RP =

∑N−80
k=1

∑80
i=1(ǫk,i(θ̂P ))

2

∑N−80
k=1

∑80
i=1(ǫk,i(θ̂1))

2
. (4.29)
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kde θ̂P , P ∈ 1, 2, . . . , 80 predstavuje odhad neznámych parametrov źıskaný minima-

lizáciou P -krokovej predikčnej chyby. Na obr. 4.2, kde je zobrazený priebeh RP v závislosti

na zvyšujúcom sa predikčnom horizonte, je možné pozorovat’ markantný nárast kvality

odhadu d so zvyšovańım P až po určitý predikčný horizont, kde sa RP ustáli na určitej

hodnote a jeho zmeny sú zanedbatel’né.
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Obr. 4.2: Priebehy RP v závislosti na P .

b, GL2 (neznáma štruktúra šumového modelu)

V druhom pŕıpade zložiteǰsieho šumového modelu GL2 sme podobne ako v prvom pŕıpade

odhadli koeficienty modelu procesu pre ĜL2 = 1 a následne v druhom kroku odhadli koefi-

cient db. To, ako sa meńı hodnota odhadnutého parametru db so zvyšujúcim sa predikčným

horizontom P , je možné vidiet’ na obr. 4.3. Ako meŕıtko kvality odhadu bola tentokrát

použitá Nyquistova frekvenčná charaketristika [13] odhadnutého šumového filtra ĜL2.
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Obr. 4.3: Hodnota optimálneho koeficientu šumového modelu v závislosti

na P .

Na frekvenčných charakteristikách odhadnutých šumových modelov obr. 4.4 je vidno,

že najbližšie ku skutočnému šumovému modelu majú modely źıskane pre predikčné ho-

rizonty okolo 10, d’aľśım zvyšovańım predikčného horizontu P sa kvalita odhadu nijak

nezlepšuje, naopak klesá.
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Obr. 4.4: Nyquistove charakteristiky pre rôzne P .
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4.3 Jednokrokový algoritmus

Iný pŕıstup k MRI identifikácii prezentujú v článku [25] autori Lauri a Mart́ınez a bude

mu venovaná táto podkapitola.

Pre výstup obecného MIMO systému môžeme použit’ vzt’ah:

y(k) = Z(k)Θ + E(k), (4.30)

kde

• y(k) =
[

y1(k) · · · yno(k)
]

,

• Z(k) =
[

u(k − nk) · · · u(k − nb) y(k − 1) y(k − na)
]

.

Matica Z(k) je regresor, no znač́ı počet výstupov, nb udáva počet oneskorených

výstupov v regresore (lagged outputs), na počet oneskorených vstupov (lagged inputs)

v regresore, nk udáva oneskorenie prvého vstupu v regresore za aktuálnym výstupom

(nk = 0 znamená priamu väzbu vstup-výstup) a Θ je vektor odhadovaných parametrov

systému

Θ =
[

bnk
· · · bnb

a1 · · · ana

]T

. (4.31)

Po zavedeńı tejto konvencie môžeme pre viackrokový prediktor ŷ(k + i|k) naṕısat’

ŷ(k + i|k) = Z(k + i)Θ̂T, i ∈ 1, 2, . . . , P , (4.32)

kde

Z(k + i) =
[

u(k + i− nk) · · · u(k + i− nb) y(k + i− 1) y(k + i− na)
]

. (4.33)

Treba si uvedomit’, že každý výstup y(a) v regresnom vektore (4.33), kde a > k, nie je

dátom, ktoré by bolo dostupné v aktuálnom čase k, ale ide o predikciu výstupu ŷ(a|k). Aby

sme źıskali predikciu ŷ(k+ i|k), použijeme i-krát vzt’ah (4.32), túto rekurźıvnu procedúru

odštartujeme z aktuálneho výstupu y(k).

Ako sme už spomenuli v úvode podkapitoly 4.3, úlohou MRI identifikácie je nájst’

neznáme parametre identifikovaného systému tak, aby bol minimalizovaný druhý člen

rovnosti (4.3), ktorý predstavuje sumu kvadrátov viackrokových predikčných chýb ǫk,i =

ǫ(k + i|k):

ǫk,i = y(k + i)− ŷ(k + i). (4.34)
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Účelovú funkciu, ktorú budeme značit’ podobne ako v [25] JLRPI (Long Range Predictive

Identification) a predstavuje spomı́naný druhý člen (4.3), môžeme naṕısat’ v nasledujúcom

tvare:

JLRPI =
P∑

i=1

N−i∑

k=1

(ǫ(k + i|k))2. (4.35)

Kým pre P = 1 ide o minimalizáciu klasickej jednokrokovej predikčnej chyby, pre P > 1

kvôli spomı́nanej rekurzii (4.32),(4.33) problém minimalizácie JLRPI opät’ predstavuje

problém nelineárnej optimalizácie a nemožno použit’ lineárnu regresiu.

4.3.1 Implementácia (popis) algoritmu

Kritérium 4.35 môžeme naṕısat’ aj v maticovej forme

JLRPI =
P∑

i=1

N−i∑

k=1

(Ea)
2, (4.36)

kde

Ea =







Ea1
...

EaP






, Eai =







ǫ(1 + i|1)
...

ǫ((N − i) + i|N − i)






, i ∈ {1, 2, . . . , P} . (4.37)

Matica Eai predstavuje maticu i-krokových predikčných chýb v každom dikrétnom čase

k ∈ {1, 2, . . . , N − i}. Ide o vysokú maticu, ktorá má počet st́lpcov rovný počtu výstupov

systému no. Počet riadkov je daný d́lžkou identifikačných dát. Ked’že ide o i-krokové

predikčné chyby, pre každé i existuje práve N − i predikčných chýb. Pre Eai plat́ı:

Eai = Yai − ZaiΘ, (4.38)

kde Yai a Zai sú matice výstupov resp. regresorov, ktoré boli vytvorené podobným

spôsobom ako matice predikčných chýb:

Yai =







Y1+i

...

YN






, Zai =







X(1 + i)
...

Z((N − i) + i)






. (4.39)

Rovnako, ako sú usporiadané matice vo vel’kej matici Ea, usporiadame aj matice

regresorov a výstupov. Pre predikčnú chybu Ea teda dostaneme:

Ea = Ya − ZaΘ (4.40)
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a formulujeme optimalizačnú úlohu:

argmin
Θ

(Ya − Za(Θ)Θ)2. (4.41)

Takto formulovaný optimalizačný problém je opät’ možné riešit’ použit́ım solveru

pre nelineárne najmenšie štvcorce lsqnonlin. Na riešenie tejto špecifickej úlohy je však

vhodneǰśı solver lsqcurvefit hl’adajúci koeficienty x, ktoré riešia problém:

argmin
x

‖F (x, xdata)− ydata‖
2
2 . (4.42)

Pri pohl’ade na (4.41) vid́ıme, že ide o optimalizačnú úlohu (4.42), kde neznámy pa-

rameter x je Θ, výstupy Ya predstavujú ydata a F je v našom pŕıpade súčin Xa(Θ)Θ.

Pomocou poṕısaného algoritmu (s použit́ım solveru lsqcurvefit) sme identifikovali

parametre MIMO systému a výsledku sú uvedené v nasledujúcom pŕıklade.

Pŕıklad 4.2 (MRI identifikácia MIMO systému): Uvažujme model systému desti-

lačného st́lpca [47], ktorý je poṕısaný maticou prenosu Gp pre vzorkovaciu periódu Ts =

60 s:

Gp =

[
0.06z−1+0.63z−2+0.072z−3

1−0.93z−1−0.013z−2−0.0023z3
0.033z−1+0.087z−2−0.58z−3

1−1.57z−1+0.72z−2−0.13z−3

0.2z−1−0.63z−2+0.52z−3

1−2.18z−1+1.58z−2−0.39z3
0.051z−1+0.12z−2−0.85z−3

1−1.55z−1+0.71∗z−2−0.13z3

]

. (4.43)

Vstupmi systému sú prietoky refluxu (spätný tok) a varáku. Výstupy predstavujú

zloženia produktov vystupujúcich z horných a dolných otvorov kolóny. Pre účely identi-

fikácie sme budili systém pseudonáhodným binárnym signálom s amplitúdou ±2 a bol

zat’ažený gaussovským bielym šumom s nulovou strednou hodnotou a rozptylom σ2
e = 0.4.

Neznáme parametre systému sme identifikovali z testovaćıch dát o d́lžke N = 500 a vali-

dovali na 400 vzorkoch. Použitý bol tvarovaćı filter šumu GL

GL =

[
0.1−0.3z−1

1−1.29z−1+0.84z−2

0.37−0.11z−1

1−0.28z−1+0.72z−2

0.3−0.95z−1

1−0.65z−1+0.84z−2

0.52−0.14z−1

1−0.34z−1+0.83z−2

]

. (4.44)

Riešenie: Ked’že model źıskaný MRI identifikáciou je použ́ıvaný d’alej ako model pre MPC,

bude nás zauj́ımat’, ako dobre dokáže predikovat’ výstupy na P krokov. Ako jedno z kri-

térii, ktoré použijeme na hodnotenie kvality odhadu, bude preto (podobne ako v pŕıpade

dvojkrokového algoritmu) použitá hodnota účelovej funkcie 4.35.

Vykresl’ovaný je opät’ pomer hodnoty účelovej funkcie pre parametre źıskané i-krokovou

identifikáciou (i ∈ {1, 2, . . . , P}) ku hodnote účelovej funkcie pre parametre źıskane jed-

nokrokovou identifikáciou. Tento pomer budeme označovat’ RP . Priebeh na obr. 4.5

naznačuje, že podobne ako v pŕıpade dvojkrokového algoritmu kvalita odhadu rastie



KAPITOLA 4. IDENTIFIKÁCIA PRE PREDIKTÍVNE RIADENIE 32

so zvyšujúcim sa predikčným horizontom až do určitého horizontu, kedy sa ustáli na určitej

hodnote a d’alej sa nemeńı.
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Obr. 4.5: Priebeh pomeru Rp v závislosti na P .

Ďalej porovnáme 50-krokové predikcie výstupu s reálnymi výstupmi systému pre jed-

nokrokovú a P -krokovú identifikáciu. Aj toto porovnanie (obr. 4.6) potvrdzuje, že model

źıskaný klasickými metódami nie je ani zd’aleka takým dobrým viackrokovým predikto-

rom ako model źıskaný minimalizáciou (4.35).
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Obr. 4.6: Priebehy P -krokových predikcíı výstupov.
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4.4 MRI identifikácia v kombinácii s PLS

Na predchadzajúcich riadkoch boli poṕısané metódy MRI identifikácie, ktoré boli následne

s úspechom otestovné na jednoduchých pŕıkladoch. Data použité na identifikáciu boli však

zat’ažené nekorelovaným bielym šumom, čo v pŕıpade identifikácie reálnych riadených

systémov nebýva častým javom, pretože málokedy je k dispoźıcii dostatok tak kvalitných

dát. Je takmer pravidlom, že data ktoré sú pri identifikácii dostupné, sú zlé podmienené

vd’aka pŕıtomnosti kolinearity a šumu, čo výrazne zhoršuje správanie bežne použ́ıvaných

metód založených na klasických najmenš́ıch štvorcoch (OLS - Ordinary Least Squares),

ba niekedy môže viest’ aj k nemožnosti použitia týchto metód. Tento problém môže vy-

riešit’ použitie čiastočnej lineárnej regresie (PLS - Partial Least Squares), ktorá je už

niekol’ko rokov s obl’ubou použ́ıvana v ekonometri, chemometrii a biometrii [4,12,27,45].

Použitie algoritmu PLS v identifikácii modelu riadeného systému by śıce riešilo prob-

lém s nekvalitnými identifikačnými datami, ale tento model by nebol ekvivalentný mini-

malizácii viackrokovej predikčnej chyby a nebol by optimálny pre následné MPC riadenie.

Metódu, ktorá kombinuje oba tieto pŕıstupy - čiastočnú lineárnu regresiu a MRI identi-

fikáciu - uviedli autori v článku [25]. V tejto časti najprv uvedieme stručný popis metódy

PLS a následne ju použijeme v spojeńı s MRI identifikáciou.

4.4.1 Čiastočná lineárna regresia

Budeme uvažovat’ lineárny regresný model:

Y = ZΘ, (4.45)

Y (N × no), Z(N ×m), Θ(no ×m), kde m = na + nb je počet parametrov v regresnom

vektore, N udáva počet vzorkov, no je počet závislých premenných (počet výstupov).

Metóda najmenš́ıch štvorcov vedie na nasledujúce riešenie

Θ̂ =
(
ZTZ

)−1
ZTY. (4.46)

V ideálnom pŕıpade sú riadky v matici Z lineárne nezávislé. V pŕıpade, že tomu tak nie

je, matica (ZTZ)−1 je singulárna a tým pádom jej inverzia neexistuje a riešeńım tohto

problému može byt’ práve spomı́naná metóda čiastočnej lienárnej regresie.

Metóda PLS využ́ıva metódu Principial Component Analysis (PCA) v spojeńı s viac-

násobnou lineárnou regresiou. Metóda PCA je podrobneǰsie poṕısana napŕıklad v [21,44].

Tu uvedieme iba jej stručný popis.
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PCA

Na základe PCA metódy môžeme maticu Z(N ×m) rozložit’ na nasledujúcu sumu tak,

aby bolo zachované čo najväčšie množstvo informácie obsiahnuté v Z:

Z = t1p
T
1 + t2p

T
2 + . . . tap

T
p + Ep = TpP

T
p + Ep, (4.47)

kde th, h ∈ {1, 2, . . . , p} sú st́lpcové vektory d́lžky N , ktoré sú navzájom kolmé a nazývajú

sa skóre (score vectors), a ph, h ∈ {1, 2, . . . , p} sú st́lpcové vektory d́lžky m a nazývajú sa

zát’ažové vektory (loadings vectors). V matici Ep(N ×m) je uložený šum a redundantná

informácia.

V jednoduchosti môžeme povedat’, že metóda PCA sa snaž́ı preskúmat’ štruktúru dát

s dimenziou m a redukovat’ ich dimenziu na nižšiu dimenziu p tým, že je otočená množina

dát a zobrazená do priestoru s nižšou dimenziou pozd́lž smerov, v ktorých je obsiahnuté

najväčšie množstvo informácie (smery s najväčš́ım rozptylom). Zát’ažové vektory ph re-

prezentujú kośıny uhlov, ktoré odpovedajú smerom s najväčš́ım množstvom informácie,

skóre th zase predstavujú projekcie jednotlivých dát pozd́lž vybraných principiálnych sme-

rov. Pri hl’adańı vektorov th a ph sa použ́ıva iterat́ıvny algoritmus parciálnych najmenš́ıch

štvorcov, tzv. Non-linear Iterative Partial Least Squares (d’alej len NIPALS) [14].

Jednou z možnost́ı, ako za pomoci PCA a NILAPS algoritmu odhadovat’ neznáme

parametre regresného modelu (4.45), je použitiePrincipialComponentRegression (PCR)

[21], kde je pre predikciu Y zo Z použité:

Y = TpC, (4.48)

kde C(p× no) môžeme źıskat’ pomocou OLS:

Ĉ = (TTT )−1TTY. (4.49)

Ked’že st́lpce matice T boli vyberané tak, aby boli na seba kolmé, matica TTT je dia-

gonálna matica, ktorej inverzia určite existuje.

Dodajme, že pre Y môžeme použit’ vzt’ah (4.49) namiesto Y = TpP
T
p C, lebo st́lpce

matice T sú lineárnou kombináciou st́lpcov v Z a naš́ım ciel’om bolo nájst’ lineárnu kom-

bináciu st́lpcov regresného vektoru Z pre predikciu Y . Pre odhadovaný parameter Θ̂

z rovnice (4.45) potom plat́ı

Θ̂ = PpĈ. (4.50)

Táto metóda má však tú nevýhodu, že neberie do úvahy reláciu medzi Z a Y , čo môže

mat’ za následok fakt, že komponenty budú vybrané tak, že z dát bude odstránená práve

užitočná informácia namiesto šumu.
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Metóda PLS, ktorá bude poṕısaná na najbližš́ıch riadkoch, tento problém rieši, vyberá

komponenty tak, aby rovnako dobre popisovali Z aj Y .

PLS Podobne ako v pŕıpade regresnej matice Z, aj maticu výstupov Y môžeme naṕısat’

ako nasledujúcu sumu:

Z = r1q
T
1 + r2q

T
2 + . . . raq

T
p + Fp = RpQ

T
p + Fp, (4.51)

kde skóre th, h ∈ {1, 2, . . . , p} sú st́lpcové ortogonálne vektory d́lžkyN a zát’ažové vektory

ph, h ∈ {1, 2, . . . , p} sú st́lpcové vektory d́lžky no. V matici Fp(N × no) je uložený šum

a redundantná informácia. Na zabezpečenie korelácie medzi Z a Y je použitá väzba me-

dzi score vectors rh a th. My sa obmedźıme na najjednoduchšiu možnú lineárnu väzbu:

rh = bhth. (4.52)

Za pomoci rovńıc (4.51), (4.47), (4.52) môžeme pre predikciu Ŷ naṕısat’

Ŷ = TB̂QT, (4.53)

kde B̂(p×p) je diagonálna matica, ktorá má na diagonálach koeficienty bh, h ∈ {1, 2, . . . , p}.

Na následný PLS odhad regresnej matice Θ existuje viacero algoritmov. Prvý z nich

je v literatúre často označovaný aj ako PLS1 algoritmus a ide o pomerne jednoduchý

neiterat́ıvny algoritmus, ktorý však v pŕıpade no > 1 odhaduje parametre regresného

vektora Θ zvlášt’ pre každý výstup, čo je nie vždy žiadúce.

Pokial’ chceme odhadovat’ naraz regresné parametre pre všetky výstupy, naskytá sa

použitie zložiteǰsieho iterativného ale komplexneǰsieho algoritmu, ktorý je založený na

NIPALS algoritme (jeho podrobneǰśı popis je uvedený napŕıklad v [46]).

V pŕıpade použitia tohto algoritmu môže byt’ pre predikciu Ŷ z X použitý nasledujúci

vzt’ah

Ŷ = ZW (PTW )−1B̂QT = ZΘ̂. (4.54)

Matica W (m× p) je ortonormálna matica, st́lpce matice wj su jednotkové vektory, ktoré

sú na seba kolmé. Tieto vektory sú vyberané tak, aby vektor wj popisoval smer v priestore

Z, ktorý vykazuje najväčšiu kovariancu medzi Z a pŕıslušným st́lpcom matice výstupov

Y . To znamená, že vel’ká zmena v hodnote Z spôsob́ı vel’kú zmenu v pŕıslušnej hodnote Y .

Tento algoritmus je śıce omnoho komplexneǰśı ako algoritmus označovaný ako PLS1, ale je

iterat́ıvny a pomerne výpočtovo náročny. Tieto problémy rieši algoritmus označovaný ako

SIMPLS uvedený v [9]. Algoritmus SIMPLS nehl’adá zát’ažové vektory qj iterat́ıvne ako
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predchadzajúci algoritmus, ale využ́ıva to, že q1 predstavuje dominantný vlastný vektor

matice (XTY )T(XTY ), ktorý možno nájst’ pomerne jednoducho prostredńıctvom SVD

rozkladu, čo značne zjednoduš́ı a zrýchli celý algoritmus. Pre predikciu Y z X možno

podobne ako v predošlom pŕıpade použit’ vzt’ah (4.54).

4.4.2 Popis algoritmu

Postup poṕısaný v predchadzajúcom texte sa dá výhodne použit’ aj pri minimalizácii

účelovej funkcie (4.36). Ako už bolo viackrát spomenuté, minimalizácia je úlohou ne-

lineárnej viacrozmernej optimalizácie, ktorej metódy sú podrobne poṕısané v množstve

kvalitnej literatúry [3,32]. Tieto metódy sú založené na iterat́ıvnom hl’adańı optimálneho

parametra Θ, pre ktorý v každom kroku algoritmu plat́ı

Θk+1 = Θk + pkαk, (4.55)

kde pk predstavuje smer hl’adania vo viacerozmernom priestore s dimenziou rovnou počtu

odhadovaných parametrov v regresnej matici Θ a αk predstavuje d́lžku kroku. Na určenie

parametrov pk a αk sa použ́ıvajú rôzne pŕıstupy. V našom pŕıpade využijeme pri hl’adańı

optimalného smeru pk nasledujúci postup, ktorý využ́ıva PLS a je poṕısaný v [25].

Smer pk je hl’adaný tak, aby funkcia JLRPI dosahovala svojho minima v bode Θk+pk,

čo dosiahneme prostredńıctvom nasledujúcej podmienky:

∂JLRPI

∂(Θk + pk)
= 0. (4.56)

Derivovańım dostávame:

∂JLRPI

∂(Θk + pk)
= −2ZT

a|kYa + 2ZT
a|kZa|k(Θk + pk). (4.57)

Deriváciu (5.8) polož́ıme rovnú nule a pre pk dostaneme

pk = (ZT
a|kZa|k)

−1ZT
a|kYa −Θk, (4.58)

čo odpovedá výrazu pre (4.49) posunutému o θk. Práve v tomto kroku môže nastat’

problém s invertovańım matice ZT
a|kZa|k, ktorý však môžeme jednoducho vyriešit’ práve

za pomoci PLS. Namiesto klasického LS odhadu pre pk použijeme čiastočnú lineárnu

regresiu. Potom pre pk dostávame:

pk = W (PTW )−1B̂QT −Θk, (4.59)
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kde W , P , Q, B̂, źıskame aplikovańım PLS na Za|k a Ya. Ostáva nájst’ už len optimálnu

d́lžku kroku αk tak, aby platilo

αk = min
α
JLRPI(θk + αpk). (4.60)

Ako najjednoduchš́ı spôsob minimalizácie (4.60) sa jav́ı aproximácia JLRPI(θk + αpk)

kvadratickou funkciou

JLRPI(θk + αpk) ≈ a+ bα + cα2. (4.61)

Aproximácia polynómom druhého stupňa je volená kvôli faktu, že hodnoty a, b, c a tým aj

potrebnú aproximáciu sme schopńı určit’ len zo znalosti JLRPI(θk +αpk) v troch bodoch.

Pre minimum kvadratickej funkcie (4.62) existuje analytický vzt’ah:

αk = −
b

2c
. (4.62)

Dosadeńım αk a pk (4.55) do rovnice dostávame novú hodnotu Θk+1 a algoritmus po-

kračuje d’aľsou iteráciou za predpokladu:

JLRPI(Θk)− JLRPI(Θk+1) > tol, (4.63)

kde tol > 0 je volitel’ný parameter. Ak podmienka (4.63) nie je splnená, algoritmus skončil

a hodnota Θk+1 je hl’adaným optimálnym parametrom.



Kapitola 5

Predikt́ıvne riadenie

Predikt́ıvne riadenie je už niekol’ko rokov s obl’ubou použ́ıvané pri riadeńı rôznych prie-

myselných procesov. Ide o jednu z najčasteǰsie použ́ıvaných pokročilých metód riadenia,

ktorá nachádza uplatnenie pri riadeńı v najrozličneǰśıch oblastiach priemyslu.

Na obr. 5.1 je zobrazená štruktúra procesu riadenia. Najnižšou vrstvou je vrstva

inštrumentácie, ktorá zahŕňa senzory a aktuátory a tvoŕı rozhranie medzi samotným

technologickým procesom a regulátorom. Jadro riadiaceho systému je tvorené vrstvou

základného riadenia. Táto vrstva za využitia základných monitorovaćıch a vizualizačných

nástrojov zaist’uje základnú funkčnost’ a bezpečnost’ a zároveň poskytuje podporu vrstve

pokročilého riadenia. Hlavným ciel’om vrstvy pokročilého riadenia je zabezpečit’ optimálne

správanie riadeného procesu pri dodržańı zadaných podmienok a obmedzeńı.

Ked’že predikt́ıvny regulátor dokáže zabezpečit’ optimálne správanie riadenej sústavy,

čo je zabezpečené vhodnou vol’bou účelovej funkcie, ale aj dodržanie obmedzujúcich pod-

mienok, je vhodným kandidátom na nasadenie vo vrstve pokročilého riadenia. Najvyššia

plánovacia vrstva definuje požiadavky pre riadenie ako napŕıklad obmedzenia, optimálne

podmienky a pod.

38
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Obr. 5.1: Štruktúra procesu riadenia.

Predikt́ıvne riadenie je často aplikované na mnohorozmerné systémy či systémy s do-

pravným oneskoreńım. Narozdiel od iných metód poč́ıta MPC regulátor akčný zásah

nielen pre nasledujúcu vzorkovaciu periódu, ale na základe predikcie budúceho správania

systému nájde celú optimálnu postupnost’ na dobu horizontu predickcie P . Optimálna

postupnost’ akčných zásahov je určená na základe riešenia optimalizačnej úlohy [3, 49]

na konečnom horizonte.

Obr. 5.2: Bloková schéma predikt́ıvneho regulátoru.

Základný prinćıp predikt́ıvneho regulátoru je na obr. 5.2. Na základe modelu procesu

sa vypoč́ıtajú predpokladané budúce hodnoty jednotlivých velič́ın, spoč́ıtané predikované

trajektórie stavov (výstupov) sa použijú na riešenie optimalizačnej úlohy a stanov́ı sa
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optimálna postupnost’ budúcich akčných zásahov na dobu horizontu predikcie. Táto po-

stupnost’ je vypoč́ıtaná tak, aby boli splnené všetky zadané obmedzenia na riadiace či

riadené veličiny procesu.

Pokial’ by sme aplikovali celú vypoč́ıtanú postupnost’ akčných zásahov na celom ko-

nečnom horizonte predikcie, následne spoč́ıtali novú postupnost’ a aplikovali, riadili by

sme systém po prvom kroku v otvorenej slučke. Takýto postup však nie je pŕılǐs výhodný,

ked’že ide o riadenie v otvorenej slučke, nie je možné reagovat’ na poruchy, ktoré na reálne

systémy často pôsobia. Ďaľsou výraznou nevýhodou tohto pŕıstupu je značná nerobust-

nost’.

Riešeńım tohto problému je použitie tzv. ḱlzavého horizontu predikcie (receding hori-

zon) [24]. V každom kroku sa spoč́ıta optimálna riadiaca postupnost’ na dobu horizontu

predikcie P , ale aplikovaný je len prvý akčný zásah. Po zmerańı nového stavu sa celý

postup opakuje. Týmto je do riadenia zavedená spätná väzba. Prinćıp posuvného hori-

zontu predikcie vysvetl’uje obr. 5.3. Dodajme ešte, že aplikácia posuvného horizontu je

vlastne aproximáciou optimalizačnej úlohy na konečnom horizonte úlohou s nekonečným

horizontom.

Jednou z nevýhod klasického predikt́ıvneho regulátora je fakt, že celá optimalizačná

úloha je riešená on-line, pre každý akčný zásah. Vel’ká výpočtová náročnost’ často za-

braňuje použitiu predikt́ıvnych algoritmov riadenia v programovatel’ných automatoch

alebo pri riadeńı rýchleǰśıch systémov s malou periódou vzorkovania.

Riešeńım môže byt’ použitie explicitného predikt́ıvneho regulátoru, kde sa daný prob-

lém vyrieši naraz pre všetky pŕıpustné počiatočné podmienky pomocou parametrického

programovania [49]. Výsledný zákon riadenia je vo forme tabul’ky. Touto metódou sa však

nebudeme bližšie zaoberat’, jej podrobný popis je uvedený napŕıklad v [2, 34].

Obr. 5.3: Posuvný horizont predikcie.
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5.1 Návrh predikt́ıvneho regulátora

Pri riešeńı úlohy predikt́ıvnej regulácie je dôležitá dobrá znalost’ matematického mo-

delu systému. Na základe modelu sme schopńı predikovat’ budúce stavy systému a nájst’

optimálnu postupnost’ akčných zásahov vyriešeńım optimalizačného problému tak, aby

boli splnené zadané obmedzenia. Budeme sa zaoberat’ návrhom predikt́ıvneho regulátoru

pre lineárny dynamický časovo invariantný systém poṕısaný nasledujúcimi diferenčnými

stavovými rovnicami:

x(k + 1) = Ax(k) + Bu(k),

y(k) = Cx(k) +Du(k),
(5.1)

kde x(k) ∈ ℜn, u(k) ∈ ℜm, y(k) ∈ ℜp. Úlohou predikt́ıvnej regulácie je nájst’ optimálnu

riadiacu postupnost’ minimalizujúcu vhodne zvolené kritérium na konečnom horizonte

predikcie P . Vol’ba samotného kritéria záviśı od konkrétnej úlohy. Voĺıme ho tak, aby

sme mohli penalizovat’ nežiaduce správanie ako napr. vel’ký akčný zásah, odchýlku od po-

žadovanej hodnoty alebo ustáleného stavu.

Častou vol’bou je kvadratické kritérium, ktoré má názornú fyzikálnu interpretáciu -

množstvo energie a existuje pomerne vel’ké množstvo algoritmov pre riešenie úloh kvadra-

tickej optimalizácie. Najčasteǰsie použ́ıvanými sú zobecnená Cholesky faktorizácia a LDU

(Biermanova) faktorizácia. Podrobneǰśı popis vybraných metód je uvedený napŕıklad

v [32, 49]. Pre náš pŕıpad budeme volit’ kvadratické kritérium tak, aby bola penalizo-

vaná odchýlka od ustáleného stavu a vel’ký akčný zásah:

JP (x(k), u(k)) =
P−1∑

i=0

x(k + i|k)Tqx(k + i|k) + u(k + i|k)Tru(k + i|k). (5.2)

Matice q = qT ≥ 0 a r = rT > 0 sú váhové matice, ktoré sú spolu s horizontom predikcie

P hlavnými ladiacimi parametrami pri návrhu MPC. Úlohou predikt́ıvnej regulácie je

nájst’ minimum kvadratickej formy 5.2 vzhl’adom na premennú u

u∗ = argmin
u
JP (x(k), u(k)). (5.3)

Obecne plat́ı, že so zvyšovańım horizontu predikcie sa zvyšuje kvalita regulácie, ale

zároveň aj výpočtová zložitost’. Je dôležité zvolit’ horizont predikcie tak, aby bol poč́ıtač

schopný spoč́ıtat’ aktuálny akčný zásah za dobu menšiu ako je vzorkovacia perióda. Výraz

x(k + i|k) predstavuje predikovanú hodnotu stavu v čase k + i na základe dát v čase k.

Ďalej budeme pre zjednodušenie použ́ıvat’ značenie x(k + i|k) = xi.
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Predikované hodnoty stavov na horizonte predikcie P vyjadŕıme ako

[

xT1 xT2 . . . xTP−1

]T

= Apxo + Bp

[

uT0 uT1 . . . uTP−1

]T

. (5.4)

Matice Ap a Bp

Ap =










A

A2

...

AP−1










, Bp =










B

AB B
...

. . .

AP−2B B 0










. (5.5)

Označme

X =
[

xT1 xT2 . . . xP−1

]T

, U =
[

uT0 uT1 . . . uTP−1

]T

.

Kritérium 5.2 môžeme potom ṕısat’ v maticovej forme:

JP = (Apx0 + BpU)TQ (Apx0 + BpU) + UTRU. (5.6)

Váhové matice Q =
[

IP−1 ⊗ q
]

a R =
[

IP−1 ⊗ r
]

, kde ⊗ znač́ı Kroneckerov produkt

mat́ıc a IP predstavuje jednotkovú maticu pŕıslušnej dimenzie. Po roznásobeńı a úpravách

dostávame

JP = UT(BT
p QBp +R)U + xT0A

T
pQBpU + UTBT

p QApx0. (5.7)

Súčast’ou kritéria 5.7 by mal byt’ aj absolútny člen, ktorý však pri minimalizácii kritéria

nemuśıme uvažovat’.

V pŕıpade, že neuvažujeme žiadne obmedzenia, môžeme úlohu minimalizácie 5.7 riešit’

analyticky. Jednou z možnost́ı je zderivovat’ výraz podl’a U a optimálnu postupnost’

akčných zásahov U =
[

u∗T0 u∗T1 . . . u∗TP−1

]T

hl’adat’ podl’a

∂JP
∂U

= 0, pre U = U∗. (5.8)

Druhý možný spôsob, ktorým sa budeme zaoberat’ podrobneǰsie, spoč́ıva v úprave na

úplný štvorec.

Zavedieme si označenie

H = (BT
p QBp +R), f = xT0A

T
pQBp. (5.9)

Výraz 5.7 uprav́ıme do nasledujúceho tvaru:

JP =
(
UT − U∗

)
H (U − U∗)− U∗THU∗. (5.10)



KAPITOLA 5. PREDIKTÍVNE RIADENIE 43

Aby bolo 5.7 rovné 5.10, muśı platit’

−U∗THU = fU, −UTHU∗ = UTfT. (5.11)

Ďalej môžeme ṕısat’

−U∗TH = f, −HU∗ = fT. (5.12)

Matica H je pozit́ıvne semidefinitná symetrická matica, H = HT, H ≥ 0. Po transpono-

vańı prvej rovnice a sč́ıtańı oboch rovńıc 5.12 dostávame

−HU∗ = fT. (5.13)

Potom pre optimálnu postupnost’ akčných zásahov U∗ minimalizujúcu kvadratickú formu

5.7 plat́ı

U∗ = −(BT
p QBp +R)−1BT

p QApx0. (5.14)

5.1.1 Predikt́ıvny regulátor s obmedzeńım

Takmer každá riadená sústava obsahuje nejaké obmedzenie, či už ide o fyzické obme-

dzenia senzorov a akčných členov, alebo o rôzne technologické a ekonomické obmedzenia

riadených velič́ın. Jednou z hlavných výhod MPC regulátora je možnost’ zahrnutia týchto

obmedzeńı.

Optimalizačnú úlohu už nemôžeme riešit’ analyticky ako v pŕıpade bez obmedzeńı, ale

vedie na kvadratické programovanie. Úlohou kvadratického programovania je nájst’ také

z, ktoré minimalizuje funkciu:

J(z) =
1

2
zTHz + fTz (5.15)

tak, aby boli splnené zadané obmedzenia, ktoré sú vyjadrené lineárnymi maticovými

nerovnost’ami:

Ainqz ≤ binq, Aeqz = beq. (5.16)

Na minimalizáciu kritéria 5.7 sa môžeme pozerat’ ako na kvadratický program, ktorého

optimalizačnou premennou je vektor budúcich akčných zásahov U :

min
U
UTHU + fTU, AinqU ≤ binq, AeqU = beq. (5.17)

Pomocou kvadratického programu 5.17 nájdeme optimálnu postupnost’ akčných zásahov

na horizonte predikcie P tak, aby boli splnené obmedzujúce podmienky. Na riešenie úloh
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kvadratického programovania existuje množstvo solverov, napŕıklad v programovom pro-

stred́ı Scilab1 je implementovaná funkcia qpsolve, ktorá má nasledujúci zápis

[U ] = qpsolve(H, f,Ainq, binq,me), (5.18)

kde me udáva index prvku vektora b, od ktorého budú obmedzujúce podmienky určené

v tvare rovnosti. Ako už bolo spomenuté, mnohokrát je potrebné obmedzovat’ nielen akčný

zásah, ktorý je optimalizačnou premennou samotného kvadratického programu, ale i ria-

dené veličiny (stavy) či samotné výstupy. Vyjadŕıme si predikované hodnoty stavov z 5.4

a obmedzujúce podmienky pre stavové premenné budú v tvare nasledujúcich maticových

nerovnost́ı (rovnost́ı)

AinqBpU ≤ binq − AinqApx0, AeqBpU = beq − AeqApx0. (5.19)

Ďaľśım z častých obmedzeńı je obmedzenie na zmenu riadiacej veličiny veličiny ∆u(k) =

u(k)− u(k − 1)

Ainq∆U ≤ binq, Aeq∆U = beq. (5.20)

Pre zmenu akčnej veličiny ∆u(k) plat́ı

∆U = DiU −
[

uT0 0 · · · 0
]T

. (5.21)

Tvar matice Di záviśı na počte vstupov systému, pre systém s jedným vstupom plat́ı

D =










1

−1 1
. . . . . .

−1 1










. (5.22)

Pomocou vzt’ahu 5.22 sme schopńı preṕısat’ obmedzenia 5.20 do požadovaného tvaru, kde

vystupuje len optimalizačná premenná U .

Obmedzenia, ktoré sme doposial’ spomı́nali, sú takzvané tvrdé obmedzenia, nemôžu

byt’ za žiadnych okolnost́ı prekročené. Zavádzanie tvrdých omedzeńı je vhodné pokial’ ide

o limity samotného procesu (fyzické obmedzenia senzorov a aktuátorov).

Niekedy je však vhodné takéto obmedzenia nejakým spôsobom zmäkčit’, a to tak, že

na určitý čas povoĺıme prekročenie daného limitu za cenu určitej penalizácie.

Deje sa tak zavedeńım novej premennej ǫ:

AU ≤ b+ ǫ (5.23)

1http://www.scilab.org/
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Do kvadratického kritéria pridáme člen ǫTEǫ, ktorým budeme penalizovat’ pŕıpadné pre-

kročenie daného obmedzenia. Váhová matica E je symetrická pozit́ıvne definitná matica

pŕıslušných rozmerov, volená spravidla o niekol’ko rádov vyššia ako váhy na stavy a akčné

zásahy.

Takéto obmedzenia sa použ́ıvajú väčšinou na obmedzenia výstupov alebo stavov po-

kial’ chceme penalizovat’ určité nežiaduce správanie alebo zńıženie kvality procesu. Mäkké

obmedzenia su dôležité aj z hl’adiska riešitel’nosti optimalizačnej úlohy, o ktorej sa zmie-

nime neskôr.

Ďalej je možné pridávat’ rozličné obmedzenia, zmenit’ kritérium (5.7) pridávańım váh.

Často je to obmedzenie na zmenu výstupu alebo stavu ∆x(k) = x(k)−x(k−1), pŕıpadne

sa v kritériu neváži samotný akčný zásah, ale jeho zmena a vtedy má regulátor integračný

charakter.

Treba však brat’ do úvahy fakt, že optimalizácia prebieha spravidla on-line a pridańım

každého d’aľsieho obmedzenia či váhy sa značne zvýši vypočtová zložitost’. Preto nie je

vhodné pridávat’ žiadne zbytočné obmedzenia. Nemá napŕıklad zmysel vážit’ alebo obme-

dzovat’ počiatočný stav x0.

5.1.1.1 Sledovanie konštantnej referencie

Doteraz sme sa zaoberali úlohou ako nájst’ optimálnu postupnost’ akčných zásahov, ktorá

prevedie systém z l’ubovol’ného počiatočného stavu x0 do počiatku súradnicovej sústavy.

V praxi však často požadujeme, aby systém sledoval zadanú referenčnú trajektóriu. Aby

sme mohli úlohu návrhu predikt́ıvneho regulátoru modifikovat’ pre sledovanie po častiach

konštantnej referencie yref (k), muśıme predikovat’ jej hodnoty na dobu horizontu predikcie

N . Prvou možnost’ou je, že poznáme referenčnú trajektóriu na celom horizonte predikcie,

čo bude aj náš pŕıpad (programové riadenie) [20]. Ked’ hodnota referencie nie je známa,

môžeme ju modelovat’ ako náhodnú prechádzku:

yref (k + 1) = yref (k) + w(k), (5.24)

kde w(k) je biely šum a strednú hodnotu ŷref odhadujeme ako konštantu ŷref (k + 1) =

ŷref (k). Opät’ budeme uvažovat’ model systému poṕısaný stavovými rovnicami (5.1). De-

finujeme si kvadratické kritérium tak, aby bola penalizovaná odchýlka od referenčného

signálu e(k) = y(k)− yref (k):

JN =
N−1∑

i=0

eTi q̃ei + uTi r̃ui, (5.25)
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matice q̃ = q̃T ≥ 0 a r̃ = r̃T > 0 sú váhové matice. Predikované hodnoty výstupov

Y =
[

yT0 yT1 . . . yTN−1

]T

na horizonte predikcie N vyjadŕıme ako:

Y = Ãpxo + B̃p

[

uT0 uT1 . . . uTN−1

]T

, (5.26)

kde matice Ãp a B̃p sú v tvare:

Ãp =










C

CA
...

CAP−1










, B̃p =










D

CB D
...

. . .

CAP−2B CB D










. (5.27)

Analogicky ako v pŕıpade riadenia do počiatku naṕı̌seme kritérium v maticovej forme:

JP =
(

Ãpx0 + B̃pU − Yref

)T

Q̃
(

Ãpx0 + B̃pU
)

− Yref ) + UTR̃U, (5.28)

kde Yref je vektor predikovaných hodnôt referenčnej trajektórie na dobu horizontu pre-

dikcie.

Po roznásobeńı a úpravách 5.28 môžeme optimálnu postupnost’ riadiacich velič́ın,

ktorá zaist́ı sledovanie referenčného signálu Yref , hl’adat’ pomocou kvadratického prog-

ramu

min
U

1

2
UTH̃U + f̃TU, AinqU ≤ binq, AeqU = beq. (5.29)

Pre váhove matice f̃ a H̃ v tomto pŕıpade plat́ı

H̃ = B̃T
p Q̃B̃p + R̃,

f̃ =
(

Ãpx0 − Yref

)T

Q̃B̃p.
(5.30)

5.1.1.2 Stabilita a riešitel’nost’

Riadenie metódou ḱlzavého horizontu ešte nezaručuje stabilitu, dokonca sa môže stat’,

že pre niektoré počiatočné podmienky nebude mat’ optimalizačná úloha vôbec riešenie.

V devät’desiatych rokoch minulého storočia boli publikované prvé články [26, 37], ktoré

sa zaoberali garanciou stability pri použit́ı ḱlzavého horizontu. Stabilitu možno zaručit’:

• pridańım váhy na stav na konci horizontu predikcie xP (terminal weight),

• pridańım obmedzenia na stav na konci horizontu predikcie xP (terminal constraint

set).
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Tieto metódy sú podrobneǰsie vrátane dôkazov poṕısane napŕıklad v [31]. Ako bolo spo-

menuté, s rastúcim horizontom predikcie P rastie aj kvalita regulácie. Definujme si kvad-

ratické kritérium na nekonečnom horizonte:

JP (x(k), u(k)) =
N−1∑

i=0

[
x(k + i|k)Tqx(k + i|k) + u(k + i|k)Tru(k + i|k)

]
+ ψ∞

P . (5.31)

Kritérium sme rozdelili na dve časti. Prvá čast’ predstavuje optimalizáciu na konečnom

horizonte predikcie a budeme ju opät’ riešit’ pomocou kvadratického programovania tak,

aby boli splnené všetky požadované obmedzenia. Druhá čast’ ψ∞
P predstavuje optima-

lizáciu na nekonečnom horizonte a plat́ı:

ψ∞
P = xTPPxP ,

ui = −Kxi pre i ≥ P,
(5.32)

kde P je ustáleným riešenim diferenčnej Riccatiho rovnice (ARE)

P = ATPA− ATPB(Rr + BTPB)−1BTPA+Qr, (5.33)

a K je pŕıslušné ustálené zosilnenie (Kalmanovo zosilnenie)

K = (Rr + BTPB)−1BTPA. (5.34)

Predtým, než stručne poṕı̌seme niektoré z možnost́ı dosiahnutia zaručenej stability pre ḱl-

zavý horizont predikcie, uvedieme defińıcie pozit́ıvne invariantnej pŕıpustnej množiny Ω

a množiny riešitel’nosti Xf .

Defińıcia 5.1 (množina riešitel’nosti): Xf je taká množina všetkých stavov xi ∈ ℜn,

pre ktoré je daný kvadratický program riešitel’ný, to znamená, že existujé taká optimálna

postupnost’ akčných zásahov, ktorá sṕlňa všetky zadané obmedzenia. ◮

Defińıcia 5.2 (pozit́ıvne invariantná pŕıpustná množina): Ω pre dané riadenie ui =

h(xi) je oblast’ stavového priestoru, pre ktorú plat́ı:

• xi ∈ Ω ⇒ xi+j ∈ xi pre ∀j > 0,

• xi ∈ Ω ⇒ xmin ≤ xi ≤ xmax pre ∀i ≥ 0. ◮

Defińıcia 5.2 hovoŕı, že pokial’ sa stav dostane do množiny Ω a bude zachovaný daný

zákon riadenia ui = h(xi), už v tejto množine zostane a zároveň budú zachované všetky

obmedzujúce podmienky. Jedným z možných spôsobov ako zabezpečit’ stabilitu je vol’ba
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vhodnej váhy koncového stavu xP . Budeme uvažovat’ kritérium 5.31. Na konečnom hori-

zonte N máme zaručenú optimalitu a splnenie obmedzujúcich podmienok, pokial’ budeme

koncový stav xP vážit’ váhovou maticou P , ktorá je ustáleným riešeńım diferenčnej Ric-

catiho rovnice, máme zaručenú stabilitu. Pokial’ však nijakým spôsobom neobmedźıme

stav xP a bude platit’:

xP ∈ ℜn, (5.35)

tento spôsob vedie na suboptimálne riešenie, lebo pre i ≥ P nemáme zaručené splne-

nie obmedzujúcich podmienok. Ak však pre všetky počiatočné stavy v každom kroku

optimalizácie plat́ı

x0 ∈ Xf , (5.36)

tak pre dostatočne vel’ký horizont predikcie bude zaručená nielen stabilita ale aj spl-

nenie všetkých obmedzeńı. Nájst’ takúto d́lžku je však pomerne zložité a zaoberajú sa

tým napŕıklad autori článku [2]. Jednoduchš́ı spôsob pre nájdenie optimálne riešenia je

pridanie obmedzenia na koncový stav.

Jednou z možnost́ı ako obmedzit’ koncový stav je striktné obmedzenie xP = 0 (termi-

nal equality constraints). Táto možnost’ je śıce najjednoduchšia, značne tým však zúžime

množinu riešitel’nosti, preto ju vo väčšine pŕıpadov nie je vhodné použit’. Ovel’a vhod-

neǰsie je volit’ menej striktné obmedzenie na koncový stav, a to xP ∈ ΩM , kde ΩM je

maximálna pozit́ıvne invariantná množina pre u = h(xi) = −Kxi. Z druhého bodu defi-

nicie pozit́ıvne invariantnej množiny 5.2 je jasné, že pre takto volené obmedzenie na stav

na konci horizontu predikcie budú splnené všetky obmedzenia aj pre i ≥ N .

Pre systémy, ktoré sú stabilné v otvorenej slučke, sa naskytá d’aľsia možnost’ ako

zabezpečit’ stabilitu. Opät’ budeme uvažovat’ kritérium 5.31, ψ∞
N však tentokrát zvoĺıme

ako
ψ∞
N = xTNPlyapxN ,

ui = 0 pre i ≥ N.
(5.37)

Plyap źıskame riešeńım Lyapunovej rovnice

ATPlyapA− Plyap +Qr = 0. (5.38)

Ked’že pre riadenie h = 0 plat́ı, že ΩM = ℜn bez toho, aby sme museli pridávat’ zvláštne

obmedzenia na koncový stav, máme zabezpečenú stabilitu aj splnenie obmedzeńı pre i ≥

N .
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5.2 MPC - formulácia problému

Pri návrhu predikt́ıvneho regulátora, ktorý riadi teplotu v referenčných miestnostiach

na jednotlivých blokoch budovy ČVUT, sme vychádzali jednak z teoretických poznatkov

poṕısaných v tejto kapitole, ale predovšetkým z popisu samotného riadeného systému,

ktorý bol uvedený v kapitole 2. Našou úlohou je navrhnút’ taký predikt́ıvny regulátor,

ktorý bude v prvom rade udržiavat’ teplotný komfort v referenčných miestnostiach a

zároveň bude minimalizovat’ množstvo energie, ktoré bude vynaložené na vykurovanie.

Kladené sú nasledujúce konkrétne požiadavky:

• teplota v referenčných miestnostiach väčšia ako 22◦C vtedy, ked’ je budova obsadená

(pracovné dni od 8 : 00 do 18 : 00),

• teplota v referenčných miestnostiach väčšia ako 19◦C mimo obdobia, ked’ je budova

obsadená (v́ıkendy, sviatky, v noci),

• minimalizácia vynaloženej energie (v pŕıpade vykurovacieho systému poṕısaného v

2 predstavuje vynaloženú energiu rozdiel ϑhw − ϑrw),

• obmedzenie na teplotu topnej vody: 20◦C ≤ ϑhw ≤ 55◦C (dané maximálnou a

minimálnou teplotou vody, ktorá je dodávana výmenńıkom),

• obmedzenie na rýchlost’ zmeny teploty topnej vody: ∆ϑhw ≤ ±1◦C/min.

Na to aby, sme mohli dosiahnut’ požadovaného výsledku a naplnili vyššie uvedené po-

žiadavky, je nutné nájst’ správny tvar účelovej funkcie vrátane obmedzeńı a správneho

nastavenia váhových mat́ıc.

Klasický tvar kritéria 5.25, kde je váženy rozdiel yref − y, je v takomto pŕıpade ne-

použitel’ný, ked’že ciel’om nie je riadit’ na presne stanovenú referenčnú hodnotu, ale udržat’

teplotu v požadovaných medziach (set range riadenie). Váženie odchýlky od referenčnej

hodnoty (rovnako vážené je nedokúrenie aj prekúrenie) vedie na situáciu, ktorá je zobra-

zená na obrázku 5.4 krúžkovaným priebehom. Ovel’a žiaduceǰśı je priebeh, ktorý je vyob-

razený na obrázku s kŕıžikmi, ked’ budova počas doby, ked’ nie je obsadená (požaduje sa

nižšia teplota v referenčnej miestnosti), len vel’mi pozvol’na vychláda a nenastáva problém

s nedokúreńım na začiatku obsadenostných intervalov.
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čas

Referencia
Klasické kritérium
Zone control

vysoká penalizácia

žiadna penalizácia

Obr. 5.4: Porovnanie klasickej kriteriálnej funkcie ,,zone control“.

Najjednoduchš́ı spôsob, ako takéto správanie dosiahnut’, je zaviest’ premenlivé vá-

ženie odchýlky od referenčnej hodnoty - vyššia váha v dobe, ked’ je budova obsadená,

nižšia váha v obdob́ı mimo doby, ked’ je budova obsadená. Takto śıce uspokojivo ob-

medźıme nedokúrenie a zbytočne vel’kú energiu vynaloženú na udržanie teplotného kom-

fortu na začiatku nového obsadenostného intervalu v pŕıpade, že skok v referencii je len

jednorázový. Ak však požadujeme viacnásobnú zmenu referencie a tým aj váhovej matice,

takýto pŕıstup zlyháva [36]. Ďaľsia ponúkaná možnost’, ako zabezpečit’ udržanie vnútornej

teploty v požadovaných medziach, je zaviest’ tvrdé obmedzenia, a to tak, aby tieto ob-

medzenia zdola obmedzovali teplotu v miestnosti hodnotou, ktorá je daná referenčnou

hodnotou v závislosti na dennej dobe (19◦C resp. 22◦C). Tento pŕıstup však môže viest’

na neriešitel’nost’ daného problému. Možným riešeńım je zjemnenie týchto obmedzeńı,

použitie tzv. ”zone control”(niekedy sa taktiež použ́ıva pojem funnel MPC) [30]. Ide o pŕı-

stup, ked’ je penalizované to, že trajektória optimalizovanej veličiny opust́ı požadovanú

oblast’. V našom pŕıpade je žiaduce penalizovat’ pokles teploty v referenčnej miestnosti

pod 22◦C resp.19◦C. Tento pŕıstup možno použit’ aj pri minimalizácii vstupnej energie,

ked’ bude penalizovaný akýkol’vek kladný rozdiel ϑhw−ϑrw. Na základe vyššie uvedených

požiadavok a následných úvah budeme formulovat’ nasledujúce kritérium:

J = min
a(k),b(k),u(k)

P−1∑

k=0

‖Q1a(k)‖
2
2 + ‖Q2b(k)‖

2
2 (5.39)

s ohl’adom na:
yref (k)− y1(k)− a(k) ≤ 0 a ≥ 0,

y2(k)− b(k) ≤ 0 b ≥ 0,

uminC ≤ u(k) ≤ umax,

|u(k)− u(k − 1)| ≤ ∆umax,

(5.40)
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kde y1(k) predstavuje riadené veličiny (teploty v referenčných miestnostiach ϑrs, ϑrn),

y2(k) sú rozdielové pomocné výstupy, ktoré predstavujú váženy rozdiel ϑhw − ϑrw, Q1

a Q2 sú váhové matice prislušných rozmerov. ∆umax, umax, umin sú obmedzenia, ktoré

odpovedajú požiadavkám uvedeným vyššie.

Dvojica a(k), b(k) sú tzv.”slack variables” [23], ktoré su nenulové iba za predpokladu,

že je porušené zadané obmedzenie (v pŕıpade a(k) ked’ klesne teplota v miestnosti pod po-

žadovanú, v pŕıpade b(k) ak je rozdiel ϑhw − ϑrw kladný).

Pre výstupy y1(k) a y2(k) plat́ı:

y1(k) =A
k−1x(0) +

k−1∑

i=0

CA(k − 1− i)(Bu(i)) +Du(k),

y2(k) =A
k−1x(0) +

k−1∑

i=0

C2A(k − 1− i)(Bu(i)) +D2u(k).

(5.41)

Takéto kritérium možno preṕısat’ do formy úlohy kvadratického programovania 5.15 a

následne na riešenie tejto úlohy použit’ jeden z množstva dostupných solverov pre úlohy

kvadratického programovania.

Vol’ba váhových mat́ıc Q1 a Q2 sa počas použ́ıvania ukázala ako kl’́učová pre po-

žadované optimálne správanie MPC. Výber váhových mat́ıc bol učinený individuálne

pre každý blok, ked’že pre každý blok je pre udržanie teplotného konfortu potrebné iné

množstvo dodanej energie. Hodnoty mat́ıc Q1 a Q2 boli ladené experimetnálne na základe

online vykresl’ovania oboch členov kriteriálnej funkcie 5.39. Pri vyberańı konkrétnych

hodnôt váhových mat́ıc bolo dbané na to, aby bol zachovaný ,,rozumný“ pomer medzi

členmi kriteriálnej funkcie. Poslednou vol’bou, ktorú bolo nutné pri nasadeńı MPC učinit’,

bol výber predikčného horizontu, ktorý bol napokon zvolený na P = 160, čo pri vzor-

kovacej perióde 18 minút predstavuje 2 dni.



Kapitola 6

Simulácie na reálnych datach

V tejto kapitole uvedieme sadu simulácíı, na ktorých ukážeme úspešnost’ jednotlivých

identifikačných metód poṕısaných v predchadzajúcom texte. Identifikačné metódy boli

testované na reálnych dátach z budovy ČVUT v Prahe. Zhodnotenie výsledkov a simulácíı

v tejto práci uvádzame len pre blok B1, podobne však boli identifikované aj ostatné bloky

budovy Fakulty elektrotechnickej a Fakulty strojnej a vytvorené modely sú použ́ıvané

pre MPC, ktorého úspešnost’ a porovnanie s konvenčnými metódami riadenia (ekvitermná

regulácia) bude diskutované v druhej časti tejto kapitoly.

6.1 Identifikácia

Pri identifikácii bola dostupná databáza historických dát, ktorá obsahovala údaje o tep-

lote v miestnosti, teplote vykurovacej vody, teplote vratnej vody a arch́ıvne predpovede

vonkaǰsej teploty. Ked’že data v databáze boli uložené v nevhodnom formáte, pred tým,

než boli data použité pri identifikácii, museli byt’ upravené sadou predspracovaćıch skrip-

tov, ktoré boli implementované v programovom prostred́ı Scilab1. Dáta boli následne

prevzorkované na vzorkovaciu periódu Ts = 18min. Vzorkovacia perióda bola vybratá

s rešpektovańım dynamiky budovy. Ked’že zvolené výstupy (2.1) majú každý rozlične

rýchlu dynamiku, vol’ba 18 minútovej vzorkovacej periódy predstavuje kompromis medzi

vzorkovańım pomalého výstupy teploty v miestnosti a relat́ıvne rýchlej teploty vratnej

vody [48]. Na identifikáciu a testovanie všetkých uvedených identifikačných metód sme

použili rovnaký úsek dát z januára 2011 a všetky źıskané modely sme testovali na va-

1http://www.scilab.org/

52
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lidačných dátach z februára 2011. Teraz uvedieme zoznam testovaných identifikačných

metód, vrátane značenia, ktoré pre ne budeme v d’al’̌som texte použ́ıvat’:

• 4SID- Subspace identifikačné metódy, ktorých stručný prinćıp sme uviedli v 3.2,

• GB - identifikácia založená na Grey box modelovańı poṕısaná v podkapitole 3.1,

• MRI - identifikačná metóda založená na minimalizácii viackrokovej predikčnej

chyby, použitý bol algoritmus 4.3,

• MRI+GB- identifikačná metóda založená na minimalizácii viackrokovej predikčnej

chyby, ktorá rešpektuje fyzikálnu štruktúru identifikovaného systému,

• MRI+PLS - kombinácia čiastočnej lineárnej regresie a MRI identifikácie podl’a

popisu uvedeného v 4.4.

Dodajme ešte, že hl’adáme model, ktorý bude použitý pre predikt́ıvny regulátor, preto

nás bude zauj́ımat’ predovšetkým to, ako dobre dokáže tento model predikovat’ teploty

v referenčných miestnostiach počas dvojdňového predikčného horizontu. Preto nebudeme

pri simuláciach vykresl’ovat’ (ako je zvykom) simulované výstupy modelov, ale k-krokové

predikcie teplôt v referenčných miestnostiach, konkrétne predikcie na dva dni dopredu,

čo odpovedá 160 krokovému predikčnému horizontu. Pre porovnavanie kvality modelov

źıskaných jednotlivými metódami nebudú použité len predikčné vlastnosti jednotlivých

modelov, ale aj skutočnost’, či je daný model vhodný pre riadenie, čo možno otestovat’

odozvami týchto modelov na niektoré typické vstupné signály.

6.1.1 Subspace identifikačné metódy

Pri tvorbe modelov za použitia 4SID sme použili implementáciu, ktorá je súčast’ou Iden-

tification toolbox pre Matlab [28]. Na základe analýzy singulárnych č́ısel matice, ktorá

vznikla projekciou priestoru budúcich výstupov pozd́lž priestoru budúcich vstupov do riad-

kového priestoru minulých dát, bol odhadnutý rád systému stanovený na 4. Na obrázku

6.1 vid́ıme predikcie teploty v referenčných miestnostiach na dve hodiny a dva dni. Kým

na pár hod́ın dokáže model źıskaný Subspace identifikačnými metódami predikovat’ tep-

lotu v miestnosti vel’mi presne, na dva dni sú už predikcie tohto modelu omnoho nepres-

neǰsie.
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Obr. 6.1: Predikcie teplôt v referenčných miestnostiach (4SID).
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Obr. 6.2: Odozvy na jednotkový skok na vstupoch (4SID).

6.1.2 Grey box modelovanie

Ďaľśı z identifikačných pŕıstupov, ktorý sme použili pri identifikácii, bol postup, ktorý

sme podrobne poṕısali v podkapitole 3.1. Na odhad parametrov mat́ıc stavového popisu

A, B s požadovanou štruktúrou 3.10 sme použili skript pre Grey box identifikáciu, ktorý

sme implementovali v programovom prostred́ı Scilab2.

2http://www.scilab.org/
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Obr. 6.3: Predikcie teplôt v referenčných miestnostiach (GB).
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Obr. 6.4: Odozvy na jednotkový skok na vstupoch (GB).

Model źıskaný Grey box identifikáciou vykazuje podobne ako model źıskaný Subspace

identifikáciami dobré predikčné správanie na pár hod́ın dopredu, na dva dni dopredu však

už nedokáže odhadnút’ teplotu v miestnosti presne. Narozdiel od modelu źıskaného 4SID

metódami má však jednu výhodu. Vd’aka tomu, že zohl’adňuje štruktúru, skokové odozvy

6.4 si zachovávajú fyzikálny zmysel.

6.1.3 MRI identifikačné metódy

Z dvojice uvedených metód minimalizujúcich viackrokovú predikčnú chybu sme si vybrali

metódu, ktorú sme označili ako jednokrokový algoritmus a bola prezentovaná D. Lauŕım

a M. Mart́ınezom v [25]. Testovanie dvojkrokového algoritmu na pŕıklade 4.1 ukázalo, že
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kvalita źıskaného odhadu je značne podmienená znalost’ou štruktúry modelu šumu, ktorú

v pŕıpade reálneho systému nemáme k dispoźıcii. Algoritmus je d’alej vel’mi citlivý na vy-

budenost’. Ked’že dáta, ktoré sme mali k dispoźıcii, pochádzaju z uzavretej slučky, boli

zat’ažené značnou koreláciou (aktuálny vstup - minulé výstupy), čo znemožnilo použitie

tejto metódy, a preto bol použitý len algoritmus poṕısany v 4.3. K implementácii boli

použité solvery na riešenie úloh nelineárnej optimalizácie, ktoré sú súčast’ou Optimization

toolbox pre Matlab [6]. Pri identifikácii boli zvolené parametre štruktúry modelu na = 1,

nb = 1, nk = 1. V pŕıpade, že stavové premenné odpovedajú priamo meraným výstupom

(čo je aj náš pŕıpad), je jednoduché nájst’ súvislost’ medzi štruktúrou Θ (4.41) źıskanú

MRI identifikáciou a maticami stavového popisu A,B

Θ =

[

BT

AT

]

. (6.1)

Dĺžka predikčného horizontu bola zvolená P = 100, hoci predikčný horizont MPC,

pre ktorý sa model použije, je P = 160. Ako sme však už ukázali v kapitole o MRI

identifikačných metódach, kvalita viackrokových predikcíı rastie zo zvyšujúcim horizon-

tom len do určitej hodnoty. Pre vyšš́ı horizont ako P = 100 sa kvalita identifikovaného

modelu už nijak nezvyšuje, iba zbytočne rastie výpočtová náročnost’.
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Obr. 6.5: Predikcie teplôt v referenčných miestnostiach (MRI).
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Obr. 6.6: Odozvy na jednotkový skok na vstupoch (MRI).

6.1.4 Grey box modelovanie v kombinácii s MRI

Táto metóda taktiež použivá k odhadu mat́ıc stavového popisu MRI identifikačný algo-

ritmus, ale narozdiel od predošlej metódy dodržuje fyzikálnu podstatu systému a identi-

fikuje matice v žiadanej štruktúre 3.10, na čo je použitý solver na riešenie nelineárnych

optimalizačných úloh s obmedzeńım.

Parametre sme volili podobne ako v pŕıpade klasickej MRI identifikácie: na = 1,

nb = 1, nk = 1, P = 100.

14.1.0:00 16.1.0:00 18.1.0:00 20.1.0:00 22.1.0:00
19

19.5

20

20.5

21

21.5

22

22.5

23

23.5

24

ϑ rs
(°

C
)

160 − kroková predikcia (juh)

 

 
namerané data
predikcia

14.1.0:00 16.1.0:00 18.1. 0:00 20.1 0:00 22.1. 0:00
19

19.5

20

20.5

21

21.5

22

22.5

23

23.5

24

ϑ rn
(°

C
)

160 − kroková predikcia (sever)

 

 
namerané data
predikcia

Obr. 6.7: Predikcie teplôt v referenčných miestnostiach (MRI+GB).
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Obr. 6.8: Odozvy na jednotkový skok na vstupoch (MRI+GB).

6.1.5 Kombinácia MRI a PLS

Posledná uvedená identifikačná metóda využ́ıva kombináciu MRI a PLS tak, ako bola

poṕısaná v [25]. Algoritmus bol implementovaný v programe Matlab a pri identifikácii

boli opät’ zvolené parametre na = 1, nb = 1, nk = 1, P = 100. Tento algoritmus vyžaduje

okrem týchto parametrov aj počet komponent, ktoré sú použité pri identifikácii. V našom

pŕıpade bol počet parametrov zvolený na 6 zo 7 na základe analýzy vzájomnej závislosti

výstupov a regresora.
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Obr. 6.9: Predikcie teplôt v referenčných miestnostiach (MRI+PLS).
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Obr. 6.10: Odozvy na jednotkový skok na vstupoch (MRI+PLS).

6.1.6 Porovnanie identifikovaných modelov

V tejto časti uvedieme porovanie predikčného správania modelov źıskaných uvažovanými

identifikačnými metódami. Pre porovnanie týchto modelov sme použili rozptyl viackro-

kových predikčných chýb vars/n(i) a nasledujúci fit faktor:

fits/n(i) =



1−

∥
∥
∥ϑrs/n(k + i)− ϑ̂rs/n(k + i|k)

∥
∥
∥
2∥

∥ϑrs/n(k + i)− E(ϑrs/n(k + i))
∥
∥
2



 100%, (6.2)

kde i ∈ {1, 2, . . . , 160} a ϑrs/n predstavuje teplotu v južnej/severnej referenčnej miest-

nosti. Na nasledujúcich obrázkoch 6.12, 6.11 možno vidiet’ vykreslené rozptyly viackro-

kových predikčných chýb a fit faktory źıskaných modelov v závislosti na meniacom sa

počte predikčných krokov. V pŕıpade predikcie teploty na pár krokov vid́ıme, že všetky

źıskané modely najmä v pŕıpade severnej miestnosti predikujú približne rovnako presne.

Pre vyššie predikčné horizonty však viditel’ne lepšie správanie vykazujú modely źıskané

metódami, ktoré minimalizujú viackrokovú predikčnú chybu. Najlepšie výsledky vyka-

zuje kombinácia MRI+PLS, ktorá vd’aka postupu, ktorý sme poṕısali v časti 4.4, dokáže

pri identifikácii využ́ıvat’ len dáta, ktoré v sebe nesú releventnú informáciu, potlačit’ vplyv

šumu a tým poskytnút’ model s uspokojovými predikčnými vlastnost’ami. Len o niečo ne-

presneǰsie predikcie (v pŕıpade severnej miestnosti dokonca niekedy aj o niečo presneǰsie)

poskytuje model źıskaný klasickou MRI identifikáciou.

Oba tieto modely však majú jeden zásadny nedostatok, ktorý možno pozorovat’ na

obrázkoch 6.5 a 6.10, kde sú vykreslené odozvy na jednotkový skok týchto modelov.
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Zarážajúce sú najmä odozvy na vstup vykurovacej vody v južnej vetve. Oba modely

totiž predpovedajú, že zmena vykurovacej vody na vstupe z 0 na 1◦C spôsob́ı pokles

teploty nielen vratnej vody ale aj teploty v oboch miestnostiach. Takáto situácia sa-

mozrejme neodpovedá skutočnosti tak, ako bola poṕısana v kapitole 2, čo je spôsobené

predovšetkým tým, že oba modely sú źıskané pŕıstupom založeným na Black box mode-

lovańı a nerešpektujú teda fyzikálnu podstatu systému. Použitie takéhoto modelu v kom-

binácii s MPC by mohlo viest’ na nepŕıjemné situácie, ako napŕıklad snaha zvýšit’ teplotu

v miestnosti zńıžeńım teploty vykurovacej vody a podobne.

Model źıskaný minimalizáciou viackrokovej predikčnej chyby, ktorý rešpektuje štruk-

túru riadeného procesu (MRI+GB), predpovedá śıce nepresneǰsie ako predošlé dva uve-

dené modely, ale pri pohl’ade na jeho skokové odozvy 6.8 vid́ıme, že odpovedá približne

tomu, čo by sme očakaváli na základe popisu riadeného systému uvedeného v kapi-

tole 2. Schopnost’ predikcie zostavajúcich dvoch modelov (4SID, GB) je značne horšia

ako u metód minimalizujúcich viackrokovú chybu, čo možno vidiet’ aj na 6.1 a 6.3. Model

źıskaný 4SID nanajvýš dáva odozvy 6.2, ktoré nie v súlade s dynamikou budovy.

Na základe simulácíı a úvah, ktoré sme uviedli vyššie, sa ako najvhodneǰśı pre následné

použitie v kombinácii s MPC jav́ı model źıskaný metódou, ktorú sme označili MRI+GB.

Poskytuje uspokojivé predikcie aj na väčšie horizonty a podl’a skokových odoziev odpo-

vedá dynamike riadenej budovy. Modely źıskané touto metódou boli použité aj pri i-

dentifikáci ostatných blokov a následne boli rovnako ako na nami uvažovanom bloku B1

použité pre MPC, ktoré plńı v budove ČVUT v Dejviciach úlohu regulátora na vyššej

úrovni riadenia.

Všetky uvažované metódy, ktoré nebrali do úvahy štruktúru riadeného systému, sa

javili pri súčasnom počte meraných vstupov a výstupov ako nepoužitel’né pre následné

použitie s MPC. Za hlavnú pŕıčinu takéhoto správania môžeme považovat’ fakt, že na bu-

dovu pôsobia okrem vstupov, ktoré uvažujeme v našom modeli, aj iné nemeratel’né vstupy.

Vel’ký vplyv na teplotu (predovšetkým v južne orientovaným miestnostiach) má slnečné

žiarenie, čo je badatel’né aj z faktu, že predikcie teploty v severne orientovaných miest-

nostiach sú výrazne presneǰsie.

Nezahrnutým vplyvom intenzity slnečného žiarenia si možno vel’mi jednoducho vy-

svetlit’ aj nezmyselný priebeh skokových odoziev 6.2, 6.10, 6.6 u Black box modelov,

podl’a ktorých by následkom zvýšenia teploty vykurovacej vody v južnom vykurovacom

okruhu mal byt’ pokles teplôt v jednotlivých miestnostiach. Názorneǰsie sa tento paradox

dá poṕısat’ tak, že pokles teploty vykurovacej vody spôsob́ı nárast teploty v miestnos-

tiach. Skutočnost’ je však iná. Dáta, ktoré boli použité pri identifikácii, sú značne korelo-
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vané, čo je výsledok spätnej väzby od regulátora. Z toho dôvodu je teplota vykurovacej

vody nepriamo úmerne závislá na intenzite slnečného žiarenia (spätnoväzbový regulátor

na zvýšenie intenzity reaguje zńıžeńım teploty vykurovacej vody). Pokles teploty vykuro-

vacej vody v skutočnosti len odráža zvýšenie intenzity slnečného žiarenia, čo samozrejme

spôsob́ı zvýšenie vnútornej teploty.

Ďaľśım vstupom, ktorý nemožno len tak zanedbat’, je množstvo l’ud́ı, ktoré sa v danú

dobu v budove (miestnosti) nachádza (tzv. occupancy). V pŕıpade rozš́ırenia modelu

o tieto vstupy môžeme očakávat’, že aj modely źıskané metódami založenými na Black

box modelovańı sa stanú vhodnými pre nasadenie s MPC. Podrobneǰsie budeme vplyv

slnečného osvitu na správanie budovy ČVUT a možnosti d’aľsieho vylepšenia modelu

diskutovat’ v nasledujúcej podkapitole.
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Obr. 6.11: Porovnanie viackrokových predikčných chýb identifikovaných

modelov.
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Obr. 6.12: Porovnanie fitfaktorov identifikovaných modelov.
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6.2 Predikt́ıvny regulátor

Predikt́ıvny regulátor, ktorého návrh sme poṕısali podrobne v 5.2, je použ́ıvaný pri riadeńı

teploty v referenčných miestnostiach na všetkých blokoch budovy Fakulty elektrotechnic-

kej a Fakulty strojnej. V tejto kapitole uvedieme porovnie spomı́naného predikt́ıvneho

regulátora a klasickej ekvitermnej regulácie, ktorá bola použ́ıvaná na nami uvažovanej

budove ČVUT pred nasadeńım predikt́ıvnej regulácie.

K tomu, aby sme mohli porovnat’ oba spôsoby regulácie aj napriek tomu, že oba re-

gulátory pracovali za rôznych podmienok (predovšetkým iné poveternostné podmienky),

zavedieme pojmy ECM(Energy Consumption) a HDD(Heating Degree Day) nasle-

dovne

HDD =

Tend∑

i=Tstart

yref (i)− ϑo(i) (6.3)

a

ECM =

Tend∑

i=Tstart

(ϑhws(i)− ϑrws(i)) + (ϑhwn(i)− ϑrwn(i)) , (6.4)

kde Tstart predstavuje čas začiatku experimentu a Tend jeho koniec. Pre porovnanie kvality

pri rôznych poveternostných podmienkach použijeme pomer ECM

HDD
vyjadrujúci energiu

spotrebovanú na vykurovanie severnej aj južnej vetvy 6.4 vztiahnutú na rozdiel medzi

požadovanou referenčnou teplotou a vonkaǰsou teplotou 6.3.

Najprv sme porovnali reguláciu ekvitermou, ktorá bola nasadená na bloku B1 na za-

čiatku roku 2010, s predikt́ıvnym regulátorom zo začiatku roku 2011. Na obrázkoch

6.13,6.14 vid́ıme vykreslené integrály rozdielu ϑhw −ϑrw, ktoré predstavujú energiu spot-

rebovanú na vykurovanie pre ekvitermnú reguláciu aj MPC. Už zo samotných obrázkov je

badatel’né, že integrál daného rozdielu má určite menšiu plochu v pŕıpade predikt́ıvneho

regulátora ako v pŕıpade klasickej ekvitermnej regulácie, čo potvrdzuje fakt, že MPC

možno v pŕıpade znalosti matematického modelu a vhodne zvolenej účelovej funkcie s vý-

hodou použit’ pri riadeńı vel’kých budov a ušetrit’ tak značné množstvo energie.
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Obr. 6.13: Porovnanie ekvitermnej regulácie a MPC (juh).
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Obr. 6.14: Porovnanie ekvitermnej regulácie a MPC (sever).

Ked’že však pri porovnanávani použitých stratégii neboli rovnaké poveternostné pod-

mienky, na potvrdenie úspor, ktoré boli dosiahnuté pomocou MPC, uvádzame aj tabul’ku

6.1, ktorá taktiež potvrdzuje energetickú výhodnost’ MPC a jeho relat́ıvne úspory oproti

konvenčnému ekvitermnému riadeniu dokonca až o 27%.
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Tabul’ka 6.1: Porovnanie úspor.

ECM/HDD počet dńı relat́ıvne úspory

MPC 0.6012 59 27.1%

EKVITERMA 0.8244 84

6.3 Zahrnutie vplyvu slnka

Ani jeden z modelov, ktorý sme doteraz uvažovali, nemal v sebe zahrnutý vplyv slnečného

žiarenia, ktoré má však určite nezanedbatel’ný vplyv na správanie budovy, a to najmä

v pŕıpade južne orientovaných miestnosti, čo potvrdili aj simulácie v sekcii 6.1, kde bolo

badatel’né, že všetky źıskané modely predikovali jednoznačne presneǰsie teplotu v južne

orientovanej miestnosti.

Na to, aby sme však mohli zahrnút’ do modelu pre MPC vplyv slnečného žiarenia, by

sme potrebovali jeho dostatočne presné predpovede na dobu horizontu predikcie. Ked’že

však takéto predpovede neboli dostupné, uvádzame v našej práci len analýzu vplyvu

slnečného žiarenia.

Ako vstup sme pre tieto analýzy použili merania slnečného osvitu namerané fotobun-

kou Siemens QLS60, ktorá bola umiestnená na južnej strane budovy 6.15.

Obr. 6.15: Umiestnenie čidla intenzity slnečného žiarenia.

Zahnrut́ım vplyvu slnečného žiarenia do modelu sa pôvodný vektor vstupov rozš́ıril
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na:

u =
[

ϑo ϑhws ϑhwn I
]T

. (6.5)

kde I(Wm−2) predstavuje intenzitu slnečného žiarenia. Štruktúra systémových mat́ıc A,

B sa z pôvodne štruktúry (3.10) rozš́ırila na:

A =









a1 a4 a3 0

a2 a5 0 0

a3 0 a6 a8

0 0 a7 a9









, B =









b1 0 0 b5

0 b3 0 0

b2 0 0 b6

0 0 b4 0









. (6.6)

Pri samotnej identifikácii vplyvu slnečného žiarenia sme sa museli vysporiadat’ s jedným

zásadným problém, ktorý bol spomenutý aj vyššie. Dáta, ktoré boli dostupné pri identi-

fikácii, pochádzali bud’ z obdobia mimo vykurovaciu sezónu, ked’ sa netopilo, a k iden-

tifikácii boli nepoužitel’né kvôli nedostatočnej vybudenosti. Druhou skupinou boli dáta,

ktoré boli zozbierané počas vykurovacej sezóny. V tomto obdob́ı však je teplota v miest-

nosti riadená spätnoväzbovým regulátorom, ktorý úspešne potláča vplyv poruchových

veličin, medzi ktoré patŕı intenzita slnečného žiarenia a vonkaǰsia teplota, a znemožnuje

správne identifikovat’ vplyv týchto vstupov na správanie budovy. To potvrdzuje aj obrázok

korelácie medzi teplotou v miestnosti a intenzitou slnečného žiarenia 6.16.
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Obr. 6.16: Korelácia medzi ϑrs/n a I.

Na riešenie tohto problému sme použili alternat́ıvny spôsob identifikácie pozostavajúci

z dvoch krokov.

1. Identifikácia z nekorelovaných dát

V prvom kroku algoritmu sme použili k identifikácii data, ktoré boli zozbierané
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mimo vykurovaciu sezónu, t.j. v obdob́ı, kedy sa netopilo a vplyv intenzity slnečného

žiarenia na teplotu v miestnosti nebol potláčaný regulátorom. Ked’že teplota vy-

kurovacej vody je v tomto obdob́ı konštantná, možno identifikovat’ systém v nasle-

dujúcom tvare

x(k + 1) = Ax(k) +









b1 b5

0 0

b2 b6

0 0









d(k) + aff, (6.7)

kde d =
[

ϑo I
]T

. Aby sme mohli teraz identifikovat’ maticu A a koeficienty

b1, b2, b5, b6, potrebujeme sa zbavit’ členu aff predstavujúceho vplyv vykurovacej

vody, ktorá je po celý čas konštantá. Vd’aka linearite 6.8 toho možno dosiahnut’

identifikáciou z rozdielových dát xr a ur:

xr = xa − xb,

ur = da − db,
(6.8)

kde xa, da a xb, db predstavujú súvislé úseky dát namerané mimo vykurovacej sezóny.

2. Identifikácia s obmedzeńım

V druhom kroku sme uskutočnili klasickú identifikáciu mat́ıc so štruktúrou (6.6)

z dát, ktoré boli źıskané behom vykurovacej sezóny. Aby však bola zabezpečená

presná identifikácia parametrov, ktoré odpovedajú vplyvu poruchových velič́ın (in-

tenzity slnečného žiarenia a vonkaǰsej teploty), parametre b1, b2, b5, b6 źıskané v pr-

vom kroku identifikácie poslúžili ako obmedzenia v druhom kroku, tieto parametre

boli hl’adané len na intervale, ktorý odpovedal ±5% od hodnoty pŕıslušného para-

metru źıskanej v prvom kroku.

Takýmto spôsobom je možné identifikovat’ aj vplyv poruchových velič́ın, ktoré nie je

možné správne identifikovat’ z dát ktoré sú zat’ažené koreláciou vd’aka pŕıtomnosti re-

gulátoru, čo ukážeme aj na simuláciach uvedených v nasledujúcej časti.

6.3.1 Simulácie

V nasledujúcej časti na simuláciach ukážeme, ako výrazne môže zahrnutie vplyvu inten-

zity slnečného žiarenia vylepšit’ predikčné správanie identifikovaného modelu, a zároveň

ukážeme, aký význam má v tomto pŕıpade dvojkroková identifikačná procedúra, ktorú
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sme poṕısali v 6.3. Budeme porovnávat’ tri rôzne modely:model1 predstavuje model, ktorý

zahŕňa aj vplyv intenzity slnečného žiarenia, ktorý bol identifikovaný klasicky v jednom

kroku z dát zozbieraných počas vykurovacej sezóny, model2 nezahŕňa vplyv intenzity

slnčného žiarenia, model3 bol źıskaný identifikačnou procedúrou poṕısanou v 6.3.

Ako identifikačné dáta sme v tom pŕıpade použili dáta zo začiatku decembra 2010,

pričom sme ich vyberali tak, aby v obdob́ı, z ktorého pochádzaju, bolo čo najviac slneč-

ných dńı. Ako validačné dáta sme použili dáta z januára 2011, rovnako sme volili obdobie,

kedy bolo relat́ıvne slnečno. Pri identifikácii sme použili metódu, ktorú sme označili v ú-

vode tejto kapitoly ako MRI+GB, a parametre sme volili podobne ako pri identifikácii

predošlých modelov: P = 100, na = 1, nb = 1, nk = 1.

model1 v sebe śıce zahŕňa vplyv slnka, ale kvôli tomu, že bol identifikovaný z dát

počas vykurovacej sezóny, nebolo možné identifikovat’ vplyv slnka presne, a na validačných

datách úplne stráca predikčnú schopnost’ na viac ako pár hod́ın dopredu. Jeho predikcie

sú najmä na severnej strane ovel’a nepresneǰsie ako u model2, ktorý vôbec nezahŕňa vplyv

slnka.

Naopak model3, ktorý bol źıskaný dvojkrokovou identifikačnou procedúrou, predi-

kuje jednoznačne najpresneǰsie. Ako jediný dokáže predpovedat’ výrazne zvýšenie teploty

okolo obeda, kedy teplota v miesnosti značne stúpne, a rovnako i výrazný pokles teploty

počas noci. Zauj́ımavá je situácia, ktorú je vidiet’ na obrázku 6.19, kde predikcie v ob-

dob́ı od 16.1. do 18.1. sú pre model1 a model3 výrazne vychýlené, no model2 predikuje

vel’mi presne, čo je spôsobené tým, že práve tieto dva dni boli za dané obdobie zd’aleka

najslnečneǰsie.

20 40 60 80 100 120 140 160
0

0.1

0.2

0.3

0.4

i

va
r rs

(%
)

juh

 

 

20 40 60 80 100 120 140 160
0

0.1

0.2

0.3

0.4

i

va
r rn

sever

 

 

model
1

model
2

model
3

model
1

model
2

model
3

Obr. 6.17: Porovnanie rozptylu predikčných chýb identifikovaných mode-

lov.
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Obr. 6.18: Porovnanie fitfaktorov identifikovaných modelov.
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Obr. 6.19: Porovnanie predikcíı identifikovaných modelov.
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Záver

V rámci tejto práce bola spracovaná štúdia identifikačných metód vhodných pre predik-

t́ıvne riadenie. Vel’ká pozornost’ bola venovaná identifkačným netódam, ktoré sú založené

na minimalizácii viackrokovej predikčnej chyby a poskytujú model, ktorý je priamo určený

pre použitie s MPC. Naša štúdia potvrdila d’aleko lepšie predikčné vlastnosti týchto

modelov aj pri testovańı na vzorových pŕıkladoch, ale predovšetkým, čo je hlavné, modely

źıskané MRI identifikačnými metódami potvrdili svoj potenciál aj pri identifikácii modelu

konkrétnych blokov budovy ČVUT v Praze. Teplotu v miestnosti dokázali predikovat’

omnoho presneǰsie ako doteraz použ́ıvané modely źıskané metódami Subspace identifikácie

a Grey box modelovaćım pŕıstupom.

Hlavne vd’aka týmto vlastnostiam boli MRI identifikačné metódy vybraté z množstva

dostupných identifikačných metód a prostredńıctvom nich boli vytvorené modely všetkých

blokov budovy ČVUT v Dejviciach, ktoré využ́ıva predikt́ıvny regulátor riadiaci teplotu

v jednotlivých miestnostiach pre predikcie.

V d’aľsej časti našej práce bol vykonaný návrh predikt́ıvneho regulátora tak, aby

zabezpečil nielen teplotný komfort vo vybraných miestnostiach, ale aby čo najviach zńıžil

náklady na vykurovanie. Podl’a porovnania, ktoré sme uviedli v časti 6.2, predikt́ıvny

regulátor vykazoval oproti klasickej ekvitermnej regulácii relat́ıvne úspory okolo 27%.

Aj napriek značnému zńıženiu nákladov na vykurovanie, ktoré MPC prinieslo, je v tej-

to oblasti ešte vel’ký priestor na vylepšovanie, predovšetkým v oblasti identifikácie. Značné

vylepšenie vlastnost́ı identifikovaných modelov môže priniest’ zahrnutie vplyvu intenzity

slnečného žiarenia. Ako bolo ukázané na simuláciach v 6.3, modely rozš́ırené o vplyv

intenzity slnečného žiarenia dokážu hlavne počas slnečných dńı presneǰsie predikovat’

teplotu v miestnostiach. Použitie takéhoto modelu v kombinácii s MPC by mohlo zabránit’

miernemu pretápaniu najmä počas obeda, ked’ je intenzita slnečného žiarenia najvyššia,

69



KAPITOLA 7. ZÁVER 70

a zńıžit’ tým náklady na vykurovanie.

Priestor pre d’al’̌śı výskum predstavujú aj samotné MRI identifikačné metódy. Prob-

lémom, s ktorým sme sa potýkali aj pri našej práci, bol nedostatok dobre vybudených

dát. Tento jav je bežný pri identifikácii takmer všetkých priemyselných systémov, ked’že

pracujú v uzavretej slučke vd’aka pŕıtomnosti regulátora. Zohl’adenie tohto faktu pri iden-

tifikácii založenej na minimalizácii viackrokovej predikčnej chyby by mohlo značne zvýšit’

použitel’nost’ týchto metód pri identifikácii pre predikt́ıvne riadenie.
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Pŕıloha A

Obsah priloženého CD

Súčast’ou tejto práce je aj CD, ktoré obsahuje okrem elektronickej verzie tejto práce aj

naimplementované zdrojové kódy. CD má nasledujúcu štruktúru:

• DP obsahuje diplomova praca.pdf,

• Scilab obsahuje zdrojové kódy naimplementované v programovom prostred́ı Scilab,

• Matlab obsahuje zdrojové kódy naimplementované v programovom prostred́ı Mat-

lab.
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