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Abstract

The aim of this diploma thesis is the proposal of solution for nurse scheduling problem, which
will be applicable on the instances with various parameters. Tabu-Search hyperheuristic was
used after studying existing possibilities. It uses low-level heuristics which are based on the
shift balancing. Considering the hyperheuristic drawbacks the new modi�ed algorithm was
designed in this thesis. The adjustments which are based on integrating of the neural network
to manage steps of algorithm were done as a substitution of the Tabu-Search method. Finally,
these three versions of the algorithm were compared on the set of testing data provided by
the science group from Nottingham University.

Abstrakt

Diplomová práce se zabývá problémem rozvrhování sm¥n zdravotních sester a návrhem tako-
vého °e²ení, které by bylo moºné aplikovat na instance s r·znými parametry. Po prostudování
r·zných jiº existujících moºností, byla jako výchozí algoritmus vybrána hyperheuristika °í-
zená pomocí metody tabu vyhledávání, která pouºívá nízkoúrov¬ové heuristiky zaloºené na
bázi tzv. vyváºení sm¥n. S ohledem na jeho nedostatky byl navrºen nový, modi�kovaný
algoritmus. V dal²í fázi na modi�kované verzi prob¥hly úpravy v podob¥ integrování neu-
ronové sít¥ pro °ízení n¥kterých krok· jako náhrada metody tabu vyhledávání. V²echny
t°i verze algoritmu byly nakonec srovnány na mnoºin¥ testovacích dat uvoln¥né skupinou
z Nottinghamské univerzity.
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Úvod

Rozvrhování sm¥n zam¥stnanc· pat°í mezi typické problémy v¥t²ích spole£ností, kdy za-
m¥stnanci pracují na sm¥nný provoz. �patn¥ rozvrºené sm¥ny mohou mít vliv na efektivitu
práce zam¥stnanc·, p°ípadn¥ jejich spolehlivost. V n¥kterých situacích mohou být d·sledky
je²t¥ hor²í. Takovým p°ípadem je mimo jiných rozvrhování sm¥n zdravotních sester, kde
by v ºádném p°ípad¥ nem¥lo docházet nap°íklad k p°epracování n¥které ze sester z d·vodu
nedodrºení odpo£inkových dn·.

Existuje velké mnoºství r·zných °e²ení tohoto problému, nicmén¥ zatím ºádné z nich
se nedá nazvat °e²ením ideálním. Vzhledem k rozdílným poºadavk·m jednotlivých spole£-
ností na rozvrºení sm¥n zam¥stnanc·m je cílem této práce navrhnout a naimplementovat
algoritmus, který bude schopný °e²it instance s r·znou strukturou. Tím se p°edejde nut-
nosti zásahu programátora p°i zm¥n¥ n¥kterých z parametr· problému, který má za úkol
algoritmus vy°e²it.

První £ást této práce se zabývá popisem problému rozvrhování sm¥n. V dal²í kapitole
nazvané Popis práce jsou, po obecném rozd¥lení metod pro °e²ení NP-obtíºných úloh, ro-
zebrány n¥které ze zajímavých moºných postup· p°i jejich °e²ení s ohledem na rozvrhování
sm¥n zdravotních sester. Dále je zd·vodn¥n výb¥r jednoho °e²ení, ze kterého poté vychází
nový algoritmus vytvo°ený v rámci této práce. Kapitola Analýza a návrh se zabývá výb¥rem
vhodného prost°edí a podp·rných program· pro vývoj algoritm·. Následuje kapitola �e²ení,
v níº je rozebrán algoritmus vybraný v kapitole Popis práce a navrºen nový algoritmus, který
by m¥l eliminovat nedostatky p·vodního. Záv¥re£ná £ást pat°í experiment·m, vyhodnocení
a diskuzi k výsledk·m naimplementovaných algoritm·.
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2 SEZNAM PSEUDOKÓD�



Kapitola 1

Popis práce

Problém rozvrhování sm¥n pat°í z hlediska obtíºnosti mezi NP-obtíºné problémy, proto u v¥t-
²iny vstupních instancí není (v sou£asné dob¥) moºné nalézt optimální °e²ení v rozumném
£ase [10]. Doba b¥hu programu se dá povaºovat za rozumnou v p°ípad¥, ºe po jejím uplynutí
je °e²ený problém stále aktuální a doba b¥hu spl¬uje poºadavky uºivatele. Získání °e²ení,
které se alespo¬ blíºí ideálu, v p°ijatelném £ase je ov²em pro n¥které organizace klí£ové.
P°i nedodrºení podmínek zadaných pro p°i°azení sm¥n zam¥stnanc·m m·ºe dojít nap°íklad
k necht¥nému zvýhod¬ování n¥kterých zam¥stnanc· na úkor ostatních, nedodrºení poºado-
vaného po£tu zam¥stnanc· v daný okamºik £i v nejhor²ím p°ípad¥ nedodrºování pracovních
podmínek de�novaných platným zákonem dané zem¥.

1.1 Cíle práce

Jak jiº bylo °e£eno v úvodu práce, sice existuje velké mnoºství zp·sob· °e²ení problému roz-
vrhování sm¥n zam¥stnanc·, ale ºádný z nich nelze ozna£it za zp·sob vhodný pro v²echny
situace. Kaºdý má svá pozitiva i negativa. P°i návrhu algoritmu inspirovaného jednou, p°í-
padn¥ i n¥kolika takovými metodami, obvykle sm¥°ujeme (mimo jiné) ke dv¥ma moºným
základním cíl·m [6]:

• Minimalizace penalizace konkrétního typu rozvrhu - snaha o získání co nejniº²í
penalizace rozvrhu i za p°edpokladu, ºe na rozvrzích s jinými poºadavky m·ºe být
výsledek velmi slabý, £i dokonce nebude moºné daný algoritmus na jiné p°ípady v·bec
pouºít.

• Minimalizace penalizace u v¥t²ího mnoºství typ· rozvrhu - snaha o získání
rozvrhu s akceptovatelnou penalizací u r·zných typ· rozvrh·. Není tedy pot°eba pro-
vád¥t sloºité lad¥ní parametr·, p°ípadn¥ doprogramovat dal²í moduly pro r·zné typy
rozvrh·. Samoz°ejm¥ rozvrh získaný takovými algoritmy má zpravidla vy²²í penali-
zaci neº rozvrh získaný za pouºití algoritm· upravených p°ímo na míru konkrétnímu
rozvrhu.

Tato práce se bude zabývat °e²ením problému dle druhého bodu, tedy minimalizací pe-
nalizace u v¥t²ího mnoºství typ· rozvrhu.
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1.2 Popis problému

Problém rozvrhování se zabývá °e²ením p°i°azení úloh ke zdroj·m v £ase takovým zp·so-
bem, aby do²lo k co moºná nejv¥t²í shod¥ se zadanými poºadavky [28]. Aktivita (úloha)
probíhající v £asovém úseku, který má de�novaný za£átek, konec a délku trvání, se typicky
ozna£uje jako sm¥na. P°i rozvrhování sm¥n zdravotních sester se poté snaºíme p°i°adit sm¥ny
zdravotním sestrám a zárove¬ eleminovat p°ípadné kon�ikty se zadanými omezeními. Cílem
je minimalizovat váºený sou£et poru²ených m¥kkých omezení:

min
n∑
i=1

vioi, (1.1)

kde n je celkový po£et omezení, vi zna£í váhu omezení a oi udává, kolikrát bylo dané
omezení v rozvrhu poru²eno. Zárove¬ rozvrh nesmí poru²ovat ºádné z tvrdých omezení.

Omezení se mohou velmi li²it dle konkrétní situace. Rozd¥lují se na omezení m¥kká
a tvrdá. Suma vah poru²ených omezení se obvykle nazývá penalizací [31].

Pro ohodnocení konkrétního rozvrhu (rozvrºení sm¥n) se pouºívá evalua£ní (hodnoticí)
funkce, která v¥t²inou vychází z hodnoty penalizace.

1.2.1 M¥kká omezení

P°i poru²ení m¥kkých omezení dochází ke zvý²ení penaliza£ní hodnoty a tím pádem i sníºení
kvality rozvrhu, ale stále se povaºuje za akceptovatelný. Kaºdému m¥kkému poru²ení obvykle
p°i°azujeme váhu, která udává, jak velký vliv má její poru²ení na kvalitu rozvrhu. Ve v¥t²in¥
p°ípad· se bohuºel nevyhneme tomu, abychom neporu²ili ºádné omezení. V opa£ném p°ípad¥
m·ºeme rozvrh sm¥n prohlásit za optimální (za p°edpokladu sou£asného neporu²ení ºádného
z tvrdých omezení).

Typickými p°íklady m¥kkých omezení jsou:

• Preferovaný po£et p°i°azených sm¥n zdravotní sest°e za £asový úsek - ob-
vykle vychází z pracovního úvazku zam¥stnance.

• Maximální a minimální po£et pracovních dn· v °ad¥.

• Maximální po£et pracovních víkend· za rozvrhovací období.

• Pln¥ pracovní víkend - poºadavek, aby daná zdravotní sestra bu¤ pracovala celý
víkend, nebo ºádný ze dn· víkendu.

• Volná odpolední páte£ní sm¥na p°ed volným víkendem - pravidlo, aby sestra,
která nemá o víkendu ºádnou sm¥nu, nem¥la p°ed tímto víkendem ani páte£ní odpo-
lední (p°ípadn¥ no£ní) sm¥nu [9].

V²echna tato poru²ení podmínek sniºují sice kvalitu rozvrhu, ale i p°esto lze nazvat
rozvrh akceptovatelným. Samoz°ejm¥ m·ºe být de�nováno daleko více omezení anebo naopak
n¥která, z p°edchozího seznamu, nemusí být uvaºována. Jak jiº bylo °e£eno, m¥kké omezení
bývá dopln¥no o váhu ur£ující velikost vlivu poru²ení tohoto omezení na kvalitu výsledného
rozvrhu. I p°esto, ºe poru²ením m¥kkého omezení nedochází automaticky k ozna£ení °e²ení
za neakceptovatelné, m·ºe být vhodnost rozvrhu omezena maximální hodnotou penalizace.



1.2. POPIS PROBLÉMU 5

1.2.2 Tvrdá omezení

Poru²ením tvrdých omezení se stává rozvrh neakceptovatelným, nesmí k nim tedy v ºádném
p°ípad¥ dojít. Obvykle jsou mimo jiné spojena s pravidly ze Zákoníku práce. P°íkladem
tvrdých omezení m·ºe být:

• minimální po£et zam¥stnanc·, kte°í musí být p°i°azeni k dané sm¥n¥;

• maximální po£et pracovních dní, které m·ºe zam¥stnanec absolvovat;

• zákaz p°i°azení zam¥stnanci více sm¥n za sebou [1].
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Kapitola 2

Teoretický úvod

2.1 Základní typy metod pro °e²ení NP úloh

2.1.1 Úplné metody

Úplné metody se snaºí najít optimální výsledek procházením celého prostoru moºných °e²ení.
P°íkladem takových metod je celo£íselné lineární programování (ILP) nebo programování
s omezujícími podmínkami. Stavový prostor °e²ení je nicmén¥ obvykle p°íli² velký a v ro-
zumném £ase jej lze projít pouze u velice omezených úloh. Z tohoto d·vodu se vyuºívají
p°edev²ím jako dopln¥k k dal²ím metodám, p°ípadn¥ k získání suboptimálního °e²ení [31].

N¥které nástroje (nap°. IBM CPLEX) vyuºívající úplné metody proto umoº¬ují zastavení
pr·b¥hu algoritmu a vypsání dosavadního nejlep²ího výsledku. Aplikací metody programo-
vání s omezujícími podmínkami na problém rozvrhování sm¥n se zabývá mimo jiné práce
[15].

2.1.2 Heuristiky

Heuristiky jsou algoritmy, které neprocházejí celý stavový prostor °e²ení, ale pouze jeho £ást,
a zde se pokou²í najít akceptovatelný výsledek, který se co nejvíce blíºí optimu. Heuristiky
mohou být bu¤ deterministické, £i stochastické. Deterministické heuristiky mají vºdy stejný
pr·chod za p°edpokladu stejných vstup·. To znamená, ºe pokaºdé dostaneme stejný vý-
sledek. Naopak heuristiky stochastické vyuºívají náhodných jev· a tím se snaºí zabránit
lokálnímu uváznutí a prohledat tak v¥t²í stavový prostor. Obvykle zde není p°edem jasná
doba výpo£tu algoritmu [19].

2.1.3 Hyperheuristiky

Hyperheuristiky pracují podobn¥ jako heuristiky, ale ne°ídí p°ímo jednotlivé kroky, pouze
ur£ují, které heuristiky budou v daném kroku spu²t¥ny. Metoda spou²t¥ní jednotlivých krok·
m·ºe být velice podobná jako u zp·sobu provád¥ní standardních heuristik. V praxi se v²ak
spí²e místo heuristik vyuºívají tzv. nízkoúrov¬ové heuristiky, neboli velmi zjednodu²ené algo-
ritmy. Typickým p°íkladem takových nízkoúrov¬ových heuristik pouºívaných p°i rozvrhování
je zám¥na (swap) ur£itých sm¥n mezi dv¥ma zam¥stnanci [5, 29].

7
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2.2 Heuristické algoritmy

2.2.1 Horolezecký algoritmus (Hill Climbing)

Horolezecký algoritmus pracuje na bázi lokálního prohledávání. V kaºdém kroku prohledává
své okolí, vybere z n¥j nejlep²í °e²ení, a pokud je lep²í neº aktuální, p°ijme jej. Tento krok
opakuje aº do chvíle, kdy ºádné lep²í °e²ení nenalezne. Horolezecký algoritmus velmi trpí
lokálním uváznutím, coº se z £ásti °e²í restartováním rozvrhu, tzn. n¥kolikanásobnou aplikací
algoritmu z r·zných míst stavového prostoru [23]. I p°esto výsledky tohoto algoritmu nebývají
p°íli² p°esv¥d£ivé [31].

2.2.2 Simulované ºíhání (Simulated Annealing)

I algoritmus simulovaného ºíhání pracuje na bázi lokálního prohledávání. Princip algoritmu je
inspirován procesem ºíhání oceli. Algoritmus náhodn¥ vybírá rozvrhy ze svého okolí a v p°í-
pad¥, ºe má vybraný rozvrh niº²í penaliza£ní hodnotu, p°ijme jej. S ur£itou pravd¥podobností
m·ºe být rozvrh vybrán i v p°ípad¥, ºe niº²í penaliza£ní hodnotu nemá. Pravd¥podobnost
p°ijmutí závisí na aktuální teplot¥. Na za£átku je teplota nastavena na vy²²í hodnotu a po-
stupem £asu klesá (ekvivalent chladnutí oceli). Tím pádem na za£átku algoritmu p°ichází
v úvahu p°ijmutí i pom¥rn¥ ²patného rozvrhu a postupn¥ se tato pravd¥podobnost sniºuje,
£ímº se £áste£n¥ °e²í uváznutí v lokálním extrému [25].

2.2.3 Genetický algoritmus

Algoritmus pracující na principu inspirovaném Darwinovou evolu£ní teorií. Její úst°ední my²-
lenkou je snaha o zkombinování dobrých jedinc· (jednotlivých °e²ení) z populace (mnoºiny
moºných °e²ení) tak, aby vznikl lep²í jedinec (°e²ení). Standardn¥ je vyuºíváno p°edev²ím
t°í operátor·:

• Selekce - výb¥r jedinc· dle jejich kvality, £ím lep²í jedinci jsou, tím je jejich pravd¥-
podobnost výb¥ru vy²²í.

• K°íºení - kombinace vlastností (v na²em p°ípad¥ v¥t²inou £ástí rozvrh·) dvou (£i více)
jedinc·, vzniká nový jedinec.

• Mutace - modi�kace jednoho jedince, zabra¬uje uváznutí v lokálním extrému [26, 27].

2.2.4 Tabu vyhledávání (Tabu Search)

V kaºdém kroku algoritmu tabu vyhledávání se v okolí hledá nejvhodn¥j²í °e²ení, které je poté
ozna£eno jako základní °e²ení pro následující krok. Implementována navíc bývá je²t¥ krátko-
dobá pam¥´, p°ípadn¥ i dlouhodobá, a m·ºeme zavést i tzv. aspira£ní kritérium. V krátko-
dobé pam¥ti (tabu listu) uchováváme kroky provedené v n¥kolika posledních iteracích, které
je zakázáno do ur£ité doby zopakovat. Tím zamezujeme zacyklení algoritmu. V dlouhodobé
pam¥ti algoritmus ukládá n¥které informace typu po£tu pouºití ur£itého kroku, £ímº ovliv-
¬uje chod programu. Aspira£ní kritérium poté umoº¬uje za ur£itých podmínek provést krok
zakázaný pomocí krátkodobé pam¥ti [31].
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2.2.5 Zp¥tnovazební u£ení (Reinforcement Learning)

Metoda, p°i které se vyuºívá znalostí získaných pr·chodem stavového prostoru °e²ení. �asto
se zde setkáváme s následujícími pojmy:

• Strategie (policy) - pravidla ur£ující, jaký krok se má provést za daných podmínek.

• Zp¥tnovazební funkce (reward function) - vykazuje informace o tom, zda daný
krok vede momentáln¥ k lep²ímu °e²ení (v na²em p°ípad¥ zda krok vede k rozvrhu
s niº²í penalizací).

• Hodnoticí £i evalua£ní funkce (value function) 1 - oproti zp¥tnovazební funkci
není výstupem ohodnocení okamºitého zlep²ení stavu rozvrhu, nýbrº vlivu na dlouho-
dobý výsledek.

Primitivní implementace zp¥tnovazebního u£ení spo£ívá v pr·chodu prostorem °e²ení,
de�novaném strategií výb¥ru následujícího kroku (ta obvykle bývá implementována jako
nau£ená neuronová sí´). Po kaºdém kroku se ov²em vyhodnocuje, zdali zvolený postup vedl ke
zlep²ení £i nikoliv, a dle výsledku se upravuje strategie. Teoreticky samoz°ejm¥ poºadujeme,
aby kroky vedly k co nejlep²ímu dlouhodobému výsledku, nicmén¥ vzhledem k obtíºnosti
správného ur£ení vlivu aktuální zm¥ny na dlouhodobou hodnotu se v praxi obvykle setkáváme
s °ízením strategie dle okamºité zp¥tné vazby [33, 3, 30].

2.3 Hyper-heuristiky

Jak jiº bylo v této práci zmín¥no, za hyper-heuristiky ozna£ujeme takové algoritmy, u nichº
dle n¥jaké metody °ídíme spou²t¥ní jiných nízkoúrov¬ových heuristik. T¥mito nízkoúrov-
¬ovými heuristikami mohou být základní operace nebo i so�stikovan¥j²í metody. P°i °ízení
nízkoúrov¬ových heuristik je p°itom moºné vyuºít n¥které z klasických heuristik, samoz°ejm¥
pat°i£n¥ modi�kovaných. Mezi klasické operace p°i rozvrhování sm¥n, které bývají pouºity
jako nízkoúrov¬ové heuristiky, pat°í:

• Drop (odebrat) - odebrání sm¥ny dle ur£itých poºadavk·.

• Add (p°idat) - p°idání sm¥ny dle ur£itých poºadavk·.

• Swap (zám¥na) - zám¥na sm¥n dle ur£itých poºadavk·.

Samoz°ejm¥ není nutností, aby byly tyto operace v hyper-heuristikách implementovány [32].

1V tomto p°ípad¥ se rozli²uje okamºitá zp¥tnovazební funkce a dlouhodobá hodnoticí (evalua£ní funkce),
nicmén¥ dále v práci se bude pojem hodnoticí (evalua£ní) funkce pouºívat ve smyslu, který popisuje sekce 1.2
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2.4 Pokro£ilé metody

2.4.1 Základní charakteristiky

V praxi se nesetkáváme pouze se základními metodami pouºívanými p°i °e²ení rozvrhování
sm¥n. Existuje nep°eberné mnoºství °e²ení, která vyuºívají kombinace t¥chto metod, p°í-
padn¥ jsou vylep²ována dal²ími metodami. Následující £ást práce se zabývá n¥kolika jiº pub-
likovanými °e²eními, která by mohla být inspirací pro vývoj nového algoritmu k efektivnímu
prohledávání stavového prostoru v rozvrhování sm¥n zdravotních sester.

2.4.2 Zp¥tnovazební u£ení s vyuºitím agent·

Primitivní implementace zp¥tnovazebního u£ení trpí £astým lokálním uváznutím. Tento jev
m·ºeme eliminovat r·znými zp·soby. V £lánku [22] °e²í autor moºné lokální uváznutí po-
uºitím n¥kolika agent·. Kaºdý agent prochází jinou £ást prostoru °e²ení a je °ízen vlastní
strategií získanou zp¥tnovazebním u£ením. Jiº samotné procházení více míst prostoru °e²ení
samoz°ejm¥ sm¥°uje k lep²ím výsledk·m. Klí£ovým faktorem pro dosaºení lep²ích výsledk·
ov²em z·stává kombinace strategií jednotlivých agent·. Zám¥na strategií agent· znamená
zm¥nu jejich chování, coº sniºuje pravd¥podobnost lokálního uváznutí.

2.4.3 Zp¥tnovazební u£ení s modi�kovaným výb¥rem následujícího kroku

Dal²í moºnost, jak eliminovat rizika lokálního uváznutí a zrychlit pr·chod algoritmu, a tím
rychleji dosáhnout poºadovaného výsledku, popisuje £lánek [33]. Nezabývá se sice p°ímo
rozvrhováním sm¥n, ale podobným problémem - p°i°azováním úloh ke zdroj·m.

Vybírání soused· probíhá pomocí dlouhodobého odhadu získaného neuronovou sítí a oka-
mºitou zp¥tnovazební hodnotou. Konkrétní stav se ohodnocuje pomocí zvlá²tního mecha-
nismu RDF (Resource Dilation Factor), který je jakýmsi pom¥rem mezi aktuálním a ideál-
ním °e²ením, se zohledn¥ním délky pr·b¥hu algoritmu. Dále práce elegantn¥ °e²í problém
neuronové sít¥: po£et vstup· a výstup· nelze bez op¥tovného p°eu£ení sít¥ m¥nit. Rozvrh je
proto popsán n¥kolika údaji, jako jsou nap°íklad:

• po£et volných jednotek zdroje;

• £asové rozdíly mezi konci a za£átky takových úloh, které mají mezi sebou prerekvizitu
(podmínku nutnosti ukon£ení jedné úlohy p°ed za£átkem druhé);

• RDF;

• po£et jednotek, které jsou p°etíºeny.

Tím je docílen stabilní po£et prvk· popisujících daný stav i v p°ípad¥ zm¥ny n¥kterých
parametr· vstupní instance (nap°. po£et zdroj·).

Výstupem neuronové sít¥ je osm sigmoidálních prvk·, které vyuºívají Gaussovy k°ivky
k eliminaci chyby p°i predikci dlouhodobého RDF.

Tato metoda sice není vhodná pro na²e ú£ely, nicmén¥ n¥které prvky (nap°. popis rozvrhu
pomocí vybraných vlastností) lze vyuºít i pro ú£ely rozvrhování sm¥n.
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2.4.4 Hyper-heuristika °ízená tabu prohledáváním

�lánek [6] popisuje algoritmus, kdy jsou nízkoúrov¬ové heuristiky °ízeny modi�kovaným
tabu vyhledáváním. Pro rozvrhování sm¥n vyuºívá devíti nízkoúrov¬ových heuristik, které
se pro dosaºení vhodného výsledku mimo jiné snaºí o vyváºení rozvrhu. Vyváºenost v tomto
p°ípad¥ znamená, ºe b¥hem dané periody (a kaºdého typu sm¥ny - no£ní i denní) pracuje
v pr·m¥ru dostatek zam¥stnanc· s pot°ebnou kvali�kací. V opa£ném p°ípad¥ se totiº dané
°e²ení nenachází v blízkosti optima.

Auto°i £lánku také poukazují na experimenty, které dokazují vy²²í obecnost daného °e²ení
v porovnání s genetickým algoritmem pracujícím na podobné bázi.

2.4.5 Vyuºití vyt¥ºování dat pro lad¥ní koe�cient· adaptivního tabu vy-
hledávání

Práce [14] pojednává o vyuºití vyt¥ºování dat pro ú£ely lad¥ní koe�cient· metody tabu
vyhledávání, £ímº se odstra¬uje manuální a £asto i zdlouhavé p°izp·sobování algoritmu kon-
krétní situaci. Koe�cienty mimo jiné v tomto p°ípad¥ °ídí evalua£ní funkci, £ímº nep°ímo
ovliv¬ují strategii procházení stavového prostoru °e²ení. Na dané instanci se algoritmus tabu
vyhledávání spou²tí mnohokrát, pokaºdé s jinými koe�cienty a po£áte£ním stavem, a uloºí
se výstupní hodnoty. Z t¥chto dat se poté pomocí Apriori algoritmu vyhodnotí, jak mají být
koe�cienty nastavené, aby docházelo k co nejlep²ím výsledk·m.

2.4.6 Integrace neuronové sít¥ a logistické regrese k vylep²ení hyper-
heuristik

Dal²í zp·sob moºného °ízení hyper-heuristik nasti¬uje studie [21]. Porovnává p°itom vyuºití
neuronové sít¥ a logistické regrese pro ur£ování sekvence pouºitých nízkoúrov¬ových heuris-
tik. Algoritmus nejd°íve vygeneruje r·zné sekvence nízkoúrov¬ových heuristik a poté pomocí
jiº zmi¬ovaných technologií odhadne, zda daná sekvence povede k získání dobrých výsledk·
£i nikoliv. Bohuºel £lánek uvádí experimenty zabývající se pouze úsp¥²ností zmi¬ovaných
klasi�kátor· (neuronové sít¥ a logistické regrese), ale jiº nepopisuje reálný dopad na získaná
výstupní °e²ení.

2.5 Vybraná °e²ení

Tato práce se má zabývat metodami, které umoºní °e²it problém rozvrhování zdravotních
sester na r·zných instancích a na nichº budou dosahovat akceptovatelných výsledk·. Tento
poºadavek v podstat¥ spl¬ují t°i moºné kategorie zp·sob· °e²ení:

• vyuºití um¥lé inteligence pro °ízení krok·;

• metody na bázi hyper-heuristiky;

• automatizace lad¥ní koe�cient· na míru.
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P°íkladem t°etího bodu je vyuºití vyt¥ºování dat pro lad¥ní koe�cient· tabu vyhledávání
(viz odstavec 2.4.5). Pro správné zvolení koe�cient· nicmén¥ toto °e²ení vyºaduje velké mnoº-
ství spou²t¥ní daného algoritmu. Pokud jsou ov²em jiº známé výsledky experiment·, lad¥ní
koe�cient· m·ºe probíhat p°ímo z nich. Vyt¥ºování dat poté funguje pouze jako technolo-
gie usnad¬ující (p°ípadn¥ mírn¥ zlep²ující) výb¥r správných hodnot. Lze tedy pochybovat
o v¥t²ím úsp¥chu p°i jejím uplatn¥ní v této práci.

Za zajímav¥j²í alternativu se dá povaºovat metoda dle druhého bodu (metody na bázi
hyper-heuristiky). Ze zmi¬ovaných £lánk· vyplývá dostate£ná obecnost hyper-heuristik pro
jejich nasazení na r·zné instance daného problému. Pom¥rn¥ £asto se pro °ízení nízkoúrov¬o-
vých heuristik pouºívá metoda tabu vyhledávání. Výchozí algoritmus pro rozvrhování sm¥n
zdravotních sester proto bude vycházet z techniky, kterou popisuje sekce 2.4.4. P°ípadné
nedostatky této technologie budou klí£ové pro návrh modi�kované verze. Experimenty na
záv¥r prov¥°í schopnosti obou t¥chto °e²ení.

Algoritmy vyuºívající um¥lé inteligence pro °ízení krok· za£ínají taktéº nacházet své
uplatn¥ní jak v algoritmech specializovaných na konkrétní problém, tak i u obecných heuris-
tik. Dle experiment· jiných °e²itel· NP-úplných problém· pomocí um¥lé inteligence je moºné
zrychlit £i jinak zdokonalit jiº fungující algoritmus, p°ípadn¥ pomocí ní lze úpln¥ nahradit
jiné metody ur£ující sm¥r prohledávání stavového prostoru °e²ení [33]. Velmi £asto se jako
prvek um¥lé inteligence aplikuje neuronová sí´. V poslední etap¥ proto tato práce prov¥°í
moºnost pouºití neuronové sít¥ pro °ízení nízkoúrov¬ových heuristik namísto metody tabu
vyhledávání. Algoritmus bude vycházet z jiº zmi¬ované modi�kované verze. Experimenty
op¥t ukáºou, zda má smysl inteligentn¥ °ídit metodu zam¥°enou na °e²ení obecných instancí
problému rozvrhování sm¥n zdravotních sester.



Kapitola 3

Analýza a návrh

3.1 Poºadavky na pouºitou technologii

Vzhledem k tomu, ºe ú£elem práce není vytvo°ení uºivatelsky p°ív¥tivého softwaru apliko-
vaného v reálném prost°edí, není t°eba se zabývat n¥kterými aspekty, jako je nap°. gra�cké
uºivatelské rozhraní. Poºadavky na technologii pro vývoj programu jsou rozebrány v násle-
dujících bodech:

• Aplikovatelnost na r·zné typy instancí - práce má za cíl najít algoritmus, který
umoºní °e²it r·zné typy úloh. Proto je t°eba, aby technologie dovolovala °e²it r·zné
instance s r·znými omezeními.

• Dostate£ná rychlost °e²ení daných úloh - nejv¥t²í vliv na rychlost má samoz°ejm¥
zvolená metoda °e²ení, p°ípadn¥ nastavení parametru dané metody. Není proto nutné,
aby daná technologie vyuºívala nap°. pouze nízkoúrov¬ových jazyk· a u²et°ila tím
pom¥rnou £ást £asu na úkor doby implementace, nicmén¥ je d·leºité, aby nevyuºívala
metody, které by zp·sobovaly zna£né zpomalení p°i v¥t²ích vstupních instancích.

Z pohledu druhého bodu se jako ideální °e²ení nabízí pouºití vy²²ího programovacího
jazyka (nap°. C++, C#, Java) a naimplementování programu, který dokáºe reagovat na
v²echny moºné vstupy. Takových vstup· ov²em existuje velké mnoºství a naimplementovat
v²echny moºnosti by zabralo velké mnoºství £asu. Proto byl vybrán jiº existující framework
vytvo°ený pro uleh£ení °e²ení problému zdravotních sester (v této prácí bude dále nazýván
jako framework NRP z anglického Nurse Rostering Problem), implementovaný pomocí jazyka
C# jako projekt mající ko°eny na univerzit¥ v Nottinghamu. Auto°i poskytují pro výzkumné
ú£ely framework zdarma [9].

Pro aplikaci neuronové sít¥ bude vyuºit open-source framework, op¥t postavený na pro-
gramovacím jazyce C# - NeuronDotNet, který jiº sice není del²í dobu aktualizován (poslední
update prob¥hl 22. 8. 2008), nicmén¥ pro ú£ely této práce disponuje dostate£nou funkciona-
litou [11].

Dále bude vyuºit program Roster Booster pro analyzování rozvrh· a JNNS, který umoº-
¬uje vytvo°ení modelu neuronové sít¥ a odsimulování jejího chování [9, 18].

13
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3.2 Popis pouºité technologie

3.2.1 Framework NRP

Framework NRP dovoluje pracovat s rozvrhy, u kterých je moºné popisovat pomocí XML
souboru jejich vlastnosti. Velké mnoºství t¥chto údaj· se týká rozvrhovacího období (tu£n¥
zobrazen název tagu):

• StartDate - první den rozvrhovacího období.

• EndDate - poslední den rozvrhovacího období.

• Skills - popis moºných dovedností zam¥stnanc·.

• SkillGroups - moºnost rozd¥lení dovedností do skupin.

• Contracts - typy úvazku následn¥ p°i°azené jednotlivým zam¥stnanc·m.

• Employees - zam¥stnanci, kterým mají být rozvrhnuty sm¥ny.

• CoverRequirements - minimální, maximální a preferovaný po£et pracujících zam¥st-
nanc· b¥hem dané sm¥ny.

• CoverWeights - de�nice hodnoty, která se p°i£te k penalizaci, pokud nebude pokryta
ur£itá sm¥na.

• DayO�Requests - seznam poºadavk· zam¥stnanc· na volný den.

• DayOnRequests - seznam poºadavk· zam¥stnanc· na pracovní den.

• ShiftO�Requests - sm¥ny, kdy zam¥stnanci necht¥jí pracovat.

• ShiftOnRequests - sm¥ny, kdy zam¥stnanci cht¥jí pracovat.

• FixedAssignments - �xní p°i°azení sm¥ny nebo naopak volná sm¥na.

Mimo toho je moºné de�novat vzory sekvencí sm¥n a jejich maximální £i minimální po£et
výskyt· v rozvrhu. Tyto vzory framework dovoluje popisovat pomocí tzv. vzor· (ang. pat-
terns).

Na bázi t¥chto informací poskytuje framework (skrze API) funkci vracející penaliza£ní
hodnotu aktuálního rozvrhu, kterou vyuºíváme pro ohodnocení kvality rozvrhu. Snahou je
získat rozvrh, kterému tato funkce vrací co nejniº²í (penaliza£ní) hodnotu. Na internetu jsou
navíc k dispozici rovnou XML soubory odráºející pracovní podmínky r·zných spole£ností i se
záznamy nejlep²ích dosaºených výsledk·, coº usnad¬uje ohodnocení algoritmem dosaºeného
výsledku [9]. Vzhledem k robustnosti frameworku dochází i k n¥kterým necht¥ným vlastnos-
tem. Co se týká funkcionality, poskytuje toto °e²ení dostate£nou ²kálu moºností, nicmén¥
n¥které funkce frameworku p°edstavují pom¥rn¥ sloºité algoritmy, které si vybírají svou da¬
v podob¥ del²í doby zpracování. Jejich modi�kace ov²em není vºdy jednoduchá, v n¥kterých
p°ípadech je tém¥° nemoºná.
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Nejv¥t²í problém p°edstavuje funkce Clone(), která je sou£ástí t°ídy Roster. Jak jiº ná-
zev funkce napovídá, slouºí pro duplikaci konkrétního rozvrhu (obsahující jeho vlastnosti,
jiº rozvrºené sm¥ny atd.). Spolu s p°ekopírováním sm¥n a dal²ích parametr· volá v²ak navíc
£asov¥ náro£nou funkci recalculateAllPenalties(), která po£ítá penalizaci rozvrhu. Celkov¥
funkce Clone() pracuje, vzhledem ke vstupu po£et_zam¥stnanc· * po£et_sm¥n_za_periodu,
s lineární sloºitostí, netrvá tedy neúm¥rn¥ dlouhou dobu, ale kv·li jejímu £astému pouºívání
pat°í k nejv¥t²ím spot°ebi£·m výpo£etního výkonu. Nicmén¥ díky mnoºství pozitiv tohoto
frameworku jej lze i p°es vý²e uvedená fakta povaºovat za dob°e pouºitelný pro °e²ení pro-
blému, kterým se zabývá tato práce [9].

3.2.2 Framework NeuronDotNet

Framework NeuronDotNet bohuºel jiº nemá p°ístupné stránky projektu, proto k n¥mu není
dostupná reference (pokud n¥jaká existovala), av²ak ta díky dob°e navrºené struktu°e a ko-
mentovanému kódu v podstat¥ ani není nutná. Framework poskytuje rozhraní (mimo jiné)
pro:

• De�nování struktury neuronové sít¥ - po£et vrstev, po£et neuron· v dané vrstv¥,
p°enosová funkce neuronu apod.

• Nau£ení vytvo°ené neuronové sít¥ pomocí mnoºiny vzork· - s moºností na-
stavení rychlosti u£ení, po£tu epoch (tzn. kolikrát projde celou mnoºinu vzork·) apod.

• Pouºití nau£ené neuronové sít¥ pro odhad výstupních hodnot vzhledem
k jejím vstupním hodnotám (tj. klasi�kace rozvrhu).

Tato funkcionalita by m¥la být dostate£ná pro ú£ely této práce [11].

3.2.3 Roster Booster

Roster Booster je program vyvíjený univerzitou v Nottingamu, umoº¬ující p°edev²ím:

• na£tení rozvrhu z XML souboru;

• zobrazení daného rozvrhu;

• informování o struktu°e rozvrhu, zadaných omezení, po£tu zam¥stnanc·, atd.;

• výpo£et aktuální penalizace a zobrazení seznamu omezení i s výskyty jejich poru²ení;

• aplikování algoritmu VDS (z anglického Variable Depth Search) pro sníºení penalizace
rozvrhu [9].
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Obrázek 3.1: Okno programu JNNS zobrazující chybu v závislosti na po£tu u£ících cykl·
(Learning cycles).

3.2.4 JNNS

Aplikace JNNS (Java Neural Network Simulator), jak jiº název napovídá, je simulátorem
neuronových sítí. Umoº¬uje navrhnout si vlastní sloºení neuronové sít¥, de�novat po£et
vrstev, p°enosové funkce neuron· v jednotlivých vrstvách atd. [18].

Po p°edloºení souboru s testovacími daty (vyºaduje speciální strukturu souboru) lze
pomocí tohoto programu nap°íklad zji²´ovat chybovost neuronové sít¥ v závislosti na délce
její u£ící fáze (viz 3.1).



Kapitola 4

�e²ení

4.1 Výchozí algoritmus

4.1.1 Princip algoritmu

Jak jiº bylo °e£eno, pro inspiraci byl pouºit algoritmus popsaný v £lánku [6]. Jedná se v pod-
stat¥ o algoritmus tabu vyhledávání, který místo °ízení konkrétních krok· pouze vybírá, jakou
nízkoúrov¬ovou heuristiku pouºije v aktuálním stavu. Výb¥r probíhá na základ¥ p°edchozí
úsp¥²nosti heuristiky a stavu tabu seznamu.

Na za£átku je kaºdá nízkoúrov¬ová heuristika (pozn.: dále budou nízkoúrov¬ové heuris-
tiky nazývány pro zkrácení pouze heuristikami) ohodnocena nulou. Po aplikování konkrétní
heuristiky se její ohodnocení (prom¥nná rank) bu¤ sníºí, nebo zvý²í, vºdy se ov²em pohy-
buje v intervalu [rnmin, rnmax], kde rnmin = 0 a rnmax = m, kde m zna£í po£et heuristik
°ízených práv¥ algoritmem tabu vyhledávání. Ohodnocení se zvý²í o α, pokud po aplikaci
dané heuristiky vrátí evalua£ní funkce u nov¥ vzniklého rozvrhu niº²í £íslo neº u rozvrhu ze
stavu p°ed aplikací této heuristiky, v opa£ném p°ípad¥ dojde k ode£tení hodnoty α. Vzhledem
k výsledk·m ze £lánku [4] je vhodné pouºít nastavení α=1.

Tabu seznam na po£átku neobsahuje ºádné záznamy. Pokud aplikací vybrané heuristiky
nedojde ke sníºení hodnoty evalua£ní funkce u daného rozvrhu, vloºí se vybraná heuristika
do tabu seznamu (fronty) a v p°ípad¥, ºe je p°ekro£ena maximální povolená velikost fronty,
nejstar²í prvek se z ní odstraní. Vzhledem k po£tu pouºitých heuristik vychází nejlépe na-
stavení limitu velikosti fronty na hodnotu 4 [4]. Jestliºe se evalua£ní hodnota nejen nesníºí,
ale naopak zvý²í, dojde (p°ed vloºením dané heuristiky do tabu seznamu) k vymazání v²ech
záznam· z tabu seznamu. Není totiº d·vod omezovat spu²t¥ní heuristik v p°ípad¥, ºe do²lo
ke zm¥n¥ rozvrhu s negativním výsledkem [6].

V kaºdé iteraci metoda tabu vyhledávání zvolí ke spu²t¥ní heuristiku, která není obsa-
ºena v tabu seznamu a má nejvy²²í rank. Po vykonání heuristiky se upraví její ohodnocení
dle dosaºeného úsp¥chu, p°ípadn¥ se zm¥ní tabu seznam dle postupu popsaného v p°edcho-
zích dvou odstavcích. Celý algoritmus kon£í, pokud dojde ke spln¥ní ukon£ovací podmínky.
Ukon£ovací podmínkou je zvoleno dosaºení 8000 cykl·. Na výstup se na£te nejlep²í dosaºené
°e²ení (°e²ení s nejniº²í penalizací) [6]. Celý proces popisuje diagram 4.1.
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Vyber nejlépe ohodnocenou heuristiku, která není v tabu listu,  

a jednou ji aplikuj

Zvyš ohodnocení 
(rank) Sniž ohodnocení Sniž ohodnocení

v případě zlepšení
objektivní funkce

v případě stagnace
objektivní funkce

v případě zhoršení
objektivní funkce

Vymaž tabu list

Vlož nejlépe ohodnocenou heuristiku do 
tabu listu na 1. místo, poslední z tabu listu 

smaž

Zkontroluj ukončovací 
podmínky

Zastav a na výstup dej nejlepší rešení

Obrázek 4.1: Framework hyper-heuristiky °ízené tabu vyhledáváním

4.1.2 Popis problému a jeho °e²ení.

I p°esto, ºe se v £lánku [6] mluví o pokroku v oblasti aplikovatelnosti algoritmu na instance
s r·znými parametry, navrhované °e²ení je pom¥rn¥ úzce spojeno s konkrétním problémem
- rozvrhováním sm¥n sester v jedné z nemocnic ve Velké Británii. V této nemocnici nastává
problém s rozvrhováním sm¥n jednotlivých odd¥lení aº s 30 sestrami. Zdravotní sestry mohou
mít týden, b¥hem kterého pracují bu¤ na no£ních, nebo denních sm¥nách (není moºné, aby
v jednom týdnu m¥ly jak no£ní, tak denní sm¥ny). Denní sm¥ny se dále rozd¥lují na dopolední
a odpolední. Zdravotní sestry navíc mohou pracovat na polovi£ní, nebo plný úvazek. Z t¥chto
speci�kací a dal²ích omezení jsou vygenerovány realizovatelné vzory sm¥n (o délce jednoho
týdne) pro denní i no£ní typ sm¥n v celkovém mnoºství 411 vzor·. Cílem výsledného °e²ení
je minimalizovat penaliza£ní funkci:

n∑
i=1

s∑
j=1

pijxij (4.1)

p°i zachování (tvrdých) podmínek:
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∑
j∈F (i)

xij = 1 (4.2)

s∑
j=1

n∑
i=1

birajkxij ≥ Skr, ∀k, r (4.3)

V t¥chto vzorcích parametry zna£í:

• n - po£et zdravotních sester;

• s - po£et moºných vzor· sm¥n;

• pij - penaliza£ní hodnota zdravotní sestry i pracující dle vzoru sm¥n j ;

• xij - rozhodovací prom¥nná, která má hodnotu 1 za p°edpokladu, ºe zdravotní sestra
i pracuje dle vzoru sm¥n j, a hodnotu 0 v ostatních p°ípadech;

• bir - nabývá hodnoty 1, jestliºe sestra i dosahuje úrovn¥ r nebo vy²²í, jinak 0;

• ajk - pokud vzor sm¥n j pokrývá sm¥nu k, nabývá hodnoty 1, jinak 0;

• Skr - poºadavek na po£et sester s úrovní r nebo vy²²í p°i°azených ke sm¥n¥ k ;

• F(i) - mnoºina moºných vzor· sm¥n pro zdravotní sestru i.

Vzorec 4.2. popisuje omezení, kdy kaºdá sestra pracuje pouze dle jednoho vzoru sm¥n,
vzorec 4.3. ve zkratce znamená, ºe musí být spln¥ny minimální poºadavky na obsazení sm¥ny
(po£et sester dané úrovn¥ £i vy²²í).

Mimo to je brán ohled na n¥kolik desítek m¥kkých omezení. Úsp¥²nost té které heuris-
tiky ov²em algoritmus neposuzuje pouze pomocí sou£tu vah poru²ených m¥kkých omezení.
Evalua£ní funkce vyuºívá také hodnoty InFeas de�nované:

InFeas =
g∑
r=1

(ρ×Balr + 1)
14∑
k=1

max((Skr −
s∑
j=1

n∑
i=1

birajkxij), 0), (4.4)

kde Balr je 2, pokud oba typy sm¥n (denní i no£ní) jsou nevyváºené p°i poºadované
úrovni r, 1 - v p°ípad¥ nevyváºenosti bu¤ no£ního, nebo denního typu sm¥n, jinak 0. Nevy-
váºeností se p°itom myslí stav, kdy celkový po£et p°i°azených sm¥n sest°e dané úrovn¥ (nebo
vy²²í) za sledovaný úsek (týden) je niº²í neº poºadovaný. Ve vzorci také �guruje parametr ρ,
pomocí kterého lze nastavit vliv vybalancování rozvrhu na jeho ohodnocení. Jeho hodnota
byla dle £lánku [8] nastavena na ρ = 5. InFeas je pouºitý v evalua£ní (objektivní) funkci
de�nované:

E = PCe + CdemandInFeas, (4.5)

p°i£emº PCe ozna£uje penalizaci zam¥stnanc· a koe�cient Cdemand nabývá hodnoty 5,
pokud q = 0 (viz. vzorec 4.6). Jestliºe je ale q > 0, poté Cdemand = γ × q.

q =
g∑
r=1

14∑
k=1

max((Skr −
s∑
j=1

n∑
i=1

birajkxij), 0) (4.6)
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4.1.3 Pouºíté nízko-úrov¬ové heuristiky

Pouºité heuristiky pracují p°eváºn¥ na principu vyváºenosti rozvrhu, která jiº byla v této
práci vysv¥tlena. První heuristika (H1 ) umoº¬uje uniknutí z lokálního extrému, jelikoº fun-
guje na bázi náhodnosti a výb¥r sousedního °e²ení je redukován pouze omezeným výb¥rem
vzor· sm¥n. H2-H5 fungují podobn¥ jako H1 s ohledem na nezhor²ování bu¤ jedné, nebo
obou z klí£ových hodnot - InFeas a penalizace zam¥stnanc·. H6-H7 mají za úkol vy°e²it pro-
blémový stav, kdy dochází k nedostate£nému pokrytí no£ních, nebo denních sm¥n (£i obou
naráz). Heuristiky H8-H9 pracují na principu p°esunutí vzoru sm¥n jiné sest°e. Dohromady
je pro °e²ení problému pouºito tedy 9 heuristik:

• H1: Zm¥¬ vzor sm¥n náhodn¥ vybrané sestry.

• H2: Stejná jako H1, ale akcepta£ní kriterium je �první zlep²ující InFeas�.

• H3: Stejná jako H1, ale akcepta£ní kriterium je �první zlep²ující InFeas a nezhor²ující
hodnotu penalizace zam¥stnanc·�.

• H4: Stejná jako H1, ale akcepta£ní kriterium je �první zlep²ující hodnotu penalizace
zam¥stnanc·�.

• H5: Stejná jako H1, ale akcepta£ní kriterium je �první zlep²ující hodnotu penalizace
zam¥stnanc· a nezhor²ující InFeas�.

• H6: Zm¥na typu vzoru sm¥n náhodn¥ vybrané sestry v p°ípad¥ nevybalancovanosti
rozvrhu.

• H7: Stejná jako H6, ale pouze v p°ípad¥, ºe n¥který z typ· sm¥n není vybalancovaný.
Pokud jsou oba typy nevybalancované, prohodí se sm¥ny mezi sestrami, které mají
v daný den rozdílné typy sm¥n.

• H8: Nalezení prvního p°esunu takového, kdy zm¥níme vzor sm¥n n¥které sestry a p·-
vodní vzor p°i°adíme sest°e jiné.

• H9: Stejná jako H8, nesmí ov²em dojít ke zhor²ení InFeas.

4.1.4 P°izp·sobení testovacím dat·m

�lánek [6] sice na experimentech poukazuje na fakt, ºe i p°i zm¥n¥ n¥kterých podmínek
(redukce po£tu úrovní sester na 1, náhodném vygenerování penalizací za poru²ení m¥kkých
podmínek, zavedení záporné penalizace p°i poru²ení omezení) vykazuje algoritmus dobré vý-
sledky na testované instanci, nicmén¥ jen s obtíºemi si lze p°edstavit, ºe by totoºný zp·sob
byl aplikovatelný na mnoºinu testovacích dat uvoln¥nou v¥deckou skupinou z Nottingham-
ské univerzity [9]. Pro experimentování proto byl pouºit p·vodní algoritmus p°izp·sobený
vstupním testovacím dat·m.

Jak jiº bylo °e£eno, algoritmus hojn¥ vyuºívá k vy°e²ení úlohy hodnotu velikosti vyba-
lancování sm¥n jak v evalua£ní funkci, tak i skrze prom¥nou InFeas v heuristikách. Je t°eba
si uv¥domit, z jakého d·vodu se algoritmus °ídí vybalancováním sm¥n. Evalua£ní funkce
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p·vodního algoritmu je p°izp·sobena tomu, ºe danou sm¥nu bezpodmíne£n¥ musí odpra-
covat poºadovaný po£et zdravotních sester, coº znamená, ºe se jedná o tvrdou podmínku
(v tomto p°ípad¥ bez p°ímého ur£ení, o kolik se zvý²í hodnota penalizace p°i jejím poru²ení
- poru²ením se stává rozvrh automaticky neakceptovatelným). P°i °e²ení problému algorit-
mus pot°ebuje n¥jakým zp·sobem vyhodnotit, zdali do²lo ke zlep²ení rozvrhu, £i nikoliv,
a p°i daném zp·sobu °e²ení je t°eba v evalua£ní funkci po£ítat práv¥ i s poru²ením tohoto
tvrdého omezení. Evalua£ní funkce se proto skládá z hodnoty sou£tu penalizací vzniklých
poru²ením m¥kkých omezení (penalizace zam¥stnanc·) a z hodnoty vypo£tené jako sou£et
velikosti nepokrytí sm¥n pot°ebnými zam¥stnanci (poru²ení tvrdého omezení) vynásobené
ur£itým koe�cientem. Odpov¥dí na tento poºadavek se stala evalua£ní funkce dle vzorce 4.5.

Spolu s cílovými testovacími vstupními daty (z kolekce Nottinghamské univerzity) ov²em
algoritmus získá i mnoºinu informací, mezi nimiº je i velikost penalizace v p°ípad¥, ºe se
nedodrºí poºadovaný po£et pracujících lidí v daný £as (nemusí být tvrdou podmínkou).
Proto není vhodné ur£ovat evalua£ní hodnotu zp·sobem uvedeným v £lánku, ale vyuºít jiº
zmi¬ovaných informací. Ze stejného d·vodu bude v heuristikách podmínka na nezhor²ení
hodnoty InFeas nahrazena výpo£tem penalizace za pokrytí rozvrhu.

P·vodní algoritmus dále po£ítá s tím, ºe daná zdravotní sestra pracuje celý týden bu¤
na denní, nebo no£ní sm¥ny. Jak ale ukazuje obrázek 4.2, mezi omezující podmínky cílo-
vých testovacích vstupních dat rozhodn¥ tento poºadavek nemusí pat°it (pozn.: zkratka TD
signalizuje denní sm¥nu, naopak TN no£ní):

Obrázek 4.2: P°íklad vygenerovaného rozvrhu s optimálním rozvrºením sm¥n.

Z tohoto d·vodu jsou heuristiky H6 a H7 pro cílová vstupní testovací data bezp°edm¥tné.
Pro p°ehlednost následuje seznam upravených heuristik pouºitých pro °e²ení problému roz-
vrhování sm¥n zdravotních sester. V seznamu se vyskytuje zkratka CP (z anglického Cover
Penalty), která ozna£uje penalizaci zp·sobenou nedodrºováním preferovaného po£tu pracu-
jících zdravotních sester v daném £asovém úseku:
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• H1a: Zm¥¬ vzor sm¥n náhodn¥ vybrané sestry.

• H2a: Stejná jako H1a, ale akcepta£ní kriterium je �první zlep²ující CP �.

• H3a: Stejná jako H1a, ale akcepta£ní kriterium je �první zlep²ující CP a nezhor²ující
hodnotu penalizace zam¥stnanc·�.

• H4a: Stejná jako H1a, ale akcepta£ní kriterium je �první zlep²ující hodnotu penalizace
zam¥stnanc·�.

• H5a: Stejná jako H1a, ale akcepta£ní kriterium je �první zlep²ující hodnotu penalizace
zam¥stnanc· a nezhor²ující CP �.

• H6a: Nalezení prvního p°esunu takového, kdy zm¥níme vzor sm¥n dané sestry a p·-
vodní vzor p°i°adíme sest°e jiné.

• H7a: Stejná jako H6a, nesmí ov²em dojít ke zhor²ení CP.

I p°es tyto úpravy si algoritmus uchovává hlavní ideu p·vodního algoritmu:

• Pouºití vzor· sm¥n - heuristiky nem¥ní jednotlivé sm¥ny, ale p°i°azují sestrám celé
vzory sm¥n ur£ité délky. Délka z·stane na hodnot¥ sedm dní. V p°ípad¥, ºe algoritmus
bude rozvrhovat £asové rozp¥tí více neº sedm dní, dojde k rozd¥lení rozvrhu práv¥
dle t¥chto £asových blok·. Kv·li obrovskému po£tu potenciálních kombinací není ani
moºné generovat del²í vzory. Vzhledem k tomu, ºe heuristika musí být co nejobec-
n¥j²í, vygenerují se vºdy v²echny moºné kombinace, nehled¥ na to, jestli vzor nebude
obsahovat ºádnou sm¥nu, £i naopak kaºdý den bude dnem pracovním.

• Kombinace heuristik zam¥°ených na sniºování penalizace zam¥stnanc· a CP
- £lánek [12], ze kterého z £ásti vychází p·vodní algoritmus, poukazuje na tento jev jako
na zp·sob, který umoº¬uje dosáhnout dobrých výsledk· algoritmu. Zm¥nou heuristik
ov²em nezp·sobujeme zánik tohoto p°ípadného bene�tu.

4.2 Modi�kovaný algoritmus

4.2.1 Problémy p·vodního algoritmu

Modi�kovaný algoritmus by m¥l vzniknout jako reakce na nedostatky p·vodního algoritmu,
který n¥kterými prvky sniºuje svoji efektivitu p°i °e²ení problému rozvrhování sm¥n zdravot-
ních sester za p°edpokladu rozdílných vstupních parametr·. Za nejv¥t²í problém lze ozna£it
kombinace fakt·:

• zdravotní sestra má daný týden p°i°azeny bu¤ jen no£ní, nebo jen denní sm¥ny;

• týdenní rozvrºení sm¥n sestry se m·ºe m¥nit pouze v závislosti na mnoºin¥ uskute£ni-
telných vzor· sm¥n.
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Tyto problémy byly vy°e²eny (jak popisuje £ást 4.1.4) za prvé zru²ením rozd¥lení na
denní a no£ní sm¥ny a za druhé ur£ováním pouºitelných vzor· sm¥n pouze na bázi délky
vzoru sm¥n a po£tu typ· sm¥n v rozvrhu. Tím byl p·vodní algoritmus z£ásti zbaven �xací
na jeden konkrétní typ problému. Na druhé stran¥ se razantn¥ zv¥t²il stavový prostor °e²ení
a tím i doba pot°ebná pro jeho procházení.

Dal²ím speci�ckým parametrem, který algoritmu umoº¬oval na p·vodních testovacích
vstupních datech dosahovat skv¥lých výsledk·, je pom¥rn¥ omezená délka rozvrhovacího
období (1 týden). Mnoºina testovacích dat (z Nottinghamské univerzity) ov²em po£ítá p°e-
váºn¥ s rozvrhovacím obdobím alespo¬ 14 dní. Jako nejjednodu²²í °e²ení se nabízí moºnost
rozd¥lit del²í období do n¥kolika men²ích. S tímto °e²ením ov²em p°ichází dal²í problém.
Heuristiky z p·vodního algoritmu neumoº¬ují m¥nit rozvrh sm¥n ve více týdnech najed-
nou (vzhledem k omezené délce rozvrhu, který °e²ily, ani tuto funkcionalitu nepot°ebovaly
mít). Existují ov²em situace, kdy pro zlep²ení kvality rozvrhu je zapot°ebí zm¥nit p°i°azené
sm¥ny r·zn¥ po celé délce rozvrhovacího období, jelikoº p°i zm¥n¥ pouze jednoho vzoru sm¥n
m·ºe dojít ke zvý²ení penalizace. Tím ov²em dojde k zamítnutí tohoto kroku i p°esto, ºe
p°i dal²ím spu²t¥ní n¥které z heuristik by mohl znamenat zlep²ení kvality rozvrhu. �áste£n¥
toto omezení °e²í heuristiky, které provád¥jí zm¥ny nehled¥ na penalizaci za pokrytí nebo
penalizaci zam¥stnanc· (p°íp. obojí), nicmén¥ vzhledem k velkému mnoºství zm¥n, prove-
ditelných z kaºdého stavu pro získání stavu jiného, je pravd¥podobnost provedení pozitivní
zm¥ny pom¥rn¥ malá.

4.2.2 Návrh modi�kovaného algoritmu

4.2.2.1 Principy algoritmu

P·vodní algoritmus mimo jeho pom¥rn¥ rozsáhlých nedostatk· pro v²eobecné pouºití po-
skytuje i n¥které klí£ové bene�ty, které je vhodné zachovat u modi�kovaného algoritmu.
Hyper-heuristiky jsou, díky umoºn¥ní integrace více r·zných heuristik, kdy kaºdá má jiné
nedostatky a jiná pozitiva, rozhodn¥ vhodné pro aplikaci na problémy s r·znými vstupními
parametry. Ani pouºití metody tabu vyhledávání pro °ízení heuristik se nezdá být p°ekáº-
kou pro dosaºení cíle této práce. Jako evalua£ní funkce bude (stejn¥ jako u upraveného
p·vodního algoritmu) vyuºita celková penalizace (pokrytí a zam¥stnanc·) daného rozvrhu.
Hlavním rozdílem je tedy pouºití jiných heuristik.

4.2.3 Pouºité (nízkoúrov¬ové) heuristiky

Pro dosaºení obecnosti problému je pot°eba, aby i dané heuristiky byly pokud moºno co nej-
obecn¥j²í a co moºná nejmén¥ se opíraly o metadata popisující konkrétní instanci. To ov²em
neznamená, ºe není ú£elné zvolit taková omezení, která jsou typická pro v¥t²inu vstupních
instancí.

Heuristiky p·vodního algoritmu po£ítají s tím, ºe m·ºe docházet ke zvy²ování a sniºování
po£tu p°i°azených sm¥n, coº se zajisté hodí nap°. jako prost°edek pro uniknutí z lokálního
extrému. Zm¥na sm¥n pouze u jednoho zam¥stnance (jejímº základem je hned n¥kolik heu-
ristik z p·vodního algoritmu) ale znamená obvykle i zm¥nu pokrytí sm¥n, tedy ºe v p°ípad¥
zm¥ny libovolného vzoru sm¥n u rozvrhu s nulovou penalizací za pokrytí se tato penalizace
v¥t²inou zvý²í. Proto v p·vodním algoritmu docházelo ke st°ídání heuristik, kdy n¥které se
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zabývaly p°edev²ím sniºováním penalizace zam¥stnanc·, a jiné naopak penalizací za pokrytí
(penalizace se neustále m¥nily). Poºadovaný po£et zam¥stnanc· p°i°azený k dané sm¥n¥
ale pat°í zpravidla mezi nejsiln¥j²í omezení, proto navrºený modi�kovaný algoritmus nebere
v potaz situace, kdy by nebylo toto omezení spln¥no. Z toho vyplývá, ºe jiº od za£átku musí
mít k dispozici rozvrºení sm¥n spl¬ující podmínku pokrytí (bez ohledu na kvali�kaci jed-
notlivých zam¥stnanc·). Dále je vhodné, aby jiº p°i inicializaci byla brána v potaz v praxi
velmi £astá podmínka, ºe bu¤ bude mít zam¥stnanec oba dny o víkendu volné, £i naopak oba
pracovní. Pro ú£ely srovnávání pot°ebujeme, aby v²echny algoritmy vycházely ze stejného
inicializa£ního rozvrhu, proto bude generován pseudonáhodn¥. Pro de�novanou pseudoná-
hodnost lze s výhodou vyuºít funkci rand(int seed) standardn¥ poskytnutou jazykem C#
a nastavit jí výchozí bod pomocí hodnoty seed.

Ideáln¥ by se tedy suma p°i°azených sm¥n nem¥la m¥nit, coº spl¬uje operace zám¥na
sm¥n (swap), která, jak jiº název napovídá, sm¥ny jednoho zam¥stnance p°i°adí druhému
zam¥stnanci a zárove¬ p·vodní sm¥ny druhého zam¥stnance p°i°adí zam¥stnanci prvnímu.
Výhodou je velice jednoduchá implementace a pom¥rná nezávislost na paremetrech rozvrhu,
které °e²í, na druhé stran¥ není moºné pomocí ní projít celý stavový prostor °e²ení. I p°es
zna£né výhody nesta£í pouze její primitivní implementace pro efektivní °e²ení problému
rozvrhování sm¥n zam¥stnanc·m, lze ji ov²em ozna£it za základní kámen pro navrhovanou
mnoºinu heuristik modi�kovaného algoritmu.

Výhodou a zárove¬ nevýhodou (upraveného) p·vodního algoritmu je pouºití vzor· sm¥n.
Moºností zm¥nit více sm¥n najednou se zv¥t²í mnoºina sousedních °e²ení, £ímº se zvý²í prav-
d¥podobnost úniku z lokálního extrému, nicmén¥ jako neºádoucí se jeví statické stanovení
délky vzoru, stejn¥ tak jako �xní ur£ení, ºe první den ze vzoru sm¥n p°ipadá na první den
daného týdne. Heuristiky modi�kovaného algoritmu tedy budou pracovat s bloky prom¥nné
délky (blokem se rozumí sekvence po sob¥ jdoucích dní, b¥hem nichº m·ºe, ale nemusí být
p°i°azena n¥jaká sm¥na danému zam¥stnanci). Výsledná mnoºina heuristik zahrnuje £ty°i,
respektive p¥t následujících heuristik:

• mH1 - vrátí rozvrh s nejniº²í penalizací získaný zám¥nou blok· sm¥n dvou zam¥st-
nanc·.

• mH2 - vrátí rozvrh s nejniº²í penalizací získaný sekvencí (délka sekvence = 2) zám¥n
blok· sm¥n dvou zam¥stnanc· - prohledávání omezeného po£tu dní.

• mH3 - vrátí rozvrh s nejniº²í penalizací získaný sekvencí (délka sekvence = 2) zám¥n
blok· sm¥n dvou zam¥stnanc· - prohledávání sm¥n omezeného po£tu zam¥stnanc·.

• mH4 - provede £áste£ný restart rozvrhu.

• mH5 - vrátí rozvrh s nejniº²í penalizací dosaºenou b¥hem provád¥ní algoritmu.

Poslední z heuristik vzhledem k její triviálnosti nepat°í mezi klasické heuristiky.

4.2.3.1 Nízkoúrov¬ová heuristika mH1

Heuristika mH1 probíhá deterministicky. Otestují se v²echny moºné zám¥ny blok· sm¥n
mezi dv¥ma zam¥stnanci. Zám¥na, která se ukáºe jako nejlep²í z hlediska výsledné penalizace
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Obrázek 4.3: Princip heuristiky mH1.

sm¥ny, se provede. V p°ípad¥, ºe neexistuje zám¥na, která by znamenala zlep²ení penalizace,
ºádná zm¥na se v rozvrhu neprovede. Maximální velikost bloku je vzhledem k práci [31]
nastavena na hodnotu 5. Princip fungování této metody nasti¬uje obr. 4.3.

4.2.3.2 Nízkoúrov¬ová heuristika mH2

Samotná heuristika mH1 nedokáºe °e²it p°ípady, kdy je zapot°ebí provést více zám¥n sou-
£asn¥, a vzhledem k tomu, ºe nevrací rozvrh s hor²í penalizací, neº jaký dostane ke zpraco-
vání, do²lo by velice jednodu²e k lokálnímu uváznutí. �áste£ným °e²ením je heuristika mH2.
Ta provede dv¥ zám¥ny najednou a teprve poté otestuje, zda do²lo ke sníºení penalizace
rozvrhu.
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Obrázek 4.4: Princip heuristiky mH2.

Na za£átku heuristiky se náhodn¥ vyberou dva dny. Poté se provedou v²echny moºné zá-
m¥ny sm¥n zam¥stnanc· v bloku dní za£ínajícím prvním vybraným dnem. Po kaºdé zám¥n¥
sm¥n v prvním náhodn¥ vybraném bloku se provedou v²echny moºné zám¥ny ve druhém
bloku, za£ínajícím v druhém náhodn¥ vybraném dnu. Pro názornost je zde uveden obr. 4.4
(který ilustruje zám¥ny sm¥n pouze jednotlivých dní). U v²ech kombinací se otestuje pena-
lizace takto vzniklého rozvrhu. Zm¥ny, které znamenají nejvýrazn¥j²í sníºení penalizace, se
provedou. V p°ípad¥, ºe není nalezeno lep²í °e²ení, ºádné zm¥ny provedeny nejsou. V p°ípad¥
aplikace na rozvrh s velkým po£tem zam¥stnanc· by mohlo dojít k neúm¥rnému zvý²ení po-
t°ebného £asu pro dokon£ení heuristiky mH2, proto v n¥kterých p°ípadech dochází k omezení
po£tu zam¥stnanc·, u kterých jsou zám¥ny provedeny.

4.2.3.3 Nízkoúrov¬ová heuristika mH3

Heuristika mH3 je podobná p°ede²lé heuristice mH2, nevybírá ale pouze dva dny, nýbrº dn·
více. Tím by se ov²em neúm¥rn¥ zvý²ila její sloºitost, proto vybere pouze dva zam¥stnance,
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kte°í nejvíce p°ispívají k penalizaci, a zám¥ny sm¥n se provád¥jí pouze mezi nimy. Popsat
slovn¥ detaily algoritmu by bylo sloºité, p°esný postup algoritmu vysv¥tluje pseudokód 1.
Stejn¥ jako v p°ede²lých p°ípadech se provedou z hlediska penalizace nejúsp¥²n¥j²í kroky.
V p°ípad¥ neúsp¥chu hledání lep²ího rozvrhu vrátí heuristika rozvrh beze zm¥ny.

Pseudokód 1 Pseudokód heuristiky mH3
1: procedure aplikuj_heuristiku_mH3(rozvrh)
2: nejlepsi_rozvrh← rozvrh
3: Najdi zam¥stance s nejvy²²í penalizací (z1) a druhou nejvy²²í penalizací (z2).
4: Vyber dny, kterých se budou zám¥ny týkat.
5: Vyber zam¥stnance, kterých se budou zám¥ny týkat.
6: loop
7: Prov¥¤ v²echny moºné zám¥ny (vzhledem k omezení dn· a zam¥stnanc·) zam¥st-

nance z1 s ostatními zam¥stnanci v rozvrhu rozvrh, po kaºdé zám¥n¥ vra´ rozvrh do
p·vodního stavu.

8: loop
9: Po kaºdé zám¥n¥ (z p°edchozího bodu) otestuj v²echny moºné zám¥ny (vzhle-

dem k omezení dn· a zam¥stnanc·) zam¥stnance z2 a:
10: if (penalizace(rozvrh_po_zamenach) < (penalizace(nejlepsi_rozvrh)

then
11: nejlepsi_rozvrh← rozvrh_po_zamenach
12: end if
13: end loop
14: end loop
15: return nejlepsi_rozvrh
16: end procedure

K výb¥ru pouze n¥kterých dní a zam¥stnanc· dochází z d·vodu sníºení výpo£etní ná-
ro£nosti heuristiky.

4.2.3.4 Nízkoúrov¬ová heuristika mH4

V p°ípad¥, ºe na rozvrh aplikujeme n¥jakou z heuristik mH1-mH3, m·ºe se penalizace roz-
vrhu pouze sníºit, nebo z·stat stejná (jestliºe z·stane stejná, nedojde ani ke zm¥n¥ rozvrhu).
Proto, pokud z daného stavu není moºné libovolnou sekvencí dvou zám¥n získat lep²í °e²ení,
nelze jiº dále dosáhnout lep²ího výsledku. �e²ením této situace je zavedení £áste£ného re-
startu rozvrhu. Heuristika mH4 tedy odhadne, které sm¥ny (my²leno p°i°azení sm¥n zam¥st-
nanci) zp·sobují procentuáln¥ nejvy²²í penalizaci. Zji²t¥ní problémových sm¥n ov²em není
p°ímo£aré. Ozna£ení sm¥ny za nevhodnou proto probíhá tak, ºe se daná sm¥na zru²í a p°e-
po£ítá se penalizace zam¥stnanc·. Dle velikosti sníºení této penalizace se vyberou sm¥ny,
které bude moºné odstranit. Po jejich odstran¥ní se provede p°esunutí n¥kterých sm¥n, na-
£eº následuje proces dopln¥ní chyb¥jících sm¥n.
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4.2.3.5 Nízkoúrov¬ová heuristika mH5

Po aplikaci kaºdé vybrané heuristiky se zjistí penalizace nov¥ vzniklého rozvrhu a v p°ípad¥,
ºe se jedná z tohoto hlediska o rozvrh nejlep²í, uloºí se do pam¥ti. Heuristika mH5 pouze
vrátí rozvrh ozna£ený jako nejlep²í aktuáln¥ dosaºený. Práv¥ proto ji nelze ozna£it za klasic-
kou heuristiku. D·vodem pouºívání této heuristiky je snaha o zlep²ení penalizace nejlep²ího
rozvrhu.

4.2.4 �ízení heuristik

Heuristiky mH2-mH3 jsou pln¥ °ízeny metodou tabu vyhledávání. Heuristika mH1 je oproti
mH2-mH3 pln¥ deterministická, proto nemá smysl ji aplikovat vícekrát na stejný stav. Z to-
hoto d·vodu se v p°ípad¥ opakovaného vybrání (b¥hem stejného stavu) metodou tabu vy-
hledávání automaticky ozna£í jako neúsp¥²ná, a nedojde tedy k její op¥tovné aplikaci.

Jak jiº bylo n¥kolikrát zmín¥no, heuristiku mH4 pouºívá algoritmus ve chvílích, kdy
je pot°eba uniknout z lokálního uváznutí, v ostatních p°ípadech ov²em m·ºe její spu²t¥ní
zp·sobit problémy. Stejným zp·sobem (jako u mH1 ) dojde k eliminaci spu²t¥ní heuristiky
mH4 v p°ípad¥, ºe nedo²lo ke dlouhodob¥j²í stagnaci penalizace. Heuristika mH4 totiº slouºí
výhradn¥ jako prost°edek pro uniknutí z lokálního extrému, v ostatních p°ípadech ji nemá
smysl pouºívat. Poslední heuristika mH5 není °ízena metodou tabu vyhledávání, pouze je
staticky de�nován okamºik, za jakých podmínek dojde k jejímu vyuºití.

4.3 Neuronová sí´

Metoda tabu vyhledávání pouºitá v této práci vybírá heuristiky ke spu²t¥ní pouze dle úsp¥-
chu daných heuristik v pom¥rn¥ krátkém období. Pro del²í období by bylo vhodné vyuºít
technologii, která umoº¬uje °ídit kroky algoritmu na bázi dlouhodob¥j²ích p°edchozích zku-
²eností. Z moºných alternativ mající tuto vlastnost byla zvolena neuronová sí´ (viz sekce
2.5).

4.3.1 Princip

Neuronová sí´ pat°í mezi univerzální výpo£etní modely inspirované biologickým nervovým
systémem. �asto se pouºívá pro °e²ení problém·, kdy nepot°ebujeme nutn¥ znát p°esný
výsledek, protoºe její typická úsp¥²nost (p°i dobrém nau£ení neuronové sít¥) je okolo 95%
[16].

Obrázek 4.5: Model neuronu (S(x) zna£í p°enosovou funkci).
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Neuronová sí´ se skládá alespo¬ z jednoho neuronu (viz obr. 4.5) [20]. V p°ípad¥ této
minimální struktury se nazývá perceptronem. Kaºdý neuron má n vstup· (x1 . . . xn), které
jsou ohodnoceny vahami (w1 . . . wn), a práh θ .Vnit°ní potenciál neuronu se ur£uje:

ξ =
n∑
i=1

wixi + θ (4.7)

Výstupní hodnota neuronu se vypo£ítá na základ¥ hodnot θ, ξ a pouºité p°enosové funkce.
V na²em p°ípad¥ se pouºije pro neuronovou sí´ £asto aplikovaná funkce sigmoidální.

Tím pádem lze výstupní funkci neuronu (v p°ípad¥ sigmoidy) zapsat jako

y =
1

1 + e−ξ
(4.8)

Vzhledem ke zvolené p°enosové funkci a p°edpokládanému rozsahu vstupu neuronové sít¥
(viz sekce 4.3.2.1) je zachována prahová hodnota θ = 0, jelikoº v daném rozsahu vstupních
hodnot poskytuje sigmoida rozumnou a p°edev²ím stabilní strmost výstupní funkce, a tak
není nutné tento rozsah m¥nit. Neuronová sí´ samoz°ejm¥ obvykle neobsahuje pouze jeden
neuron. Jedno z jejich moºných zapojení zobrazuje obrázek 4.6.

Obrázek 4.6: Struktura neuronové sít¥ o jedné vstupní, skryté a výstupní vrstv¥ (generován
v programu JNNS).

Zobrazená sí´ obsahuje pouze jednu skrytou vrstvu, nicmén¥ skrytých vrstev m·ºe být
neomezen¥. S v¥t²ím po£tem skrytých vrstev lze zp°esnit d¥lení prostoru a tím i výsledky
poskytnuté neuronovou sítí na základ¥ ur£itého vstupu, na druhé stran¥ se taková sí´ déle
u£í i klasi�kuje. Pro ú£ely této práce posta£í neuronová sí´ s jednou skrytou vrstvou. Uzly
(z obrázku 4.6) ozna£ené jako N1-1, N1-2 a N1-3 zna£í neurony vstupní vrstvy, N2-1, N2-2
a N2-3 neurony vrstvy skryté a poslední neuron (N3-1) pat°í do vrstvy výstupní. Hodnoty
na spojnicích mezi uzly jsou vstupní váhy neuronu.

Architekturou pat°í neuronová sí´ z obrázku 4.6 mezi vrstevnaté sít¥. Vstupní vrstva
spl¬uje mimo jiné funkci p°eposílání vstupního signálu na neurony dal²í vrstvy. Skrytá a poté
i výstupní vrstva pat°í mezi �inteligentní £ásti� sít¥, kde se výstup jednotlivých neuron·
vypo£ítává dle jiº uvedeného vzorce 4.8. Výstupní vrstva oproti skryté jiº nemá propojený
výstup s dal²ími neurony. [7, 17]
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Pro nau£ení neuronové sít¥ se v tomto p°ípad¥ pouºívá algoritmus zp¥tné propagace (an-
glicky Backpropagation) s dynamicky se vyvíjecím koe�cientem rychlosti u£ení (s pr·m¥rnou
hodnotou 1,75). Rychlost u£ení udává, jak rychle se b¥hem u£ení m¥ní vstupní váhy neuron·.
P°i vysoké hodnot¥ rychlosti u£ení dochází k rychlej²ímu, ale potenciáln¥ nekvalitnímu na-
u£ení sít¥. Proto na za£átku u£ení, kdy je chybovost sít¥ v¥t²í, dochází k rychlej²ímu u£ení,
ale postupem £asu klesá.

Na za£átku dojde k inicializaci vstupních vah, coº obvykle znamená nastavení t¥chto
parametr· náhodn¥ v rozmezí <-1, 1>. Dále se neuronové síti p°edloºí u£icí data skládající
se z mnoºiny vzork·. Kaºdý vzorek obsahuje vstupní a adekvátní výstupní hodnoty, neboli
dvojice, které ur£ují, jaký výstup má neuronová sí´ vykazovat p°i daném vstupu. V p°ípad¥,
ºe výstup generovaný neuronovou sítí neodpovídá výstupní hodnot¥ uvedené v aktuálním
vzorku, provede se zm¥na vah dle jiº zmi¬ovaného algoritmu zp¥tné propagace, zaloºeného
na tzv. gradientní metod¥. Algoritmus je podrobn¥ji popsán v £lánku [16].
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Obrázek 4.7: Chyba neuronové sít¥ na trénovacích a testovacích datech v závislosti na dob¥
u£ení.

P°i neúm¥rn¥ dlouhé dob¥ u£ení m·ºe dojít k p°eu£ení dané neuronové sít¥, proto je
moºné ov¥°it nau£ení testovacími daty. Vhodnou dobu pro ukon£ení trénování sít¥ nazna£uje
obr. 4.7. Délkou u£ení se myslí, kolikrát p°edloºíme mnoºinu u£ících dat neuronové síti. Po£et
opakování se n¥kdy ozna£uje jako po£et epoch [24, 13].

4.3.2 Vyuºití pro ú£ely této práce

4.3.2.1 Klasi�kace prost°ednictvím neuronové sít¥

Velice zjednodu²en¥ by se dalo °íct, ºe metoda tabu vyhledávání °ídí spou²t¥ní heuristik na
základ¥ jejich úsp¥²nosti v posledním krátkém období (délku období je moºné prodluºovat
pomocí zvy²ování konstanty rnmax popsané v £ásti 4.1.1). Ve fázích, kdy je penaliza£ní
hodnota (vzhledem k moºným reáln¥ dosaºitelným hodnotám) vysoká, v podstat¥ takové
chování vyhovuje, a není p°íli² d·vod jej m¥nit. Nicmén¥ ve chvílích, kdy se pravd¥podobnost
zlep²ení daného rozvrhu pouºitím de�novaných heuristik za£ne sniºovat, bylo by vhodné
pouºít co nejso�stikovan¥j²í metodu, nap°. práv¥ rozhodování pomocí neuronové sít¥.
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Pseudokód 2 Pseudokód modi�kovaného algoritmu s vyuºitím neuronové sít¥
1: procedure mod_tabu_vyhledavani_s_neuro_siti(rozvrh)
2: inicializujTabuList()
3: inicializujHodnotyRank() //ohodnocení heuristik pro ú£ely metody tabu vyhledávání
4: inicializujPozadovanouNeuronovouSit()
5: naucNeuronovouSit()
6: stejnaPenalizace← 0
7: while !splnenyUkoncovaciPodminky() do
8: if stejnaPenalizace < 2 then
9: aplikujHeuristikuVybranouTabuVyhledavanim(rozvrh)

10: else
11: aplikujHeuristikuVybranouNeuronovouSiti(rozvrh)
12: end if
13: hodnota1 = penalizace(rozvrh_pred_apl_heuristiky)
14: hodnota2 = penalizace(rozvrh_po_apl_heuristiky)
15: if hodnota1 > hodnota2 then
16: stejnaPenalizace← 0
17: zvysRankVybraneHeuristiky()
18: else
19: stejnaPenalizace← stejnaPenalizace+ 1
20: snizRankVybraneHeuristiky()
21: vlozHeuristikuDoTabuListu()
22: end if
23: end while
24: return rozvrh
25: end procedure

Z d·vodu lep²ího srovnání algoritm· není neuronová sí´ pouºívána ve v²ech p°ípadech,
ale pouze tehdy, kdyº pomocí metody tabu vyhledávání nedochází ke sniºování penalizace
rozvrh· (viz kapitola 5.4.1). Pr·b¥h algoritmu popisuje pseudokód 2.

4.3.2.2 Návrh neuronové sít¥

U neuronové sít¥ je nejd°íve pot°eba rozhodnout, jaké vstupy a výstupy, jejichº po£et by m¥l
být nem¥nný, bude mít. P°i zm¥n¥ po£tu vstup· nebo výstup· se totiº jiº nau£ená neuro-
nová sí´ musí op¥tovn¥ nau£it na nových datech taktéº s modi�kovaným po£tem vstupních
i výstupních prvk·. Není proto vhodné na vstup p°ivád¥t pole hodnot udávající p°i°azení
sm¥n jednotlivým zam¥stnanc·m, protoºe nap°. p°i zm¥n¥ po£tu zam¥stnanc· by bylo nutné
vygenerovat novou trénovací mnoºinu dat a s nimi neuronovou sí´ op¥tovn¥ nau£it. Pro ú£ely
neuronové sít¥ je zapot°ebí najít jiný vhodn¥j²í zp·sob, kterým se docílí stabilního po£tu
prvk·. Alternativu nabízí £lánek [33], který n¥kolika parametry popisuje pouze strukturu
vstupní instance, ale bohuºel se zabývá odli²ným problémem (plánováním zdroj·), a tak je
nutná modi�kace. Modi�kovaný vstup neuronové sít¥ se skládá z osmi vstupních parametr·:

• nejmen²í blok sm¥n v rozvrhu;
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• nejv¥t²í blok sm¥n v rozvrhu;

• nejv¥t²í penalizace zam¥stnance;

• penalizace rozvrhu (2x);

• po£et iterací bez zlep²ení penalizace rozvrhu (2x);

• p°íznak stagnace velikosti penalizace rozvrhu.

První £ty°i body p°ímo popisují strukturu, pop°ípad¥ vlastnosti rozvrhu. Nejmen²í blok
sm¥n znamená nejmen²í po£et pracovních dní p°i°azených jednomu zam¥stnanci za sebou.
Naopak nejv¥t²í blok udává nejdel²í sekvenci takových dní (viz 4.8). Neuronová sí´ (p°i
pouºití sigmoidální p°enosové funkce) pracuje se vstupními hodnotami v omezeném rozsahu.
P°i vy²²ích (kladných i záporných) vstupních hodnotách (zhruba od hodnoty 3) se výstupní
hodnota jiº tém¥° nem¥ní. Proto je v této práci snahou dodrºovat maximální vstupní hodnotu
zhruba do hranice 1 a vzhledem k ní dochází ke konverzi hodnot [2]. Pokud nejmen²í nalezený
blok je 2 a nejv¥t²í je 5, poté vstupem neuronové sít¥ tedy budou hodnoty vstup1 = 0, 2
a vstup2 = 0, 5, £ili desetkrát men²í.

Nejv¥t²í penalizaci zam¥stnance není t°eba n¥jak zdlouhav¥ vysv¥tlovat, protoºe pou-
ºitý framework p°ímo poskytuje tuto hodnotu (suma poru²ených m¥kkých omezení) u kaº-
dého zam¥stnance. Samoz°ejm¥, op¥t kv·li omezenému vstupnímu rozsahu, dojde k p°evodu,
konkrétn¥ vstup3 = log10maximalni_penalizace_zamestnance/5, coº umoº¬uje bez pro-
blému reagovat na penalizaci od 0 do více neº 100 000, která by m¥la pro ú£ely této práce
dosta£ovat. P°ekro£ení penalizace rozvrhu nad hodnotu 100 000 neznamená (za p°edpokladu
stanovení rozumn¥ velké váhy omezení, tzn. maximáln¥ do °ádu tisíc·) pro °ízení heuristik
výrazný problém, obojí totiº signalizuje nekvalitn¥ rozvrºený rozvrh. V p°ípad¥, ºe bychom
pracovali s instancemi, kde rozdíly vstupních hodnot jsou daleko v¥t²í, a necht¥li bychom
u nich z n¥jakého d·vodu pouºít logaritmický p°evod, je moºné pouºít místo statického
p°epo£tu lineární mapovací funkci:

nova_hodnota = (
(stara_hodnota− stare_minimum)

(stare_maximum− stare_minimum)
× (4.9)

×(nove_maximum− nove_minimum)) + nove_minimum

Hodnota (celkové) penalizace rozvrhu, neboli sou£et penalizace zam¥stnanc· a penalizace
za nedostate£né pokrytí rozvrhu, musí být op¥t uzp·sobena vstup·m neuronové sít¥, stejným
zp·sobem jako u nejv¥t²í penalizace zam¥stnance. Vzhledem k vy²²í d·leºitosti penalizace se
hodnota p°ikládá na dva vstupy neuronové sít¥, £ímº se zvý²í vliv na její výstupní hodnoty.

Informace o dob¥ stagnace penalizace pomáhá neuronové síti rozhodnout, zdali má smysl
dále zkou²et zlep²it konkrétní stav, anebo provést £áste£ný restart (pop°ípad¥ na£íst doposud
zji²t¥ný nejlep²í stav). Op¥t nelze pouºít p°ímo hodnotu ur£ující po£et iterací, b¥hem nichº
nedo²lo ke zm¥n¥ penalizace rozvrhu, proto:

vstup6 = pocet_iteraci_bez_zmeny_penalizace/20.
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Obrázek 4.8: Ukázka minimálního a maximálního bloku sm¥n v rozvrhu.

Op¥t jde o pom¥rn¥ d·leºitou hodnotu, takºe vstup6 = vstup7. Posledním bodem v seznamu
a zárove¬ posledním vstupem se rozumí speciální p°íznaková hodnota, která pouze indikuje,
ºe do²lo ke stagnaci penalizace (1 znamená, ºe se penalizace pouºitím poslední heuristiky
nezm¥nila, 0 zna£í p°ípad opa£ný). Tuto hodnotu lze bez problému ur£it z po£tu iterací bez
zlep²ení penalizace. D·vod jejího nasazení bude vysv¥tlen dále v této kapitole.

Výstup neuronové sít¥ nám musí n¥jakým zp·sobem poskytnout informaci o tom, které
heuristiky mají v p°ípad¥ spu²t¥ní v danou chvílí nejv¥t²í pravd¥podobnost na úsp¥ch. Nej-
jednodu²²í by zajisté bylo, aby výstupní hodnota udávala £íslo heuristiky, která má být
spu²t¥na. Takový zp·sob by ov²em mohl znamenat £asté lokální uváznutí, jelikoº pro stejný
stav by se vºdy aplikovala stejná heuristika. Bylo by proto vhodné, aby neuronová sí´ podá-
vala informace o pravd¥podobnosti úsp¥²nosti kaºdé z heuristik a °ídící algoritmus se mohl
na jejich základ¥ rozhodnout, jak se zachová.

Pro kvalitní nau£ení neuronové sít¥ pot°ebujeme pom¥rn¥ velké mnoºství vzork· (vstupní
parametry a poºadované výstupy) dat z r·zných míst stavového prostoru °e²ení. Pro prochá-
zení prostoru je vyuºita trojice heuristik (mH1, mH2 a mH3 z modi�kované verze algoritmu
tabu vyhledávání popsaného v této práci), které se náhodn¥ spou²t¥jí. V p°ípad¥ uváznutí
v lokálním extrému dojde k £áste£nému restartu (mH4 ) a algoritmus dále pokra£uje, dokud
nedojde ke stanovenému po£tu iterací. Po kaºdém spu²t¥ní jakékoliv heuristiky se v daném
stavu spustí v²echny pouºívané heuristiky (mH1, mH2 a mH3 vºdy, mH4 pouze pokud do-
jde k zastavení zlep²ování penalizace rozvrhu) a vyhodnotí se jejich úsp¥²nost (jestli do²lo ke
zlep²ení penalizace rozvrhu £i nikoliv). V kaºdé iteraci jsou spu²t¥ny heuristiky n¥kolikrát.
Po kaºdém spu²t¥ní se zaznamená, zdali do²lo ke zlep²ení penalizace rozvrhu, £i nikoliv.
Z t¥chto záznam· se poté vypo£ítá úsp¥²nost jejich pouºití jednoduchým vzorcem:

Phd =
1

n

n∑
i=1

uid, (4.10)

kde n zna£í po£et spu²t¥ní heuristiky (z p·vodního stavu), uid nabývá hodnoty 1, pokud
do²lo ke zlep²ení penalizace rozvrhu po i-tém aplikování heuristiky d, a 0, pokud se stav
nezm¥nil. Phd ozna£uje úsp¥²nost heuristiky d.
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Obrázek 4.9: Diagram zobrazující proces generování vzork· pot°ebných pro u£ení neuronové
sít¥.
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Obr. 4.9 zobrazuje pr·b¥h algoritmu pro generování vzork· (celý pr·b¥h se opakuje
n¥kolikrát z d·vodu vygenerování v¥t²ího mnoºství dat). Pouze omezení spou²t¥ní heuristiky
mH4 (pro £áste£ný restart) v n¥m není vyzna£eno - heuristika mH4 se testuje pouze ve
fázích, kdy del²í dobu nedochází aplikací heuristik ke zlep²ení rozvrhu. Nemá totiº smysl
pokou²et se £áste£n¥ restartovat rozvrh ve chvílích, kdy není dosaºeno lokálního extrému.
Navíc by testování mH4 v t¥chto fázích znamenalo neúm¥rné zpomalení algoritmu, protoºe
tato heuristika má odli²né vlastnosti oproti mH1-mH3, a proto vyhodnocení její úsp¥²nosti
probíhá daleko déle.

U heuristik mH1-mH3 lze okamºit¥ po jejich aplikaci jednodu²e zjistit úsp¥²nost pomocí
rozdílu penalizace rozvrhu ze stavu p°ed a po prob¥hnutí heuristiky. Pokud bychom stejnou
metodu pouºili i pro mH4, prakticky by nem¥la ²anci na úsp¥ch, jelikoº £áste£né zrestar-
tování rozvrhu zpravidla znamená získání rozvrhu s daleko vy²²í penalizací. Ideálním °e²ení
z hlediska p°esnosti by bylo zkusit aplikovat mH4 a následn¥ spou²t¥t sekvenci heuristik
mH1-mH3 do té doby, neº se tímto zp·sobem dosáhne n¥jakého lokálního extrému. Tímto
°e²ením by ale docházelo k neúm¥rnému zvy²ování £asu pot°ebného pro generování vzork·.

Zvolený kompromis funguje tím zp·sobem, ºe se porovnají penalizace p·vodního rozvrhu
a rozvrhu vzniklého následovn¥:

1. Aplikace heuristiky mH4.

2. Opakovaná aplikace heuristiky mH1 do doby, dokud dochází ke zm¥n¥ rozvrhu.

3. Spu²t¥ní jedné z heuristik mH1-mH3. Výb¥r probíhá pseudonáhodn¥. Tento bod se
opakuje £ty°ikrát.

Pro po£áte£ní sekvenci je zvolena heuristika mH1 ze dvou d·vod·. Za prvé se jedná o de-
terministickou metodu, to znamená, ºe pokud v daném stavu jednou neusp¥je, není jiº d·vod
ji zkou²et znovu. Za druhé, vzhledem k jejímu charakteru se dá p°edpokládat, ºe z heuristik
mH1-mH3 bude trvat nejkrat²í dobu, £ímº se sníºí i doba pot°ebná pro ohodnocení úsp¥chu
aplikace heuristiky mH4 za daného stavu. Tato sekvence ov²em (p°edev²ím p°i °e²ení sloºi-
t¥j²ích rozvrh·) se z hlediska po£tu pouºitých heuristik nemusí blíºit sekvenci p°edcházející
rozvrhu, na který aplikujeme heuristiku mH4. Proto, aby nedocházelo ke znevýhodn¥ní, ne-
srovnávají se p°ímo penalizace ze stavu p°ed a po aplikaci mH4, ale úsp¥²nost heuristiky
de�nuje vzorec (4.11):

Ph4 =

{
1, ((1 +Kmh4)penalizace_pred_apl_mH4 ≥ penalizace_po_apl_mH4)
0, ((1 +Kmh4)penalizace_pred_apl_mH4 < penalizace_po_apl_mH4)

(4.11)
Koe�cient Kmh4 ve vzorci 4.11 poté nabývá �vhodné� nezáporné hodnoty a Ph4 ozna£uje

úsp¥²nost heuristiky mH4. Nastavením Kmh4 se bude tato práce zabývat v kapitole 5.
Z vygenerovaných vzork· jsou pro °e²ení nejvíce d·leºité ty, které se týkají situací, kdy

dochází ke stagnaci ve vývoji penalizace rozvrhu, a proto je vhodné se zam¥°it práv¥ na n¥.
Teoreticky by bylo moºné nepouºívat pro u£ení vzorky, které se t¥chto situací netýkají. Tedy
vy�ltrovat takové, které byly vygenerovány ze stav·, kdy bylo jednoduché najít lep²í °e²ení
a zárove¬ je pravd¥podobné, ºe heuristiky mH1-mH3 budou mít vysokou úsp¥²nost nalezení
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rozvrhu s niº²í penalizací. Nicmén¥ i tyto vzorky pomáhají utvá°et logiku pro vyhodnocení
vhodnosti pouºití té které heuristiky.

Vzhledem k nedeterministickému chování heuristik mH2-mH3 se m·ºe nap°. stát, ºe
stav, který b¥hem generování bude ozna£en za bezproblémový (do²lo k okamºitému nale-
zení rozvrhu s niº²í penalizací), se p°i aplikaci neuronové sít¥ stane stavem problémovým
(dojde ke stagnaci penalizace rozvrhu). Místo �ltrace �nevhodných� vzork· se proto pouºije
metoda opa£ná - zvý²ení d·leºitosti vzork·, které jsou vygenerovány b¥hem problémových
stav·. Toho se docílí tím, ºe b¥hem u£ení se neuronové síti p°edloºí vzorek dvakrát. Jednou
standardn¥, tak jako vzorky ostatní, a podruhé s jiº zmi¬ovaným p°íznakem.
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Kapitola 5

Experimenty

�asová náro£nost v¥t²iny experiment· je obrovská, proto muselo být pouºito více výpo£et-
ních stroj·, jejichº seznam zobrazuje tabulka 5.1.

Stroj CPU Po£et jader CPU Frekvence CPU Verze OS

P1 C2D T6670 2 2,2 GHz W7 64bit
P2 C2D T6670 2 2,2 GHz W7 32bit
P3 Phenom II X4 955 2 3,2 GHz W7 64bit
P4 Core i5 2410M 2 2,3-2,9 GHz W7 64 bit
P5 Core i5 3317U 2 1,7-2,6 GHz W7 64 bit
P6 2x Xeon X5460 2x 4 3,16 GHz W2008 64bit
P7 Xeon E5530 4 2,4-2,66 GHz W2008 64bit
P8 Xeon E5-2630 6 2,3-2,8 GHz W2008 64bit

Tabulka 5.1: Seznam pouºitých výpo£etních stroj· k experiment·m

Velikost opera£ní pam¥ti u výpo£etních stroj· není d·leºitá, jelikoº naimplementovaný
program zabírá pouze °ádov¥ desítky MB volné pam¥ti. Bohuºel u v¥t²iny z t¥chto stroj·
není zaji²t¥n stabilní výpo£etní výkon (z d·vodu sdílení systémových prost°edk· s dal²ími
procesy), proto nejsou pr·b¥hy experiment· obvykle pom¥°ovány z hlediska doby b¥hu al-
goritmu. Pouze u n¥kterých experiment·, kdy je zapot°ebí srovnávat reálný £as zpracování
daných úloh, jsou pouºity stroje P1 a P2, u kterých m·ºe být z velké £ásti zaji²t¥na exklu-
zivita výpo£etních prost°edk·.

5.1 Popis testovaných instancí

Pro otestování efektivity naimplementovaných algoritm· byly pouºity instance publikované
univerzitou v Nottinghamu [9]. Z £asových d·vod· experimenty neprobíhaly na v²ech do-
stupných instancích, ale pouze na výb¥ru z nich. Snahou bylo zvolit takovou podmnoºinu
t¥chto vstupních dat, aby zahrnovala problémy s r·znými parametry. Instance pouºité pro
experimenty jsou popsány v tabulce 5.2.

37
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Instance Po£et dní Po£et sm¥n Po£et Nejlep²í známé
zam¥stnanc· °e²ení - penalizace

Millar-1 14 2 8 0
GPost 28 2 8 5
GPost-B 28 2 8 3
Valouxis 28 3 16 20
LLR 7 3 27 301
SINTEF 21 5 24 0
MUSA 14 1 14 175
Millar-1.1 14 2 8 0

Tabulka 5.2: Seznam testovacích vstupních instancí

5.2 Výchozí (upravený) algoritmus

P·vodní algoritmus, z n¥hoº vychází tato práce, byl upraven tak, aby fungoval pro v²echny
testovací vstupní instance (viz kapitola 4.1.4). Heuristky pouºívané v tomto upraveném algo-
ritmu vrací (aº na H1a a H6a) rozvrh s niº²í penalizací za pokrytí sm¥n nebo niº²í penalizací
zam¥stnanc·. V p°ípad¥, ºe by ale takový rozvrh neexistoval, mohlo by dojít k zacyklení algo-
ritmu. Z tohoto d·vodu musí být nastaven maximální po£et pokus· na získání poºadovaného
rozvrhu. P°i nastavení vy²²ího po£tu se zvy²uje i pravd¥podobnost úsp¥chu dané heuristiky,
ov²em spolu s tím zárove¬ vzr·stá výpo£etní náro£nost. Vzhledem k t¥mto okolnostem byl
nastaven limit na 1000 pokus·.

Jedná se o pom¥rn¥ vysoké £íslo, díky kterému trvá stanovený po£et spu²t¥ných heuristik
(8000) v pr·b¥hu algoritmu tabu vyhledávání °ádov¥ desítky minut (a více neº hodinu u nej-
náro£n¥j²í pouºívané instance - Valouxis). Nicmén¥ snahou bylo získat p°edstavu o schopnosti
tohoto algoritmu a po£et iterací m·ºe být kdykoliv sníºen, proto pro experimentování byla
hodnota po£tu spu²t¥ných heuristik zachována. Kv·li vysoké £asové náro£nosti byl tento
algoritmus spu²t¥n vºdy pouze desetkrát. Dosaºené výsledky zobrazuje graf z obr. 5.1, na
kterém jsou £íseln¥ vyzna£eny pr·m¥rné hodnoty penalizace výsledného rozvrhu.

Z výsledk· je patrné, ºe algoritmus p°i n¥kolikanásobném spu²t¥ní generuje rozvrhy s po-
m¥rn¥ stabilní penalizací (s výjimkou LLR). Bylo tedy moºné p°edpokládat, ºe v p°ípad¥
vícenásobného spu²t¥ní algoritmu by se výsledky p°íli² nem¥nily. V porovnání s nejlep²ími
dosaºenými hodnotami z tabulky 5.2 nedopadly zrovna nejlépe, aº na instanci MUSA, kde
naopak algoritmus exceloval a vºdy dosáhl optimálního °e²ení.

Instance Millar (verze 1 i 1.1) a MUSA jsou si pom¥rn¥ podobné, pro£ se tedy v prvním
p°ípad¥ penalizace neblíºí k penalizaci nejlep²ího zji²t¥ného °e²ení, a v druhém p°ípad¥ ano?
Druhý p°ípad má totiº n¥které vlastnosti, které s výhodou p·vodní algoritmus vyuºíval.

Za prvé nízký po£et typ· sm¥n, £ímº sniºuje i po£et moºných vzor· sm¥n. P°i délce
vzoru 7 dní a pouze moºnosti p°i°azení jednoho typu sm¥ny (anebo nep°i°azení sm¥ny ºádné)
existuje pouze 27 neboli 128 vzor· sm¥n. Instance Millar ov²em pracuje se dv¥ma typy sm¥n,
tzn. 37 (2187) r·zných kombinací (dv¥ moºné sm¥ny anebo volný den).

Za druhé, p·vodní algoritmus po£ítal s rozvrhovacími obdobími o délce jednoho týdne,
£ili délka vzoru se rovnala i délce celého rozvrhovacího období. U obou instancí byl sice po-
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Obrázek 5.1: Penaliza£ní hodnoty rozvrhu získané aplikací p·vodního algoritmu na testovací
instance.

£et rozvrhovaných dní dvojnásobný (14), ale MUSA sm¥°uje m¥kká omezení na de�nování
poºadavk· za kaºdý týden zvlá²´, £ímº se více blíºí problému, který °e²il p·vodní algorit-
mus. Experimenty tedy odpovídaly p°edpokladu o nedostatku obecnosti (viz 4.1.2). Dal²ím
p°ípadem podobným k instanci MUSA je LLR, jenº dokáºe nalézt i °e²ení s pom¥rn¥ nízkou
penalizací (nam¥°ená minimální hodnota - 597), ale obvykle bývá o dost vy²²í. LLR má sice
pouze sedmidenní rozvrhovací období, na druhé stran¥ ov²em pracuje se t°emi r·znými typy
sm¥n, kv·li kterým se po£et r·zných vzor· zvý²il na 47, £ili 16384.

V p°ípad¥ ²patn¥ navrºeného algoritmu m·ºe dojít k trvalému lokálnímu uváznutí velmi
brzy a kv·li tomu poté nedochází ke znatelnému vylep²ování penalizace ani p°i jeho spu²t¥ní
na velmi dlouhou dobu. P°íklad pr·b¥hu tohoto algoritmu si lze prohlédnout na obr. 5.2.

Z pr·b¥hu lze vypozorovat, ºe sice k nejv¥t²ímu zlep²ení dochází pochopiteln¥ na za£átku,
kdy je penalizace vysoká, nicmén¥ i v pozd¥j²í fázi postupn¥ penalizace mírn¥ klesá. Zp·sob,
jakým p·vodní algoritmus °e²í problém uváznutí v lokálním extrému, lze tedy prohlásit za
funk£ní.

5.3 Modi�kovaný algoritmus

5.3.1 P°ípravné experimenty

Zm¥na pouºitých heuristik byla klí£ovým rozdílem modi�kovaného algoritmu od p·vodního.
Jak jiº bylo °e£eno, heuristiky mH2 a mH3 mohou být v n¥kterých p°ípadech £asov¥ velmi
náro£né. Z tohoto d·vodu musí být u heuristiky mH2 implementováno omezení na maxi-
mální po£et zam¥stnanc·, mezi nimiº budou probíhat zám¥ny sm¥n. Z tabulky 5.3 je moºné
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Obrázek 5.2: Pr·b¥h nejlep²ích dosaºených hodnot penalizace rozvrhu v £ase získaných p°i
aplikaci p·vodního algoritmu.

vy£íst doby b¥hu této heuristiky p°i uvedeném omezení. Test prob¥hl na instanci Valouxis,
která pat°í mezi £asov¥ nejnáro£n¥j²í, za pouºití výpo£etního stroje P1. Výsledky jsou pouze
orienta£ní, protoºe tyto heuristiky nemají (kv·li optimalizaci) stabilní dobu výpo£tu.

Po£et vybraných zam¥stnanc· Pr·m¥rná doba

2 0,02 s
4 0,22 s
6 1,24 s
8 3,86 s
10 10,22 s

Tabulka 5.3: Doba b¥hu heuristiky mH2 v závislosti na po£tu vybraných zam¥stnanc· na
instanci Valouxis.

Kaºdé spu²t¥ní heuristiky by m¥lo ideáln¥ trvat maximáln¥ 2-3 vte°iny, protoºe lze p°ed-
pokládat, ºe pro dosaºení rozvrhu akceptovatelné kvality je zapot°ebí aplikovat stovky heu-
ristik a celý pr·b¥h algoritmu by m¥l trvat maximáln¥ n¥kolik desítek minut. Z tohoto
hlediska se jeví jako ideální zvolit pouze ²est zam¥stnanc·, nicmén¥ tento po£et je velice
nízký (nap°. Valouxis se zabývá rozvrhováním 16 zam¥stnanc·), a proto byla tato hranice
posunuta alespo¬ na hodnotu osm.

U heuristiky mH3 dochází k je²t¥ obtíºn¥j²í situaci, jelikoº sloºitost rychle roste nejen
s po£tem zam¥stnanc·, ale i s po£tem dn·. Proto zde dochází k omezení obou t¥chto para-
metr·. �asové experimenty heuristiky mH3 zobrazuje tabulka 5.4.
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Po£et vybraných Pr·m¥rná doba
zam¥stnanc· 8 dní 10 dní 12 dní

2 0,07 s 0,09 s 0,1 s
4 0,31 s 0,43 s 0,56 s
6 0,7 s 1,07 s 1,52 s
8 1,41 s 2,25 s 3,2 s
10 3,15 s 4,59 s 5,72 s

Tabulka 5.4: Doba b¥hu heuristiky mH3 v závislosti na po£tu vybraných zam¥stnanc· a dní
na instanci Valouxis

.

�asové poºadavky na heuristiku mH3 jsou zhruba stejné jako u mH2, proto byla, s ohle-
dem na tabulku 5.4, zvolena kombinace výb¥ru deseti dní a osmi zam¥stnanc·. P°i tomto
nastavení parametr· by výpo£et heuristiky mH3 na stroji P1 m¥l v pr·m¥ru trvat zhruba
n¥co málo p°es 2 vte°iny.

Heuristika mH4 se svým chováním velmi odli²uje od mH1-mH3. Jejím ú£elem je únik
z lokálního extrému pomocí systematického odstran¥ní problematických sm¥n, zp°eházení
rozvrhu a následovného dopln¥ní chyb¥jících sm¥n. Proto není vhodné nechávat její °ízení
pouze na metod¥ tabu vyhledávání. Spu²t¥ní této heuristiky je tedy povoleno pouze v p°í-
pad¥, ºe ani po Nh spu²t¥ní libovolných heuristik nedojde ke zm¥n¥ rozvrhu (tím pádem
z·stane i penalizace stejná). Nelze jednodu²e ur£it, jaké hodnoty by m¥la konstanta Nh na-
bývat, a tak byly experimenty spou²t¥ny p°i Nh = 4, Nh = 6 a Nh = 8. P°i zvolení Nh < 4
lze totiº p°edpokládat, ºe dojde ke zbyte£n¥ £astému spou²t¥ní této heuristiky, na druhé
stran¥, pokud Nh > 8, m·ºe docházet ke zbyte£n¥ dlouhému setrvání v lokálním extrému.

Jak jiº bylo v této práci °e£eno, mH5 nepat°í mezi klasické heuristiky a není vhodné ji
°ídit pomocí algoritmu tabu vyhledávání, který °ídí spou²t¥ní heuristik dle jejich p°edchozí
úsp¥²nosti. Heuristika mH5 má fungovat jako alternativa k mH4, coº znamená, ºe je ºádoucí
ji pouºívat pouze ve chvílích, kdy dochází k uváznutí v lokálním extrému. Její spu²t¥ní bylo
omezeno podobn¥ jako v p°edchozím p°ípad¥ (u mH4 ). Dokud dochází ke zlep²ování rozvrhu
a nedojde k aplikaci Nh neúsp¥²ných heuristik, nebude nikdy spu²t¥na. Po této dob¥ se spustí
s pravd¥podobností 50%, tím pádem po del²í dob¥ uváznutí v lokálním extrému je ²ance na
její spu²t¥ní jak u heuristiky mH4, tak i mH5.

5.3.2 Hlavní experimenty

Ukon£ovací podmínkou pro modi�kovaný algoritmus není stanovený po£et spu²t¥ných heu-
ristik, nýbrº po£et £áste£ných restart· (realizovaných heuristikou mH4 ), po kterých z·stane
rozvrh s nejniº²í dosaºenou penalizací nezm¥n¥n. Pevn¥ stanovený po£et iterací totiº u této
metody m·ºe zp·sobovat ukon£ení algoritmu v jeho r·zných fázích - nap°. ve fázi t¥sn¥
po restartu, kdy je penalizace vysoká, nebo naopak ve fázi, kdy se blíºí k nalezení rozvrhu
s nízkou penalizací. To by mohlo znamenat velké výkyvy v penalizaci výsledného rozvrhu.

Otázkou z·stává, jak vhodn¥ nastavit ukon£ovací podmínku, neboli po kolika �neúsp¥²-
ných restartech rozvrhu� ukon£it algoritmus. Po provedení n¥kolika test· byla hodnota na-
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stavena na 5. Pokud bychom cht¥li, aby algoritmus v pr·m¥ru trval krat²í dobu (a tím
pravd¥podobn¥ dosahoval hor²ích pr·m¥rných výsledk·), sta£í tuto hodnotu sníºit. Její zvý-
²ení by poté m¥lo mít p°esn¥ opa£ný efekt. Výsledky experiment· s r·znou konstantou Nh

zobrazují obrázky 5.3., 5.4 a 5.5. �íseln¥ ozna£ené jsou op¥t pr·m¥rné hodnoty. Kaºdý test
byl spu²t¥n 200 krát. Ideální by bylo spustit test °ádov¥ vícekrát, z £asových d·vod· to
ov²em není moºné.
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Obrázek 5.3: Penaliza£ní hodnoty získané aplikací modi�kovaného algoritmu p°i Nh = 4.

Modi�kovaný algoritmus vykazuje dobré výsledky. I u nejnáro£n¥j²í instance (Valouxis)
dostáváme rozvrh s pom¥rn¥ slu²nou pr·m¥rnou penalizací (1000 - 1330) a n¥které nejniº²í
hodnoty se blíºí nejlep²ím známým dosaºeným hodnotám (nap°. GPost s penalizací 13, viz
obr. 5.3).

Ze získaných dat lze vypozorovat, ºe se zvy²ováním konstanty Nh dochází ke sniºování
pr·m¥rné penalizace. Tím ov²em dochází i ke zvy²ování po£tu spu²t¥ných heuristik, tím
pádem se dá p°edpokládat i zvý²ení £asu pot°ebného pro jeho spu²t¥ní. Údaje o pr·m¥rném
po£tu spu²t¥ných heuristik za daného nastavení konstanty Nh nabízí k prohlédnutí tabulka
5.5.

Z údaj·, jeº jsou uvedeny v tabulce 5.5, vyplývá, ºe rozdíl mezi pr·m¥rnou penalizací
rozvrh· p°i nastavení Nh = 4 a Nh = 6 je pom¥rn¥ velký, zatímco mezi Nh = 6 a Nh = 8 je
podstatn¥ men²í, po£et spu²t¥ných heuristik ale stoupá zhruba stejným tempem. Z tohoto
d·vodu se jeví jako nejvhodn¥j²í varianta Nh = 6.

Modi�kovaný algoritmus generuje rozvrhy s akceptovatelnou pr·m¥rnou penalizací, nicmén¥
na n¥kterých vstupních instancích s pom¥rn¥ velkým rozdílem mezi minimální a maximální
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Obrázek 5.4: Penaliza£ní hodnoty získané aplikací modi�kovaného algoritmu p°i Nh = 6.
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Obrázek 5.5: Penaliza£ní hodnoty získané aplikací modi�kovaného algoritmu p°i Nh = 8.
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instance Pr·m¥rná penalizace Medián penalizace Pr·m¥rný po£et heuristik

Nh = 4 Nh = 6 Nh = 8 Nh = 4 Nh = 6 Nh = 8 Nh = 4 Nh = 6 Nh = 8

Millar-1 111 99 98 100 100 100 154 176 198

GPost 1048 870 761 1073 661 548 459 569 678

GPost-B 891 846 878 625 581 574 494 600 660

Valouxis 1330 1128 1000 1390 760 690 564 639 686

LLR 307 306 306 306 306 306 389 423 492

SINTEF 14 13 12 14 12 12 606 676 755

MUSA 279 279 278 280 279 278 232 270 317

Millar-1.1 33 30 31 0 0 0 104 111 126

Tabulka 5.5: Pr·m¥rná penalizace rozvrh· a její medián na r·zných instancích a pr·m¥rný
po£et spu²t¥ných heuristik pro dosaºení této penalizace

.

hodnotou. Vzhledem k tomu stojí za zmínku medián penalizace vygenerovaných rozvrh·,
který je taktéº uveden v tabulce 5.5.

Hodnoty mediánu jen potvrzují p°edchozí doporu£ené nastavení Nh na hodnotu 6. Dále
se nezdá být vhodná volba Nh = 4, jelikoº nap°íklad u instance Valouxis £i GPost znamená
tato volba znateln¥ vy²²í hodnotu mediánu neº p°i zvolení vy²²ího Nh.

5.4 Modi�kovaný algoritmus s vyuºitím neuronové sít¥

5.4.1 P°ípravné experimenty

Metoda tabu vyhledávání i neuronová sí´ pouºívané v této práci ohodnocují úsp¥²nost heu-
ristik mH1-mH2 pouze pomocí rozdílu penalizace mezi dv¥ma stavy (p°ed a po aplikaci
heuristiky). V dob¥, kdy nedochází k problému najít pomocí heuristik rozvrh s niº²í penali-
zací (typicky nap°. po £áste£ném restartu pomocí heuristiky mH4 ), proto nedokáºe metoda
tabu vyhledávání ani neuronová sí´ rozhodovat, aplikací které heuristiky se dosáhne kvalitn¥j-
²ího rozvrhu z dlouhodobého hlediska. I p°esto mohou mít r·zn¥ zvolené sekvence heuristik
v této fázi algoritmu velký vliv na kone£nou penalizaci vzniklého rozvrhu. Nev¥dom¥ totiº
mohou heuristiky sm¥°ovat do oblasti stavového prostoru, kde se nenachází uspokojivé °e-
²ení, a uniknout z této oblasti m·ºe být problémové. Aby bylo moºné co nejlépe výsledky
p°i °ízení metodou tabu vyhledávání srovnávat s výsledky p°i pouºití neuronové sítí, byla
neuronová sí´ aplikována pouze v p°ípad¥, kdy nedo²lo ke zlep²ení rozvrhu ani po aplikaci
dvou heuristik. Jedná se tedy o kombinaci °ízení pomocí tabu vyhledávání a neuronové sít¥.

P°i generování testovacích dat byly nastaveny následující podmínky, které by m¥ly zaru£it
kompromis mezi délkou trvání generování t¥chto dat a jejich kvalitou:

• z kaºdého stavu rozvrhu jsou heuristiky spu²t¥ny t°ikrát, z jejich výsledk· se vypo£ítá
pr·m¥rná úsp¥²nost (dosáhnutí niº²í penalizace);

• testování úsp¥²nosti heuristky mH4 je povoleno po dob¥, kdy b¥hem £ty° po sob¥
aplikovaných heuristikách nedo²lo ke zlep²ení penalizace rozvrhu.

Detailní popis t¥chto dvou bod· se nachází v kapitole 4.3.2.2. V této kapitole dále byla
zmín¥na nutnost nastavení parametru Kmh4 ze vzorce 4.11. Jedná se o parametr, který
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ur£uje, o kolik m·ºe být penalizace rozvrhu po aplikaci heuristiky mH4 a následné sekvenci
dal²ích heuristik vy²²í (op¥t viz 4.3.2.2) neº p°ed touto aplikací, aby byla aplikace mH4
stále ozna£ena za úsp¥²nou. Pro otestování vlivu nastavení tohoto koe�cientu byly zvoleny
testovací instance Millar, GPost a Valouxis. Výsledky jsou patrné z grafu na obr. 5.6.
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Obrázek 5.6: Procentuální úsp¥²nost heuristiky mH4 p°i r·zn¥ zadaném koe�cientu Kmh4.

Hodnoty získané z tohoto experimentu nám v²ak nedávají dostate£nou informaci o tom,
jak £asto by m¥la být heuristika mH4 ozna£ena za úsp¥²nou. Tato informace byla získána
z pozorování chování b¥hu algoritmu. P°i generování je vhodné ozna£it heuristiku mH4
za úsp¥²nou takovým zp·sobem, aby následovným °ízením spou²t¥ní heuristik nedocházelo
k p°íli² £asté aplikaci mH4 a naopak aby nedocházelo ke zbyte£nému setrvávání v lokálním
extrému. P°i pozorování b¥hu algoritmu za pouºití neuronové sít¥ s r·znými u£icími daty
(s daty generovanými p°i r·zných hodnotách koe�cientu Kmh4) do²lo k získání názoru, ºe
aplikace heuristiky mH4 by u t¥chto testovacích dat m¥la být ozna£ena za úsp¥²nou zhruba
v 50% p°ípad·. Tím pádem se jeví, s ohledem na data získaná experimenty, jako nejvhodn¥j²í
zvolit hodnotu parametru Kmh4 = 0, 02.

Zatím v této práci nebylo zodpov¥zeno, jak dlouho probíhalo u£ení neuronové sít¥, neboli
kolik epoch (tzn. kolikrát neuronové síti p°edloºit mnoºinu u£icích vzork·) k u£ení zvolit.
Pro stanovení po£tu epoch byl pouºit program JNNS, který umoº¬uje p°i poskytnutí u£icích
a testovacích dat ur£it jejich vhodnou hodnotu. Po otestování n¥kolika instancí se ukázalo
jako vhodné nastavit po£et epoch na hodnotu 30 p°i zhruba 1500 vzork· v mnoºin¥ dat.
Proto se neuronová sí´ u£í po dobu 45000/pocet_testovacich_vzorku epoch.

5.4.2 Hlavní experimenty

Experimenty u modi�kovaného algoritmu s °ízením heuristik s pomocí neuronové sít¥ pro-
bíhaly stejn¥ jako v p°edchozí verzi algoritmu (bez neuronové sít¥). Výsledky experiment·
zobrazují obr. 5.7,5.8 a 5.9.
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Obrázek 5.7: Penaliza£ní hodnoty získané aplikací modi�kovaného algoritmu s vyuºitím neu-
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Obrázek 5.8: Penaliza£ní hodnoty získané aplikací modi�kovaného algoritmu s vyuºitím neu-
ronové sít¥ p°i Nh = 6.
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Obrázek 5.9: Penaliza£ní hodnoty získané aplikací modi�kovaného algoritmu s vyuºitím neu-
ronové sít¥ p°i Nh = 8.

Výsledné pr·m¥rné hodnoty penalizace jsou velice podobné hodnotám získaným z expe-
riment· bez pouºití neuronové sít¥. Proto nebudou výsledky diskutovány p°ímo, ale aº ve
srovnání s ostatními algoritmy v kapitole 5.5.

5.5 Srovnání algoritm·

Práce se nejprve zabývá srovnáváním v²ech t°í algoritm· (p·vodní algoritmus s úpravami pro
obecné pouºití, modi�kovaný algoritmus a modi�kovaný algoritmus s pouºitím neuronové
sít¥). Dal²í £ást práce se poté zam¥°í na detailní srovnání modi�kovaného algoritmu bez
a s vyuºitím neuronové sít¥.

5.5.1 Srovnání v²ech naimplementovaných algoritm·

Pro srovnání výsledk· v²ech t°í algoritm· byly vybrány následující hodnoty:

• pr·m¥rné hodnoty penalizace p·vodního algoritmu;

• pr·m¥rné hodnoty penalizace modi�kovaného algoritmu p°i nastavení Nh = 6;

• pr·m¥rné hodnoty penalizace modi�kovaného algoritmu s vyuºitím neuronové sít¥ p°i
nastavení Nh = 6.

Srovnání v²ech t°í algoritmu zobrazují obr. 5.10 a 5.11.
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Obrázek 5.11: Srovnání hodnot penalizací rozvrh· získaných p·vodním algoritmem, modi�-
kovaným a modi�kovaným s vyuºitím neuronové sít¥, £ást 2.
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Z výsledných pr·m¥rných penalizací je z°ejmé, ºe modi�kovaný algoritmus, a´ jiº ve verzi
bez anebo s pouºitím neuronové sít¥, vykazuje na v²ech instancích mimo MUSA rozvrhy
s penalizací dokonce °ádov¥ niº²í neº u p·vodního algoritmu. A to navíc za krat²í dobu -
nap°. u instance Valouxis, která je £asov¥ nejnáro£n¥j²í testovanou instancí, trvala v pr·m¥ru
doba b¥hu p·vodního algoritmu p°es hodinu, zatímco u obou modi�kovaných verzí zhruba
20 minut. I v p°ípad¥ jednoduchých instancí dosahují modi�kované verze lep²ích £asových
výsledk·. Zatímco p·vodní algoritmus u instance Millar1.1 pot°ebuje zpravidla více neº deset
minut, modi�kované verze nikdy nep°ekro£ily v pr·m¥ru 5 minut. I pokud vezmeme v potaz
pom¥rn¥ zna£nou nep°esnost m¥°ení z d·vodu spou²t¥ní na r·zných strojích, je z°ejmé, ºe
modi�kovaný algoritmus £asov¥ i kvalitou rozvrhování p°ed£í p·vodní algoritmus na v²ech
instancích s výjimkou MUSA.

Úsp¥²nost p·vodního algoritmu na instanci MUSA byla jiº diskutována v p°edchozí ka-
pitole 5.3.2. Oba modi�kované algoritmy se jen st¥ºí mohou blíºit k ideálnímu. Optimálního
stavu (rozvrhu s penalizací 175) ani nemohou dosáhnout, pon¥vadº nejsou schopny p°idávat
£i odebírat sm¥ny. Bohuºel u instance MUSA je nutné po£ítat s touto moºností. Optimální
rozvrh získává totiº penalizaci výhradn¥ za nedodrºení preferovaného pokrytí sm¥n. Pro vy-
°e²ení t¥chto p°ípad· by bylo zapot°ebí p°idat dal²í heuristiku, schopnou odstra¬ovat a p°i-
dávat dal²í sm¥ny. P°i této modi�kaci je ov²em nutné brát v potaz, ºe m·ºe dojít k velkému
nár·stu výpo£etní náro£nosti algoritmu. V reálném prost°edí ov²em pravd¥podobn¥ nebu-
deme mít informaci o tom, zdali existuje optimální °e²ení 2 p°i poºadovaném pokrytí v²ech
sm¥n, tím pádem ani nebude jisté, zda je heuristika zapot°ebí a zda její zavedení nebude mít
spí²e negativní vliv na kone£ný výsledek.

5.5.2 Srovnání modi�kovaného algoritmu bez a s vyuºitím neuronové sít¥

Rozdíly v penalizaci rozvrh· generovaných pomocí modi�kovaného algoritmu bez a s po-
uºitím neuronové sít¥ jsou pom¥rn¥ malé, proto jsou hodnoty z d·vodu lep²í p°ehlednosti
zobrazeny v tabulce 5.6.

Tabulka 5.6 zobrazuje pr·m¥rné penalizace rozvrh· generované sledovanými algoritmy.
Pr·m¥rné penalizace jsou u obou algoritm· pom¥rn¥ vyváºené. V n¥kterých p°ípadech posky-
tuje penaliza£n¥ lep²í rozvrhy algoritmus pouºívající neuronovou sí´, v n¥kterých je situace
opa£ná, jindy jsou srovnatelné.

Ukon£ovací podmínkou algoritmu ov²em není, tak jako u p·vodního algoritmu, ur£itý
po£et spu²t¥ných heuristik, nýbrº po£et neúsp¥²ných restart· pomocí heuristiky mH4. Proto
je taktéº d·leºité srovnávat po£et heuristik pot°ebných k získání daného rozvrhu. Srovnání
na základ¥ po£tu spu²t¥ných heuristik mH1-mH4 je uvedeno v tabulce 5.7.

Jak je vid¥t, algoritmus pouºívající neuronovou sí´ ve v¥t²in¥ p°ípad· spou²tí mén¥ heu-
ristik neº algoritmus bez ní. Z hodnot z tabulky 5.7 v²ak není p°ímo moºné poznat, jestli
rozdíl v po£tu spu²t¥ných heuristik je adekvátní k rozdílu penalizace. To lze zjistit pomocí
následujícího vzorce:

PPinst−alg =
PHinst−alg/PHinst−ref
HCinst−ref/HCinst−alg

(5.1)

2Optimální °e²ení nemusí nutn¥ znamenat nulovou penalizaci rozvrhu.
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Modi�kovaný algoritmus Modi�kovaný algoritmus
Instance s neuronovou sítí

Nh = 4 Nh = 6 Nh = 8 Nh = 4 Nh = 6 Nh = 8

Millar-1 111 99 98 121 105 101
GPost 1048 870 761 952 823 742
GPost-B 891 846 878 849 711 651
Valouxis 1330 1128 1000 1316 1104 1049
LLR 307 306 306 307 306 306
SINTEF 14 13 12 14 13 12
MUSA 279 279 278 279 279 278
Millar-1.1 33 30 31 39 29 32

Tabulka 5.6: Pr·m¥rné penalizace rozvrh· na r·zných instancích vygenerovaných modi�ko-
vaným algoritmem a modi�kovaným algoritmem p°i pouºití neuronové sít¥

.

Modi�kovaný algoritmus Modi�kovaný algoritmus
Instance s neuronovou sítí

Nh = 4 Nh = 6 Nh = 8 Nh = 4 Nh = 6 Nh = 8

Millar-1 154 176 198 146 162 171
GPost 459 569 678 461 557 670
GPost-B 494 600 660 499 562 698
Valouxis 564 639 686 563 613 655
LLR 389 423 492 374 421 452
SINTEF 606 676 755 651 683 741
MUSA 232 270 317 228 259 291
Millar-1.1 104 111 126 97 101 116

Tabulka 5.7: Pr·m¥rný po£et spu²t¥ných heuristik p°i pr·b¥hu modi�kovaného algoritmu a
modi�kovaného algoritmu s pouºitím neuronové sít¥
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Ve vzorci 5.1 zna£í PH penaliza£ní hodnotu, HC po£et spu²t¥ných heuristik, inst zvole-
nou instanci, alg zvolený algoritmus a ref zna£í referen£ní algoritmus. Jako referen£ní je zvo-
len modi�kovaný algoritmus, který nepouºívá neuronovou sí´ s Nh = 8. Hodnota PPinst−alg
(pom¥rná penalizace) tedy zna£í pom¥rnou úsp¥²nost algoritmu vzhledem k po£tu spu²t¥-
ných heuristik vztaºenou k referen£nímu algoritmu. �ím niº²í hodnotu daný algoritmus má,
tím je tedy efektivn¥j²í. Srovnání obou algoritm· pomocí vypo£teného PPinst−alg lze nalézt
na grafu z obr. 5.12.
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Obrázek 5.12: Srovnání hodnot pr·m¥rných penalizací rozvrh· vzhledem k po£tu spu²t¥ných
heuristik v pr·b¥hu algoritmu.

Záporná hodnota na grafu znamená, ºe modi�kovaný algoritmus má lep²í pom¥r po£tu
spu²t¥ných heuristik k pr·m¥rné penalizaci generovaných rozvrh· neº modi�kovaný algo-
ritmus pouºívající neuronovou sí´, kladná hodnota zna£í opak. Dle t¥chto experiment· se
ukazuje jako lep²í varianta algoritmus pouºívající neuronovou sí´ ve v¥t²in¥ p°ípad·, s vý-
jimkou instance SINTEF, kde je situace opa£ná. Penalizace se ov²em p°íli² neli²í, pr·m¥rné
hodnoty penalizace rozvrh· (u instance SINTEF) jsou v rozsahu 12 aº 14.

Pr·m¥r penalizace má zajisté vysokou vypovídací hodnotu, ov²em v p°ípad¥ spou²t¥ní
jednotlivých test· by mohlo být více zajímavé dozv¥d¥t se, jaké hodnoty získáme s prav-
d¥podobností alespo¬ 50%. K tomu nám slouºí medián, který byl v této práci jiº pouºit.
Medián získaných výsledk· udává tabulka 5.8.

Získané hodnoty nazna£ují, ºe do²lo k prohloubení rozdíl· mezi ob¥ma srovnávanými
algoritmy. Pro p°ehlednost je op¥t uveden graf s rozdílem hodnot PPinst−alg, ale se zám¥nou
pr·m¥rných hodnot za medián (viz obr. 5.13).

Graf z obr. 5.13 potvrzuje p°edchozí slova o prohloubení rozdíl·. Navíc v n¥kterých p°í-
padech do²lo k p°ehodnocení situace - nap°. u instance Valouxis p°i Nk = 8 do²lo k p°echodu
z neutrální nulové hodnoty na kladnou hodnotu (z hlediska neuronové sít¥).

I p°esto existují instance, kde je stále lep²í modi�kovaný algoritmus nepouºívající neu-
ronovou sí´. V práci bylo jiº zmín¥no, ºe neuronová sí´ ur£uje následující krok pouze tehdy,
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Modi�kovaný algoritmus Modi�kovaný algoritmus
Instance s neuronovou sítí

Nh = 4 Nh = 6 Nh = 8 Nh = 4 Nh = 6 Nh = 8

Millar-1 100 100 100 100 100 100
GPost 1073 661 548 780 554 467
GPost-B 625 581 574 491 382 391
Valouxis 1390 760 690 1380 780 690
LLR 306 306 306 306 306 306
SINTEF 14 12 12 14 13 12
MUSA 280 279 278 279 279 278
Millar-1.1 0 0 0 0 0 0

Tabulka 5.8: Medián penalizace rozvrh· na r·zných instancích vygenerovaných modi�kova-
ným algoritmem a modi�kovaným algoritmem p°i pouºití neuronové sít¥.
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Obrázek 5.13: Srovnání medián· penalizací rozvrh· vzhledem k po£tu spu²t¥ných heuristik
b¥hem pr·b¥hu algoritmu.
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pokud do²lo k zastavení sniºování penalizace rozvrhu. V t¥chto fázích je totiº nejd·leºit¥j²í
rozhodnout, která heuristika má být spu²t¥na. I p°esto, ºe algoritmy byly upraveny tak, aby
bylo umoºn¥no co nejlépe srovnat jejich schopnost nalézt lep²í °e²ení v dobách, kdy se rozvrh
nachází práv¥ v t¥chto fázích, nebylo moºné zaru£it totoºné podmínky.

Chování modi�kovaného algoritmu p°i vyuºití neuronové sít¥ ve fázi, kdy °ízení obsluhuje
metoda tabu vyhledávání, je podobné, ale nikoliv stejné. �ízení metodou tabu vyhledávání
je totiº samoz°ejm¥ ovliv¬ováno aktuálním stavem tabu listu a p°íslu²ným ohodnocením
heuristik (jejich p°i°azenými hodnotami rank). P°i p°epnutí °ízení na neuronovou sí´ ov²em
dochází i k odli²nému chování p°i evaluaci heuristik pro pozd¥j²í fáze, kdy dojde k op¥tov-
nému návratu k °ízení metodou tabu vyhledávání. Metoda tabu vyhledávání °ídí typicky
rozvrh v dob¥ nap°. po aplikování heuristiky mH4, kdy zvolené heuristiky ovliv¬ují, do jaké
£ásti stavového prostoru °e²ení se algoritmus dostane. Tím m·ºe být výsledná penalizace
ovlivn¥na jak negativn¥, tak i pozitivn¥, protoºe k °e²ení klí£ových situací (kdy není jedno-
duché najít rozvrh s lep²í penalizací) je p°istupováno z r·zného stavového prostoru °e²ení.

Pro názornost, jak m·ºe stav, ze kterého algoritmus vychází, ovliv¬ovat výslednou pena-
lizaci rozvrhu, byl proveden test na instanci GPost se dv¥ma r·znými po£áte£ními °e²eními.
Po£áte£ní °e²ení je generováno pseudonáhodn¥, vºdy se volí n¥jaký tzv. seed, který ur£uje
posloupnost generovaných £ísel. Pokud nastavíme seed stejn¥, získáme i stejn¥ zinicializo-
vaný rozvrh. Z dosavadních test· byla vybraná jedna taková seed hodnota, která nep°iná²ela
p°íli² pozitivní výsledky, a druhá s opa£ným efektem. V tabulce 5.9 jsou uvedeny hodnoty
získané pr·chodem modi�kovaného algoritmu bez pouºití neuronové sít¥ p°i dvou rozdílných
hodnotách seed. P°i kaºdém nastavení bylo spu²t¥no 40 test·.

seed = 150 seed = 115

Pr·m¥rná penalizace 547 1104
Medián penalizace 336 1159

Tabulka 5.9: Rozdíly u generovaných výsledk· p°i r·zných inicializa£ních rozvrzích.

Není pochyb o tom, ºe stav, ze kterého algoritmus vychází, má vliv na jeho výsledky.
Pokud vezmeme dále v úvahu, ºe nap°íklad u instance Valouxis v p°ípad¥ modi�kovaného
algoritmu s vyuºitím neuronové sít¥ °ídí neuronová sí´ pouze zhruba necelých 20% v²ech
krok·, dají se pochopit p°ípady, kdy má v¥t²í vliv práv¥ zmi¬ovaný p·vodní stav neº zm¥na
v °ízení zp·sobená aplikací neuronové sít¥.

Pro zlep²ení této situace se nabízí moºnost zm¥ny chování neuronové sít¥ tak, aby reago-
vala nejen v rovin¥ toho, jestli dojde ke zlep²ení penalizace £i nikoliv, ale i v rovin¥ velikosti
zlep²ení penalizace. Zde ov²em musíme brát v úvahu, ºe v takovém p°ípad¥ m·ºe snáze dojít
k uváznutí v lokálním extrému.

Dal²í moºností je nebrat v úvahu pouze následující krok, ale uvaºovat i nad dlouhodob¥j-
²ím vývojem, nap°íklad pomocí technologie vyt¥ºování dat (data mining). P°i vygenerování
velkého mnoºství pr·b¥h· algoritmu by m¥lo být moºné ur£it kroky, které jsou z dlouhodo-
bého hlediska pravd¥podobn¥ prosp¥²né, a které nikoliv.

Hodnoty uvedené v tabulce 5.9 navíc nazna£ují, ºe £áste£ný restart pomocí heuristiky
mH4 nemusí pracovat ideáln¥. Velký rozdíl v nam¥°ených hodnotách m·ºe zp·sobovat i ne-
vhodné £áste£né restartování touto heuristikou. Hlavní princip heuristikymH4 (odstra¬ování
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problémových sm¥n) nemusí vºdy znamenat úsp¥²né vy°e²ení lokálního uváznutí, protoºe jde
o £áste£n¥ deterministickou heuristiku, £ímº hrozí opakované prohledávání stejného stavo-
vého prostoru °e²ení. �e²ením by mohlo být zavedení dal²í heuristiky s funkcí £áste£ného
restartu, která by pracovala více na bázi náhodnosti, a v p°ípad¥ neúsp¥chu aplikace heuris-
tiky mH4 aplikovat tuto.



Kapitola 6

Záv¥r

Cílem této práce bylo vybrat jedno z jiº existujících °e²ení problému rozvrhování sm¥n zdra-
votních sester vhodné pro aplikaci na r·zné typy instancí a navrhnout vlastní algoritmus,
který bude porovnán s vybraným °e²ením.

Z velké ²kály existujících algoritm· byla vybrána jedna konkrétní implementace hyper-
heuristiky °ízené pomocí metody tabu vyhledávání. A£koliv mezi hlavní výhody hyper-
heuristik pat°í moºnost vyuºití na ²irokém spektru instancí, po naimplementování a pro-
vedení experiment· se ukázalo, ºe zvolené nízkoúrov¬ové heuristiky byly p°íli² ²ité na míru
konkrétnímu problému. Penalizace rozvrh· vzniklých aplikací testovacích instancí na tento
algoritmus se p°eváºn¥ ani neblíºila hodnotám, které by se daly povaºovat za uspokojivé.
S výjimkou jediné instance (MUSA), jeº se svou strukturou blíºí té, s níº p·vodní algorit-
mus pracoval. Na této instanci algoritmus naopak dosahoval excelentních výsledk·.

Vzhledem k nedostatk·m p·vodního algoritmu do²lo k jeho modi�kaci. �ádna z p·vod-
ních nízkoúrov¬ových heuristik nebyla zachována, místo nich byly navrºeny nové, pracující
na bázi zám¥ny sm¥n mezi dv¥ma zam¥stnanci a co moºná nejmén¥ se opírající o metadata
vstupní instance. V dal²í fázi poté bylo °ízení nízkoúrov¬ových heuristik £áste£n¥ nahrazeno
klasi�kací pomocí neuronové sít¥ pro otestování vlivu vyuºití um¥lé inteligence na kvalitu
výsledných rozvrh·.

Experimenty prokázaly, ºe modi�kovaný algoritmus, a´ jiº s pouºitím neuronové sít¥, nebo
bez ní, dokáºe generovat rozvrhy s lep²í penalizací neº algoritmus p·vodní, s výjimkou jiº
zmi¬ované instance MUSA. P°i £áste£ném pouºití neuronové sít¥ p°i °ízení nízkoúrov¬ových
heuristik dochází celkov¥ ke zlep²ení z hlediska sníºení pot°ebného po£tu spu²t¥ných heuristik
pro vygenerování rozvrhu, £ímº se potvrzuje, ºe neuronová sí´ dokáºe lépe p°edpovídat,
jaká heuristika s nejv¥t²í pravd¥podobností dokáºe zlep²it aktuální rozvrh. V porovnání se
standardním °ízením pomocí tabu vyhledávání ov²em rozdíly nejsou p°íli² velké.

Modi�kovaný algoritmus nabízí ²iroké moºnosti k jeho roz²í°ení. Jednou z nich je naim-
plementování dal²í heuristiky, která by umoº¬ovala odebrání nebo p°idání sm¥ny. Tím by
mohlo dojít ke zlep²ení výsledk· u instancí podobných instanci MUSA. Z pohledu neuronové
sít¥ by bylo vhodné klasi�kovat kroky nejen z krátkodobého, ale i dlouhodobého hlediska. Za
úvahu by zajisté stálo vyuºití techniky vyt¥ºování dat pro stanovení, které kroky provedené
neuronovou sítí byly vhodné, a dle t¥chto informací neuronovou sí´ p°eu£it. Reálné dopady
takových zm¥n ov²em vyºadují °ádné otestování jejich ú£inku, proto tyto kroky pouze do-
poru£uji pro budoucí výzkum.
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P°íloha A

Seznam pouºitých zkratek

NP Non deterministic

ILP Integer linear programming

RDF Resource Dilation Factor

NRP Nurse rostering problem

XML Extensible Markup Language

HTML HyperText Markup Language

API Application Programming Interface

VDS Variable depth search

JNNS Java Neural Network Simulator

CPU Central Processing Unit

GHz GigaHertz

CP Cover Penalty
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P°íloha B

Seznam pouºitého matematického
zna£ení

Prom¥nná Význam
rank ohodnocení heuristik - tabu vyhledávání
rnmin minimální hodnota ohodnocení (rank) heuristik - tabu vyhledávání
rnmax maximální hodnota ohodnocení (rank) heuristik - tabu vyhledávání
InFeas ohodnocuje nevyváºenost rozvrhu
Cdemand koe�cient ur£ující vliv hodnoty InFeas na evalua£ní funkci
ξ vnit°ní potenciál neuronu
w váha vstupu neuronu
θ práh neuronu
y výstupní funkce neuronu
Phd úsp¥²nost heuristiky d (mHd)
Kmh4 maximální pom¥rná tolerance, která ur£uje, kdy je pouºití heuristiky mH4

povaºováno za úsp¥²né
PPins−alg pom¥rná penalizace na instanci ins p°i zvolení algoritmu alg
Nh po£et restart· pomocí mH4 neº dojde k ukon£ení testu

Tabulka B.1: Seznam pouºitého matematického zna£ení - uvedena jsou pouze taková, která
se vyskytují i jinde, neº jen v daném vzorci, p°ípadn¥ textu navazujícím p°ímo na vzorec.
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P°íloha C

Manuál pro programátora

Naimplementování algoritmu prob¥hlo v programu Microsoft Visual Studio 2012 Ultimate.
�e²ení (Solution) se skládá z n¥kolika projekt· (viz tabulka C.1).

Název projektu Popis projektu
Core jádro frameworku NRP
InitialTSHH p·vodní algoritmus
Modi�edTSHH modi�kovaný algoritmus (s moºností vyuºití neur. sít¥)
NeuroCore framework neuronové sít¥ (neuroDotNet)
Solver pomocný projekt frameworku NRP
SolverTests pomocný projekt k frameworku NRP, na£ítá poºadovaný rozvrh,

zavolá danou metodu °e²ení a poté vygeneruje výstupní soubory

Tabulka C.1: Popis sady projekt· v programu Microsoft Visual 2012 Ultimate.

Z velké mnoºiny funkcí integrovaných ve frameworku NRP se pouºívají p°edev²ím funkce
uvedené v tabulce C.2.

Název funkce Umíst¥ní Popis funkce
Clone() Core\Roster vytvo°í kopii rozvrhu
RecalculateAllPenalties() Core\Roster p°epo£ítá penalizaci rozvrhu
AssignShift(Employee, Shift) Core\Roster p°i°adí sm¥nu zam¥stnanci
UnAssignShift(Employee, Shift) Core\Roster odebere sm¥nu zam¥stnanci

Tabulka C.2: Popis nejpouºívan¥j²ích funkcí frameworku NRP.

Hlavní funkce frameworku NeuroDotNet pouºívané pro ú£ely této práce popisuje tabulka
C.3.

Struktura implementace p·vodního algoritmu je zobrazena na obr. C.1. T°ídy H1a-H7a
reprezentují stejn¥ pojmenované heuristiky popsané v této práci. T°ída LLHFunctions ob-
sahuje podp·rné metody pouºívané p°edev²ím t°ídami H1a-H7a. T°ída ILowLevelHeuristic
de�nuje rozhraní heuristik. Hlavní t°ídou tohoto projektu je InitialTSHHSolver, která mimo
jiné implementuje logiku tabu vyhledávání.
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Název funkce Umíst¥ní Popis funkce
Learn(TrainingSet, epochs) NeuroCore\Network prob¥hne u£ení dané neuronové sít¥
Run(input) NeuroCore\Network vrátí výstupní hodnoty

neuronové sít¥ p°i daném vstupu

Tabulka C.3: Popis nejpouºívan¥j²ích funkcí frameworku NeuroDotNet.

Obrázek C.1: Struktura projektu InitialTSHH.

Strukturu implementace modi�kovaného algoritmu poté zobrazuje obr. C.2. T°ídy mH1-
mH5 implementují logiku stejnomenných heuristik. T°ídy LLHUtil, BestRosters a NeuroNe-
tworkFeatures jsou podp·rnými t°ídami obsahujícími funkce k danému problému (problém
nazna£uje jméno t°ídy). IHeuristic de�nuje rozhraní modi�kovaných heuristik a t°ída Modi-
�edTSHHSolver je hlavní t°ídou obsahující °ízení heuristik pomocí metody tabu vyhledávání
£i neuronové sít¥.

Pro spu²t¥ní poºadovaného testu je nejprve nutné ve t°íd¥ Test (projekt SolverTests, který
je zárove¬ startovacím projektem) nastavit poºadovanou vstupní instanci pomocí °et¥zové
prom¥nné schedulingPeriodID. Dále nastavit prom¥nou search v metod¥ ExecuteSearch():

• search = new InitialTSHHSolver() - pro spu²t¥ní p·vodního algoritmu.

• search = new Modi�edTSHHSolver() - pro spu²t¥ní modi�kovaného algoritmu

Kaºdá z t¥chto voleb umoº¬uje nastavit n¥které dal²í parametry týkající se pr·b¥hu al-
goritmu. Parametry lze volit p°i°azením hodnoty prom¥nným, které jsou na za£átku hlavních
t°íd daných algoritm·. Seznam prom¥nných souvisejících s p·vodním algoritmem obsahuje
tabulka C.4 a s modi�kovaným algoritmem (s moºností povolit °ízení pomocí neuronové sít¥)
tabulka C.5. Po zvolení t¥chto parametr· samoz°ejm¥ následuje spu²t¥ní projektu.

P°i zvolení spu²t¥ní více test· (prom¥nná cycles u p·vodního algoritmu a tabuOrNeuro-
Cycles u modi�kovaného algoritmu) se po jejich ukon£ení vypí²ou nejniº²í penalizace rozvrh·
v rámci kaºdého testu a rozvrh s celkov¥ nejniº²í dosaºenou penalizací se uloºí do souboru



67

Obrázek C.2: Struktura projektu Modi�edTSHH.

Název prom¥nné Funkce prom¥nné
cycles nastavení po£tu opakování testu
maxIterations nastavení po£tu spu²t¥ných heuristik v jednom testu

Tabulka C.4: Popis prom¥nných v projektu InitialTSHH.

Název prom¥nné Funkce prom¥nné

generateSampleForNN v p°ípad¥ hodnoty true dojde nejprve k vygenerování dat

pro neuronovou sí´ a následnému spu²t¥ní algoritmu °ízeného

metodou tabu vyhledávání a neuronovou sítí, v opa£ném

p°ípad¥ se volba algoritmu °ídí prom¥nnou useNeuralNetwork

useNeuralNetwork v p°ípad¥ hodnoty true se pouºije k °ízení

heuristik metoda tabu vyhledávání i neuronová sí´,

v opa£ném p°ípad¥ se neuronová sí´ nepouºije

Nh udává po£et neúsp¥²ných restart· pomocí

heuristiky mH4, neº se test ukon£í

generateSampleMaxSteps maximální po£et iterací v jednom cyklu

p°i generování vzork· pro u£ení neuronové sít¥

generateSampleCycles po£et spu²t¥ných cykl· p°i generování vzork· pro

u£ení neuronové sít¥

�leToCreate název souboru, kam se uloºí data vygenerovaných

vzork· pro u£ení neuronové sít¥

tabuOrNeuroCycles po£et spu²t¥ných test· p°i spu²t¥ní modi�kovaného

algoritmu nebo modi�kovaného algoritmu

s pouºitím neuronové sít¥

dir cesta k adresá°i, kde jsou uloºeny soubory

s vygenerovanými daty pro u£ení neuronové sít¥

�lename jméno souboru, ve kterém jsou uloºena data

vygenerovaná pro u£ení neuronové sít¥

Tabulka C.5: Popis prom¥nných v projektu Modi�edTSHH.
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ve formátu XML do sloºky html\data\solutions\xml spustitelný v programu RosterBoos-
ter a standardního HTML souboru do sloºky html\data\solutions\html. Soubory obsahující
vzorky pro neuronovou sí´ se nacházejí ve sloºce neuroData.



P°íloha D

Obsah p°iloºeného CD

.

|-- Text - adresá° obsahující diplomovu práci v PDF

\-- Hyper-heuristics - adresá° obsahující projekt MS Studia 2012 + souvísející data

|-- Core - adresá° obsahující zdrojové kódy frameworku NRP

|-- html - adresá° obsahující dopl¬kové soubory k frameworku NRP

|-- InitialTSHH - adresá° obsahující zdrojové kódy p·vodního algoritmu

|-- ModifiedTSHH - adresá° obsahující zdrojové kódy modifikovaných algoritm·

|-- neuroData - adresá° obsahující dopl¬kové soubory pro modifikovaný algoritmus

|-- NeuronDotNet Source - adresá° obsahující zdrojové soubory

| frameworku NeuronDotNet

|-- Solvers - adresá° obsahující zdrojové kódy frameworku NRP

\-- SolverTests - adresá° obsahující zdrojové kódy frameworku NRP
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