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Abstract

Translation of Czech abstract into English. Development of good predictive regression models
and classi�ers is computationally very expensive. This thesis aims to present changes made
to FAKE GAME software in order to enable distributive computation of models it generates.
I propose two designs and implementations of necessary adjustments to the software; the �rst
one changes the current process of model development to support multi-threading, the later
is integration with Storm framework and distributive �le system HDFS to support parallel
execution across cluster systems.

Experiments performed on both real and arti�cial datasets con�rm considerable speedup
of development process for most real models as well as scalability of application on clusters.

Abstrakt

Tvorba kvalitních klasi�ka£ních a regresních model· je výpo£etn¥ velmi náro£ná operace.
Moje práce pojednává o vyuºití distribuovaného po£ítání pro zrychlení tvorby model· gene-
rovaných aplikací FAKE GAME. P°edstavuje dva návrhy a zp·soby implementace paraleli-
zace výpo£t· pro urychlení tvorby model· a jejich integraci s aplikací FAKE GAME. První
p°ed¥lává sou£asný zp·sob tvorby modelu do vícevláknové podoby, druhý zp·sob umoº-
¬uje nasazení na distribuovaném systému s pouºitím frameworku Storm a distribuovaného
�lesystému HDFS.

Experimenty provedé na realných i um¥lých datech potvrzují zrychlení výpo£t· pro v¥t-
²inu realných model· a ²kálovatelnost aplikace pro distribuované systémy.
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Kapitola 1

Úvod

Výpo£et kvalitních klasi�kátor· a regresních model· je £asov¥ velmi náro£ný. Open source
aplikace FAKE GAME, kterou vyvíjí skupina CIG na fakult¥ informa£ních technologií �VUT,
poskytuje uºivateli moºnost vyvíjet modely bez vysoké odborné znalosti problematiky da-
taminingu i bez hlub²ích znalostí struktury modelovaných dat. Paralelizaci aplikace FAKE
GAME jsem se v¥noval i ve své bakalá°ské práci. Ta v²ak pro²la v roce 2010 celkovým
redesignem a vývoj model·, které generuje, probíhá v sou£asné dob¥ sekven£n¥.

Mým prvním cílem je urychlit tento proces pomocí paralelizace výpo£tu model· v exis-
tující aplikaci pro systémy se sdílenou pam¥tí. Vedoucí projektu zárove¬ plánují vytvo°it
aplikaci, která p°es webové rozhraní nabídne uºivatel·m moºnost real-time zpracování mo-
del·. Mým druhým cílem je tudíº navrhnout nový modul, fungující jako distribuovaný server
pro po£ítání model· z velkých objem· dat.

Pro úplnost textu zde znovu uvedu n¥které informace ze své bakalá°ské práce.

Na za£átku práce p°edstavím aplikaci FAKE GAME a pro ni speci�cký zp·sob výpo£tu
model·.

Druhou kapitolu budu v¥novat popisu problematiky dobývání znalostí (data miningu),
vysv¥tlení procesu a p°iblíºení n¥kterých metod p°i n¥m pouºívaných.

Algoritmy modelování induktivních model· jsou výpo£etn¥ velmi náro£né. Proces para-
lelizace je proto, vedle optimalizace pouºívaných algoritm·, dal²í moºností zrychlení výpo£tu
a tím i získání modelu. Následující kapitolu budu tedy v¥novat nástinu problematiky para-
lelního programování.

Poté se zam¥°ím na rozbor moºností paralelizace výpo£tu model· generovaných pomocí
aplikace FAKE GAME, popí²i zp·sob implementace zvolených moºností a p°edstavím pro-
vedené experimenty a jejich výsledky.

V záv¥ru zhodnotím zvolená °e²ení a postupy.

1
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Kapitola 2

Aplikace FAKE GAME

2.1 P°edstavení FAKE GAME

Projekt FAKE GAME je vyvíjen výzkumnou skupinou CIG (Computational Intelligence
Group) na fakult¥ informa£ních technologií �VUT. Cílem projektu je vývoj softwaru pro
zautomatizování procesu extrakce informací z dat. V posledních letech pro²la aplikace celou
°adou zm¥n, p°i£emº jednou z nejvýznamn¥j²ích je celková zm¥na konstrukce model·.

P·vodní FAKE GAME vychází z algoritmu Multilayered Iterative Algorithm (MIA) [14].
Model systému zde byl reprezentován formou sít¥. Konstrukce modelu sloºitého systému
probíhala vrstvu po vrstv¥ b¥hem procesu u£ení, p°i£emº u£ení - úprava parametr· p°enosové
sít¥ - probíhalo za pouºití dat popisujících modelovaný systém. Dne²ní FAKE GAME vyuºívá
generování metalearningových ²ablon a ensemble model· k získání �nálního modelu.

2.2 Metau£ení a ²ablony

Metalearning (metau£ení) je oblast strojového u£ení, kdy jsou u£ící algoritmy aplikovány na
výsledky z experiment·. Jedná se tak vlastn¥ o u£ení se o u£ení, kdy se u£ící systém pomocí
metalearningových algoritm· snaºí odhadnout nejvhodn¥j²í algoritmy pro modelování ur£i-
tého typu dat. Podobn¥ jako samotné trénování modelu probáhí i metau£ení ve dvou fázích
[17]:

• Fáze získávání znalostí (trénovací fáze):
Probíhá jako získávání pot°ebných informací ze vstupních datových soubor· (metaa-
tribut· a charakteristik). Výsledkem jsou metaznalosti o vstupním souboru a vhodný
klasi�kátor nebo mnoºiny klasi�kátor· (u£ící strategie) pro tento soubor.

• Fáze doporu£ovací (testovací fáze):
V té jsou metainformace získané v trénovací fázi pouºity ke kon�guraci a doporu£ení
optimální u£ící strategie. Metaatributy získané z aktuálního datového setu jsou porov-
návány s metaatributy získanými v p°edchozí fázi a na základ¥ jejich podobnosti dojde
k výb¥ru a doporu£ení optimální strategie.

3



4 KAPITOLA 2. APLIKACE FAKE GAME

Metalearningová ²ablona je mnoºinou metalearningových algoritm·, modelovacích £i kla-
si�ka£ních algoritm· a jejich parametr· v hierarchické struktu°e. Modely a klasi�kátory níºe
v hierarchii jsou více specializované na konkrétní podmnoºiny instancí dat nebo atribut·.
Tímto zp·sobem je tak vstupní problém dekomponován na men²í podproblémy a výsledné
°e²ení (model) se skládá z °e²ení t¥chto subproblém·. Nejlépe si lze ²ablony p°edstavit jako
strom, kde listy tvo°í základní algoritmy a uzly p°edstavují ensemble algoritmy.

  

Bagging

DT

(sm=5)

Boosting DT

(sm=10)

5NN

2NN Stacking

(SVM)

DT

(sm=2)

NN

Obrázek 2.1: Obrázek ukazuje ²ablonu, p°i jejímº pouºití je na celý vstupní da-
taset aplikován algoritmus Bagging 3.6.2.1, který vygeneruje 4 podmnoºiny dat pro
£leny ensemblu. Druhá podmnoºina je pak pouºitá pro trénování KNN klasi�ká-
toru 3.6.1.2 pomocí Boostingu, který zaru£í, ºe vzorky, na kterých vykazoval KNN
vysokou chybovost, budou s v¥t²í pravd¥podobností pouºity v trénovacím datasetu
Stackingu neuronové sít¥ a rozhodovacího stromu.

�ablony mohou být vytvo°eny ru£n¥ za pouºití expertních znalostí, cílem aplikace FAKE
GAME je ale celý proces u£ení automatizovat [6]. FAKE GAME tak nabízí moºnost automa-
tické tvorby ²ablony pomocí genetického programování a zaru£uje optimalitu pro konkrétní
data set. Paralelizace procesu tvorby ²ablon je mimo rozsah této práce, zde se v¥nuji pouze
paralelizaci procesu u£ení.



Kapitola 3

Proces dobývání znalostí - data
mining

3.1 P°edstavení problému

�Proces dobývání znalostí je proces netriviální extrakce implicitních, d°íve neznámých a po-
tenciáln¥ uºite£ných informací z dat [21].�

Data mining je proces analyzování dat z r·zných perspektiv a jejich shrnutí do pro nás
prosp¥²né, prakticky vyuºitelné informace, která p°inese uºitek v podob¥ trefných prognóz
a pouºitelných záv¥r· a klasi�kací. Dnes má velmi ²iroký rozsah vyuºití - a´ jiº ve v¥deckém
výzkumu p°i analýze genetické informace, p°i tvorb¥ model· pro p°edpov¥di po£así, v medi-
cín¥ p°i hledaní faktor· ovliv¬ující výskyt chorob, v pr·myslovém vyuºití pro vyhledáva£e,
plánovací systémy a �nan£ní modeling, a v rámci marketingu p°i odhadu chovaní zákazník·
£i u °ízení lidských zdroj· p°i hledaní vlastností úsp¥²ných zam¥stnanc·.

Podle [16] mezi nej£ast¥j²í úlohy °e²ené pomocí data miningu pat°í:

• Popis dat

Vizualizace

Sumarizace

• Hledání �nuget·�

Dominantní struktury, asocia£ní pravidla

Segmentace, shluková analýza, popis rozd¥lení dat

• Predikce

Klasi�kace (predikce kategoriální prom¥nné)

Regrese (predikce spojité prom¥nné)

�asové °ady (predikce závislé na £ase)

5
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3.2 Historie

Poprvé se aktivity, které dnes ozna£ujeme jako data mining, za£ínají objevovat v 60. letech
minulého století. �lo nap°íklad o vyuºívání techniky regresní analýzy s automatickým vý-
b¥rem prom¥nných £i rozhodovacími stromy, v¥t²inou se v²ak jednalo o ojedin¥lé £i spí²e
akademické záleºitosti.

S rozvojem statistických metod a um¥lé inteligence, masivním pouºíváním databázových
aplikací a samoz°ejm¥ i technologickým rozvojem po£íta£· zaznamenávají data miningové
postupy první praktické pouºití v pr·b¥hu sedmdesátých a osmdesátých let. Slovní spojení
data mining tehdy ov²em stále m¥lo spí²e hanlivý p°ídech: ozna£ovalo �vyzobávání rozinek�
z dat, hledání korelací ve velkých datových souborech, které � jak známo ze statistické teorie
� je vystaveno obrovskému nebezpe£í, ºe �objeví� pouze nahodilé �uktuace v datech, bez
moºnosti zobecn¥ní a praktického vyuºití.

Výrazný rozvoj zaznamenává data mining po£átkem 90. let 20. století. V té dob¥ jiº
existují metody umoº¬ující se vý²e zmín¥nému problému vyhnout a navíc roste poptávka po
nástrojích pro získávání pot°ebných informací ze stále se zv¥t²ujících objem· dat, p°edev²ím
z komer£ní sféry, coº napomáhá k zavedení a uznání data miningu jakoºto oboru aplikované
v¥dy a k jeho ²irokému pouºití v komer£ní praxi. Nár·st mnoºství aplikací v oblasti data
miningu má za následek vznik °ady specializovaných softwarových produkt· £i konzulta£ních
�rem zabývajících se touto problematikou.

Vzhledem k sloºitosti a rozdílnosti proces· spjatých s data miningem se b¥hem 90. let
objevily metodologie snaºící se tento proces formalizovat.

3.3 Metodologie data miningu

V [15] si m·ºeme v p°edmluv¥ p°e£íst následující motto: �Máte-li ²patné údaje, ale dokonalou
logiku, pak jsou va²e záv¥ry zcela jist¥ mylné. Dop°ejete-li si tudíº sem tam n¥jakou trhlinu
v logickém uvaºování, m·ºete díky náhod¥ dosp¥t ke správnému záv¥ru.�

Práv¥ vý²e zmín¥né motto vystihuje pot°ebu vzniku ucelené metodologie. Ty vznikají v
pr·b¥hu 90. let jako produkt softwarových �rem - nap°. metody 5A �rmy SPSS, nebo metoda
SEMMA spole£nosti SAS, a rovn¥º jako spolupráce výzkumných £i komer£ních institucí jako
�softwarov¥ nezávislé� - nap°. CRISP-DM.

3.3.1 Metodologie 5A

Metodologii �5A� nabízí �rma SPSS jako sv·j pohled na proces dobývání znalostí:

• Assess � posouzení pot°eb projektu

• Access � shromáºd¥ní pot°ebných dat

• Analyze � provedení analýz

• Act � p°em¥na znalostí na ak£ní znalosti

• Automate � p°evedení výsledk· analýzy do praxe
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3.3.2 Metodologie SEMMA

Softwarový produkt �rmy SAS, Enterprise Miner, vychází z vlastní metodologie �SEMMA�
pro dobývání znalostí:

• Sample � vybírání vhodných objekt·

• Explore � vizuální explorace a redukce dat

• Modify � seskupování objekt· a hodnot atribut·, datové transformace

• Model � analýza dat a vytvo°ení modelu

• Assess � porovnání model· a interpretace

3.3.3 Metodologie CRISP-DM

Dle [2] vznikla metodologie CRISP-DM (CRoss-Industry Standard Process for Data Mining)
v rámci výzkumného projektu Evropské komise. Cílem projektu je navrhnout univerzální po-
stup (standardní model procesu dobývání znalostí), který bude pouºitelný v nejr·zn¥j²ích
komer£ních aplikacích. Vytvo°ení takovéto metodologie umoºní °e²it rozsáhlé úlohy dobývání
znalostí rychleji, efektivn¥ji, spolehliv¥ji a s niº²ími náklady. Krom¥ návrhu standardního po-
stupu má CRISP-DM nabízet �pr·vodce� potenciálními problémy a °e²eními, které se mohou
vyskytnout v reálných aplikacích. Na projektu spolupracují �rmy NCR (p°ední dodavatel
datových sklad·), Daimler Chrysler, ISL (tv·rce systému Clementine) £i OHRA (holandská
poji²´ovna). V²echny tyto �rmy mají bohaté zku²enosti s reálnými úlohami dobývání znalostí
z databází. Metodika CRISP-DM uvádí následující kroky:

• Business Understanding � porozum¥ní problematice

• Data Understanding � porozum¥ní dat·m

• Data Preparation � p°íprava dat

• Modeling � modelování

• Evaluation � vyhodnocení výsledk·

• Deployment � vyuºití výsledk·

Terminologie zavedení v rámci této metodiky dnes tvo°í standard v oboru.

3.4 Podrobn¥j²í popis jednotlivých fází

V²echny uvedené metodologie popisují v podstat¥ tentýº proces, který lze podle [16] podrob-
n¥ji popsat následujícím zp·sobem:
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3.4.1 Porozum¥ní problematice

Po£áte£ní fáze je zam¥°ena na porozum¥ní cíl·m projektu z obchodního hlediska a poté na
p°em¥nu t¥chto znalostí na de�nici dataminingového problému:

• Cíle podnikání � porozum¥t pot°ebám klienta, identi�kovat cíle a jejich provázanost

• Pr·zkum situace � vyjasn¥ní terminologie, analýza návratnosti investic, analýza pro-
st°edk· a poºadavk· na projekt, zváºit omezení

• Stanovení cíl· dataminingového projektu v technických pojmech � analýza obchodních
poºadavk·, návrh °e²ení a typ model

• Vytvo°ení plánu projektu � jednotlivé fáze, jejich délka, vstupy, výstupy, zdroje, ná-
stroje

3.4.2 Porozum¥ní dat·m

Fáze porozum¥ní dat·m za£íná s p·vodní kolekcí dat a pokra£uje aktivitami sm¥°ujícími k
seznámení se s daty, k identi�kaci problém· kvality dat a k detekování d·leºitých vazeb pro
získání pot°ebných informací:

• Sb¥r dat � získání úvodní kolekce dat (z databáze, datového skladu, vstupu) a jejich
p°edzpracování pro vyuºití analytickým softwarem

• Popis dat � mnoºství dat, formát

• Pr·zkum dat � popisné statistiky, identi�kace vztah· mezi atributy dat, významné
subpopulace, odlehlé hodnoty

• Ov¥°ení dat � úplná data, chyb¥jící data, ²umy, neplatná data

• Eliminace chybných a odlehlých hodnot � nesmyslné hodnoty v datech (nap°. záporný
£as), odlehlé hodnoty nejsou chybné, nicmén¥ statisticky málo významné

• Zpracování chyb¥jících dat � odstranit objekty s chyb¥jícími daty, pro tvorbu modelu
pouºít metody odolné v·£i chyb¥jícím dat·m, pop°. chyb¥jící data doplnit (mediánem,
st°ední hodnotou ...)

3.4.3 P°íprava dat

Tato fáze spo£ívá ve vytvo°ení kone£ného souhrnu dat, který bude pouºit pro tvorbu modelu:

• Odvození nových prom¥nných � shrnutí relevantních údaj· a pop°ípad¥ transformace
mén¥ relevantních

• Normalizace dat � standardizace jednotek, optimalizace
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• Selekce prom¥nných � výb¥r prom¥nných, které mají na modelovaný jev nejv¥t²í vliv,
analytické metody jsou v¥t²inou výpo£etn¥ náro£né a pro zbyte£n¥ velká datová pole
by byly výpo£ty neúm¥rn¥ sloºité

• Extrakce prom¥nných � vytvo°ení men²ího po£tu prom¥nných, které nesou maximum
informací z p·vodních dat

• Selekce relevantních objekt· � podobn¥ jako selekce a extrakce prom¥nných

• Formátování dat � úprava dat pro pot°eby pouºitého modelovacího nástroje

3.4.4 Modelování

Fáze modelování zahrnuje vytvo°ení °ady model· za pouºití r·zných modelovacích technik:

• Výb¥r typu modelu a modelovací techniky � s ohledem na data, budoucí pouºití, sro-
zumitelnost, obvykle kombinace n¥kolika model·

• Stanovení testovacího plánu � testovací data, validace

• Tvorba modelu � lad¥ní parametr·, zpracování vygenerovaných výsledk·

• Hodnocení modelu � zváºení vypovídající hodnoty modelu z pohledu p°esnosti a obec-
nosti

3.4.5 Ohodnocení

V této fázi projektu máme hotový model £i modely, které by m¥ly být dostate£n¥ kvalitní
a které slibují relevantní podklady k analýze. P°ed posledním krokem je ale je²t¥ d·leºité
znovu d·kladn¥ zváºit vypovídací hodnotu modelu a p°esv¥d£it se, ºe model skute£n¥ spl¬uje
v²echny obchodní poºadavky, které byly zadány zadány. Rovn¥º je t°eba se ujistit, ºe model
není �p°etrénovaný� konkrétními testovacími daty, coº je typické pro prokládání datových
bod· polynomem vysokého stupn¥ (aproximace neznámé funkce). Zárove¬ je jiº v této fázi
t°eba zváºit dal²í kroky, jako jsou nap°. moºnosti zlep²ení do budoucna.

3.4.6 Nasazení modelu

Vytvo°ením modelu projekt nekon£í, je pot°eba stále vy°e²it v¥ci jako je integrace modelu £i
vyvinutého softwaru do podnikové infrastruktury, zajistit dosaºitelnost získaných informací
a zárove¬ model udrºovat a sledovat, pop°. obnovit £i p°estavit stávající model na model
nový.
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3.5 Princip modelování

Výpo£etním jádrem celého procesu dobývání znalostí z databází je pouºití analytických me-
tod. Vstupem do analytických procedur jsou p°edzpracovaná data, výstupem jsou znalosti.
V²echny metody pouºívané pro data mining vycházejí z p°edpokladu, ºe jednotlivé problémy
(objekty) pat°ící k témuº konceptu (t°íd¥) lze popsat pomocí podobných charakteristik (atri-
but·), které jsou pro daný koncept spole£né - tyto metody také bývají ozna£ovány jako
metody u£ení na základ¥ podobností (similarity-based learning).

U£ení na základ¥ podobnosti pak vychází z úvahy, ºe objekty p°edstavující p°íklady téhoº
konceptu vytvá°ejí v tomto prostoru jakési shluky. Cílem modelování je tedy nalézt vhodnou
reprezentaci t¥chto shluk·, pomocí procesu u£ení modelu. Proces u£ení lze rozd¥lit dle pouºití
�trenéra� na metody s trenérem a metody bez trenéra - neboli jestli trénovací mnoºina dat
obsahuje ohodnocené p°íklady, £i nikoliv. Dílem u£ení je pak nalézt popis jednotlivých t°íd.

Poºadavky na model p°i tomto procesu lze shrnout takto:

• Vyuºitelnost p°i predikci

• Schopnost generalizace � nalézat obecn¥ platné závislosti v datech

• Model nesmí být p°eu£ený � nesmí se nau£it �zdánlivé� závislosti v datech nebo ²um

Znalosti lze potom prezentovat r·znými zp·soby - nap°. jako reprezentativní p°íklady (vy-
uºívají analogické metody), funkce odpovídajícím jednotlivým shluk·m £i rozd¥lení prostoru
atribut· na snadno popsatelné, pravidelné útvary. V reálném ºivot¥ j¥ £astým problémem
snaha analytik· pouºívat pro v²echny problémy stejné metody a nástroje, typicky ty, které
nejlépe ovládají. To m·ºe vést aº k p°íli² velkému ohýbání smyslu dat pouze za ú£elem moº-
nosti vyuºít �sv·j� nástroj. Ve statistice tuto vlastnost ilustruje nap°. oblíbenost n¥kterých
model· regresní analýzy, ov²em pokud vezmeme v potaz dal²í metody a algoritmy, dostá-
váme velký rozsah prost°edk·, které umoº¬ují výrazn¥ zlep²it výsledky, pop°ípad¥ zefektivnit
jednotlivé úlohy (pro£ vyuºívat neuronové sít¥ na n¥co, co jednodu²e zvládnou stromy, na£
hledat v asocia£ních pravidlech �nty pro práci s £asovými údaji, kdyº existují £asové °ady
atd.).

3.6 Modely aplikace FAKE GAME

Aktuální implementace FAKE GAME nabízí dv¥ skupiny algoritm·algoritm·: alforitmy pro
základní modely, které jiº v¥t²inou nelze dále dekomponovat, a algoritmy, pro sloºené modely,
tzv. ensembly.

3.6.1 Základní algortimy

Krom¥ ²kály regresních model· realizovaných jako elementární funkce nabízí aplikace FAKE
GAME také °adu klasi�ka£ních algoritm·.
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3.6.1.1 Rozhodovací stromy

Jednou z nejpouºívan¥j²ích metod reprezentace znalostí je metoda rozhodovacích strom·.
Smysl tohoto uspo°ádání je velmi snadno pochopitelný a je znám z celé °ady oblastí. Smyslem
konstrukce stromu je rozd¥lování mnoºiny trénovacích dat na men²í podmnoºiny tak, aby v
kaºdé podmnoºin¥ p°evládaly prvky jedné t°ídy. Od ko°ene stromu se na základ¥ odpov¥dí
na otázky (umíst¥né v nelistových uzlech) postupuje p°íslu²nou v¥tví stále hloub¥ji, aº do
listového uzlu, který odpovídá za°azení p°íkladu do t°ídy. Podrobn¥j²í informace o konstrukci
rozhodovacích strom· jsou k dispozici nap°. v této online p°edná²ce [7]. Následující p°íklad,
který popisují obrázky 3.1 a 3.2, je p°evzat práv¥ z uvedené p°edná²ky.

Obrázek 3.1: Ukázková data pro rozhodovací strom 3.2

3.6.1.2 K-Nejbliº²ích soused·

V p°ípad¥ K-nejbliº²ích soused· jsou t°ídy reprezentovány svými typickými p°edstaviteli.
V procesu klasi�kace se pak nový p°ípad za°adí do t°ídy na základ¥ podobnosti (nejmen²í
vzdálenosti ke k-reprezentant·m n¥jaké t°ídy). Obrázek 3.3 ilustruje zp·sob klasi�kace.

3.6.1.3 Bayessovský klasi�kátor - Bayess classi�er

Bayesovský klasi�kátor je zaloºený na algortimu, který je podrobn¥ji popsán v [13, 8] a který
vychází z Bayessova teorému:

P (A|B) =
P (B|A)P (A)

P (B)
, (3.1)
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Obrázek 3.2: Rozhodovací strom vzniklý na základ¥ dat 3.1

kde P (A) a P (B) jsou pravd¥podobnosti výskytu jev· A a B, P (A|B) a P (B|A) jsou prav-
d¥podobnosti jevu A za p°edpokladu, ºe platí B a obrácen¥. Zárove¬ se p°edpokládá, ºe A
a B jsou na sob¥ nezávislé.

P°i klasi�kaci pomocí Bayssovksého klasi�kátoru budeme hledat hypotézu s maximální
posteriorní pravd¥podobností - tj. nejv¥t²í pravd¥podobností ºe daná hypotéza je na základ¥
trénovacích dat platná.

Ammp = maxP (B|Ai)P (Ai), (3.2)

3.6.1.4 Algoritmy podp·rných vektor· (SVM - Support Vector Machine)

Základní princip této metody spo£ívá v p°evodu p·vodního vstupního prostoru hodnot do
prostoru nového, typicky vícedimenzionálního, kde lze odd¥lit r·zné t°ídy hodnot pomocí
lineárních odd¥lova£·, nebo´ pro nalezení lineárních hranic existují efektivní algoritmy [12].
Lineárním odd¥lova£em bývá typicky nadrovina. Tu lze vºdy najít p°i pouºití prostoru s
dostate£ným mnoºstvím dimenzí: obecn¥ platí, ºe pro N datových bod· je moºné najít
linearní odd¥lova£ v prostoru s N − 1 dimenzemi. U prostor·, kde se po£et dimenzí D blíºí
N hrozí nebezpe£í p°etrénování lmodelu a SVM musí tím pádem hledat optimální lineární
odd¥lova£. Lineární odd¥lova£ poskytuje co nej²ir²í pásmo mezi sebou samým a pozitivn¥
ohodnocenými p°íklady na jedné stran¥, a mezi sebou samým a negativn¥ ohodnocenými
p°íklady na stran¥ druhé.

Pro vyhledání optimálního odd¥lova£e se v algoritmu SVM vyuºívá metody kvadratického
programování. Lze dokázat [12] ºe se pracuje pouze s t¥mi p°ípady trénovací mnoºiny (práv¥
tzv. podp·rné vektory), které jsou pro výpo£et odd¥lova£e podstatné, £ímº výrazn¥ urychlují
u£ení modelu.
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Obrázek 3.3: K-nejbliº²ích soused· - nový prvek (zelený kruh) bude vyhodnocen
jako £ervený trojúhelník pro k = 2, pro k = 3 pak jako modrý £tverec.

3.6.1.5 Neuronové sít¥

První modely neuron· a neuronových sítí se zkoumaly v rámci um¥lé inteligence jiº v 50.
letech. Um¥lé neuronové sít¥ vycházejí z analogie s lidským mozkem. Z toho vyplývá, ºe
podstatou návrhu neuronových sítí je modelování struktury (topologie) a vlastní £innosti bi-
ologických neuronových sítí. Podobn¥ jako mozek jsou um¥lé neuronové sít¥ tvo°eny mnoº-
stvím navzájem propojených element· - neuron·, ur£itým zp·sobem seskupených a mezi
sebou propojených.

V um¥lých neuronových sítích je neuron (obr. 3.4) chápán jako bu¬ka, která p°ijímá
podn¥ty od jiných neuron·, které jsou k ní p°ipojeny �na vstupu�. Pokud souhrnný ú£i-
nek t¥chto vstupních podn¥t· p°ekro£í ur£itý práh, neuron se aktivuje a sám za£ne svým
výstupem p·sobit na dal²í neurony.

Obrázek 3.4: Model um¥lého neuronu

Kaºdá neuronová sí´ jako celek realizuje ur£itou, pro ni typickou transforma£ní funkci. P°i
modelování a °ízení sloºitých, £asto siln¥ nelineárních soustav býváme v¥t²inou postaveni p°ed
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problém, ºe daný proces není moºné s uspokojivou p°esností matematicky popsat, p°ípadn¥
ºe exaktní matematický model procesu je tak sloºitý, ºe jeho p°ípadná algoritmizace je bu¤
£asov¥ a programov¥ velmi náro£ná, nebo dokonce nemoºná. V tomto p°ípad¥ nám um¥lá
neuronová sí´ poslouºí jako univerzální funk£ní aproximátor. To znamená, ºe navrºená a
podle ur£itých matematických pravidel �nau£ená� neuronová sí´ je následn¥ schopná £innost
výchozího procesu s ur£itou mírou p°esnosti reprodukovat (simulovat) pro r·zné vstupní
signály.

Obecný algoritmus u£ení neuronové sít¥ z p°edná²ky [22]:

function NEURAL-NETWORK-LEARNING(examples) returns network

network a network with randomly assigned weights

repeat

for each e in examples do

O NEURAL-NETWORK-OUTPUT(network, e)

T the observed output values from e

update the weights in network based on e, O, and T

end

until all examples are correctly predicted or stopping criterion is

reached

return network

3.6.2 Sloºené (ensemble) modely

Sloºené algoritmy kombinují více základních algoritm· pro získání kvalitn¥j²ích model·. Vel-
kou úsp¥²nost mají u p°ípad·, kdy základní algortimy produkují modely s nízkou plastici-
tou, nebo modely p°etrénované na konkrétní trénovací data [11].Ensemble techniky vyuºívají
toho, ºe kaºdý model je dobrý v jiné oblasti dat a d¥lá jiné chyby. Zárove¬ se snaºí této di-
verzity mezi svými modely aktivn¥ dosáhnout. Ensemble model sloºený z model·, jeº d¥lají
stejné chyby, nemá význam, nebo´ zde se touto technikou nedá nic získat (v tomto p°ípad¥ by
lep²í výsledek p°inesl výb¥r modelu s nejniº²í chybou a zbylé modely by sé v·bec nepouºily).
Optimální diverzita je ta, která nejlépe vyvaºuje komponenty tak, aby redukovala celkovou
chybu.

Vedle základních (jednoduchých) algoritm· podporuje aplikace GAME následující en-
semble algoritmy.

3.6.2.1 Bagging (Bootstrap Aggregation)

Bagging je nejjednodu²²í pouºívaný ensemble algoritmus [6], který funguje na principu sniºo-
vání rozptylu pomocí pr·m¥rování. Pro u£ení se nejprve náhodn¥ vybere n vzork· z trénova-
cího datasetu (s opakováním) Si a na t¥chto vzorcích se pak nau£í modely Mi. Kombinovaný
model B p°i predikci vybere ohodnocení, které dostane nejvíce hlas· (je predikováno nejvíce
modely Mi). U regresních úloh je výstupem ensemblu váºený pr·m¥r.
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Obrázek 3.5: Schéma typického ensemble algoritmu

3.6.2.2 Boosting

My²lenka Boostingu spo£ívá v postupném trénování model· tak, aby kaºdý nový model
byl natrénován vzorkem dat Si, v n¥mº jsou zvýrazn¥né instance, které p°edchozí model
klasi�koval ²patn¥. Na po£átku mají v²echny vzorky datasetu stejné váhy. První model je
natrénován na tomto datasetu, je mu p°i°azena p°esnost Pi a u vzork·, které ohodnotil
správn¥, je sníºena jejich váha. Na takto upraveném datasetu je natrénován model následující.
Tak se následující model specializuje více na instance, na které neumí p°edchozí modely
správn¥ odpov¥d¥t. P°i predikci je pak vybráno ohodnocení na základ¥ váºeného (na základ¥
p°esnosti) maxima hlas· model· u klasi�ka£ních úloh £i na váºený pr·m¥r u regresních úloh.

3.6.2.3 Stacking

Stacking, nebo téº Stacked generalization, kombinuje výstupy r·zných model·. V první fázi
jsou modely (base learner) u£ené na vstupním datasetu, pro dal²í fázi je pak tento dataset
nahrazen novým, vzniklým z výstup· model· v první fázi. Z toho datasetu se pak vytvo°í
�nální model (metamodel). P°i odpov¥di na neznámou instanci se s touto instancí provede
stejný postup jako p°i u£ení. Nejd°íve je p°edána base learner model·m a z jejich výstup·
je vytvo°ena instance pro metamodel. Výstupem ensemblu je poté výstup metamodelu.

3.6.2.4 Cascade Generalization

Cascade Generalization lze chápat jako speciální p°ípad stackingu, hlavn¥ díky jeho �vrstev-
naté� struktu°e u£ení. Také vyuºívá °et¥zení model·, p°i£emº vzorek dat pro dal²í model v
°ad¥ je základní dataset roz²í°ený o nové atributy, tj. výstupy p°edchozích model·. Narozdíl
od Stackingu tak v²echny modely mají p°ístup k atribut·m p·vodního datasetu.
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3.6.2.5 Arbitrating

Arbitrating pouºívá pouºívá pro v²echny modely metamodel zvaný rozhod£í (referee). Smys-
lem tohoto metamodelu je odhadnout pravd¥podobnost s jakou daný model podá pravdivou
p°edpov¥¤. Základní my²lenka je, ºe kaºdý z model· je nejspolehliv¥j²í pro ur£itou subdo-
ménu vstupních problém· (datasetu). Pro kaºdý model je tedy zkonstruován rozhod£í, který
popisuje tuto subdoménu a spolehlivost modelu v ní. Pro problém z konkrétní subdomény
se pak vybere nejv¥rohodn¥j²í model.

3.6.2.6 Cascading

Cascading lze povaºovat za modi�kaci Boostingu s více druhy model·. Cascading vyuºívá,
stejn¥ jako Boosting, zm¥nu distribuce u£ících vektor·, ale u Cascadingu se váhy m¥ní na
základ¥ jistoty výstupu p°edchozího modelu. Cascading pouºívá kaskádu model· se zv¥t²ující
se sloºitostí. Úvodní rozloºení u£ících vektor· je rovnom¥rné a b¥hem iterací se zvy²uje váha
t¥ch instancí, u kterých si p°edchozí model není dostate£n¥ jistý svým výstupem. Jistota
výstupu je dána jako pravd¥podobnost, ºe instance pat°í do dané t°ídy. První modely se
obvykle volí semi-parametrické (nap°íklad vícevrstvé neuronové sít¥) a poslední model je
vºdy neparametrický, který vºdy vybere n¥jakou t°ídu. P°i klasi�kaci neznámé instance se
tato instance dává postupn¥ v²em model·m v kaskád¥ a jako výstup se vezme výstup prvního
modelu, který na ní odpoví s v¥t²í jistotou, neº je daný práh.

3.6.2.7 Delegating

Delegating je v principu podobný jako Cascading, s tím rozdílem, ºe kaºdý model je u£en
pouze na delegovaných instancích, kterými si p°edchozí modely nebyly jisté. Delegating ob-
sahuje, stejn¥ jako Cascading, prahovou hodnotu, která ur£uje, od jaké hodnoty pravd¥-
podobnosti jsou si modely výsledkem jisté. U£ící proces se zastaví, pokud uº nejsou ºádné
instance k delegování, nebo po �xním po£tu iterací. Pro klasi�kaci neznámé instance je vý-
stupem první model, který ji dokáºe ur£it s v¥t²í jistotou neº je daný práh. Delegating má
men²í výpo£etní náro£nost neº ostatní ensembly, protoºe po£et instancí, na kterých se musí
u£it dal²í modely, v kaºdé iteraci klesá. Také celkový výstup se pouºitím Delegatingu nijak
nekomplikuje, protoºe pouºívá pouze výstup jednoho modelu u£eného na nemodi�kovaných
datech.

3.6.2.8 Area specialization

Princip u£ení Area Specialization je stejný jako u Boostingu [9] (itera£ní, funguje pomocí
úpravy vah instancí na základ¥ toho, jak dob°e na n¥ model odpovídá). Jediný rozdíl spo£ívá
v parametrumodelSpecialization, který ur£uje, jak moc se dal²í modely budou specializovat
na data, v nichº p°edchozí modely chybovaly. Výsledná odpov¥¤, kterou ensemble vrátí,
odpovídá tomu modelu, který je nejlep²í v oblasti, kde se neznámý vektor nachází. Ke zji²t¥ní,
který model je nejlep²í pro danou oblast, vyuºívá u£ící vektory. Pro neznámý vektor se
nejd°íve spo£tou vzdálenosti ke v²em u£ícím vektor·m a vybere se n nejbliº²ích, které budou
rozhodovat o výstupu. Výstup je pak dán jako váºený pr·m¥r na základ¥ chybovosti model·.
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3.6.2.9 Cluster divide

Cluster divide ensemble provede shlukovou analýzu, rozd¥lí data na shluky a p°i°adí jeden
model kaºdému shluku. Výstup ensemblu pro neznámou instanci je ur£en výstupem modelu,
který zodpovídá za daný shluk, do kterého tato instance pat°í. Tento p°ístup má dv¥ hlavní
výhody. První výhodou je, ºe modely budou pravd¥podobn¥ podávat lep²í výsledky, protoºe
oblast, kterou mají postihnout, bude men²í. Tím pádem mají v¥t²í ²anci se modelovanému
problému p°izp·sobit. Druhá výhoda spo£ívá v tom, ºe u£ení v¥t²ího mnoºství model· na
mén¥ datech je v¥t²inou £asov¥ mén¥ náro£né neº u£ení jednoho model na v²ech datech.
Toto platí, pokud je sloºitost u£ícího algoritmu v¥t²í neº lineární vzhledem k po£tu u£ebních
vektor·.

3.6.2.10 Thresholding

Tento ensemble je velice vhodný pro vysoce nevybalancovaná data. Pracuje s modi�kacemi
vstupních dat tak, aby základní modely m¥ly v¥t²í schopnost diskriminace v·£i ur£ité t°íd¥.
Smyslem tohoto postupu je rozd¥lit data dour£itých oblastí a pro kaºdou oblast vytvo°it
specializovaný model, který bude dob°e fungovat jen v dané oblasti.
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Kapitola 4

Paralelismus a paralelní programování

Cílem mojí práce je urychlit výpo£et model· v aplikaci FAKE GAME pomocí paralelizace
a navrhnout modul slouºící jako distribuovaný server pro po£ítání model·, proto následující
kapitolu v¥nuji paralelnímu programování.

4.1 Paralelismus

Paralelismus je model umoº¬ující rychlej²í °e²ení obsáhlých, sloºitých úloh. Vychází z my²-
lenky rozd¥lení daného problému na men²í £ásti (subproblémy), které se poté °e²í zárove¬,
narozdíl od sekven£ního °e²ení problému, kdy se problém °e²í krok za krokem. Základní
schéma tak m·ºe být:

• Rozd¥lení úlohy na subproblémy

• P°id¥lení t¥chto problém· odli²ným �pracovník·m�

• Koordinování �pracovník·�

4.2 Architektura paralelních systém·

4.2.1 Popis

Po£íta£ové programy bývaly tradi£n¥ psány pro b¥h na sekven£ních po£íta£ích tj. na po-
£íta£ích s jedním procesorem (který u po£íta£· plní práv¥ funkci �pracovníka�). S tím, jak
stále roste sloºitost °e²ených úloh (problematika simulací, zpracování obrázk·, videa, data
miningu, modelování) a tím i poºadavky na hardware, tento tradi£ní model po£íta£e a progra-
movacích technik jiº p°estává být schopen dané úlohy °e²it. Vývoj stále rychlej²ích procesor·
za£íná být neúm¥rn¥ drahý oproti získanému zrychlení a lze hovo°it o p°iblíºení se k limitu
technologických moºností dnes pouºívaných metod konstrukce procesor·.

Paralelní po£íta£e tak p°iná²ejí relativn¥ levn¥j²í cestu k získávání poºadované výpo£etní
kapacity a i osobní po£íta£e a notebooky jsou dnes jiº b¥ºn¥ vybavené vícejádrovými pro-
cesory. To samoz°ejm¥ vede k pot°eb¥ vytvá°et programy schopné t¥chto technologických
prost°edk· vyuºít.

19
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Obrázek 4.1: Kategorie paralelních systém· dle Flynnovy taxonomie

4.2.2 Flynnova taxonomie

Existuje n¥kolik metod, podle nichº lze popsat a rozd¥lit architekturu paralelních systém·.
Jedna z nejpouºívan¥j²ích, Flynnova taxonomie [3], vyuºívá ke kategorizaci systém· vztah
mezi instrukcemi a daty programu 4.1.

4.2.2.1 SISD model

SISD - Single Instructions, Single Data stream p°edstavuje vlastn¥ sekven£ní po£íta£. Jedna
instrukce je vykonávána kaºdý hodinový cyklus a kaºdá instrukce operuje nad jedním (resp.
skalárním) datovým elementem. Výkon je tak limitován po£tem instrukcí, které lze v daném
£asovém úseku zpracovat, je m¥°en v jednotkách MIPS (milios of instructions per second),
nebo podle frekvence hodin v Hz (resp. GHz).

Obrázek 4.2: Model SISD architektury, blok PU symbolizuje procesor

4.2.2.2 SIMD model

U modelu Single Instructions, Multiple Data stream m·ºe kaºdá instrukce pracovat s více
neº jedním datovým elementem - bu¤to v podob¥ vektoru (jedna instrukce tak upravuje více
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operand· tj. sou°adnic vektoru), nebo ve form¥ rozdílných mnoºin dat (jedna instrukce se
vykonává na v²ech procesorech, které ale operují s r·znými mnoºinami dat). Práce procesor·
je synchronní a tudíº synchronizace program· nep°edstavuje váºn¥j²í problém. Výkon je
m¥°en v jednotkách MFLPOS (milions of �oating point operations per second).

Obrázek 4.3: Model SIMD architektury

4.2.2.3 MISD model

Multiple Instructions, Single Data stream je velmi neobvyklá architektura která je pouºívaná
v podstat¥ pouze k vylou£ení chyb. Rozdílné systémy pracují nad stejnými daty a musí se
dobrat stejného výsledku.

Obrázek 4.4: Model MISD architektury

4.2.2.4 MIMD model

Patrn¥ nejpouºívan¥j²í architektura, Multiple Indstructions, Multiple Data stream, je spoje-
ním zcela nezávislých procesor·, kdy kaºdý procesor zpracovává vlastní instrukce nezávislé na
ostatních procesorech nad vlastními daty. Kaºdý procesor tak vykonává vlastní operace bez
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ohledu na £innost ostatních procesor·. Klí£ovou otázkou b¥hu programu na této architektu°e
je tedy synchronizace procesor· na konci paralelních £ástí programu.

Obrázek 4.5: Model MIMD architektury

4.2.3 Pam¥´ové architektury

Zp·soby, jakými mezi sebou procesory komunikují, jsou závislé na architektu°e pam¥ti. Lze
tak rozli²ovat:

4.2.3.1 Sdílená pam¥´

Jednotlivé procesory pracují nezávisle, ale sdílejí spole£ný pam¥´ový prostor. Problém syn-
chronizace pak spo£ívá p°edev²ím v °ízení p°ístupu jednotlivých procesor· k dat·m v této
pam¥ti, aby nedo²lo k nekonzistenci dat £i k �uzamknutí programu�. Klí£ovou otázkou pro
výkon této architektury je pam¥´ová propustnost, a proto se tento model hodí k pouºití u
niº²ího po£tu procesor· (°ádov¥ desítky).

Obrázek 4.6: Model architektury se sdílenou pam¥tí
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4.2.3.2 Distribuovaná pam¥´

U této architektury má kaºdý procesor vlastní pam¥´ový prostor a data jsou sdílena pomocí
zasílání zpráv po komunika£ní síti. Celkový výkon této architektury je závislý na rychlosti
p°enosové sít¥.

Obrázek 4.7: Model architektury s distribuovanou pam¥tí

4.2.4 Co je pot°eba vzít v úvahu p°i návrhu paralelního programu

4.2.4.1 Amdahlovo pravidlo

Amdahlovo pravidlo [1], de�nované systémovým architektem Gene Amdalhem, je £asto po-
uºíváno pro nalezení maximálního teoretického zrychlení výpo£tu p°i pouºití paralelních
systém·. Pravidlo je modelem chování mezi p°edpokládaným zrychlením paralelizovaného
algoritmu oproti jeho sekven£ní podob¥ za p°edpokladu, ºe rozsah problému je zachován.
Pravidlo je de�nováno takto: pokud N je £ást programu, kterou lze paralelizovat, a 1 − N
£ást, jiº paralelizovat nejde, potom je maximální moºné zrychlení p°i pouºití P procesor·
rovno práv¥:

1

(1−N) +N/P
(4.1)

Jak se P limitn¥ blíºí nekone£nu, maximální dosaºitelné zrychlení je 1/(1−N). V praxi
to znamená, ºe pom¥r výkon/cena strm¥ klesá (jak je vid¥t z obr. 4.8), jakmile existuje ur£itá
neparalelizovatelná £ást programu. Uve¤me si jednoduchý ilustrativní p°íklad. P°edstavme
si, ºe máme se£íst 1000000000 prvk· vektoru a. Na£tení prvk· trvá 8% celkového výpo£tového
£asu, vlastní výpo£et sou£tu trvá 90% celkového výpo£tového £asu a tisk trvá 2% celkového
výpo£tového £asu. Je z°ejmé, ºe jen výpo£et sou£tu lze paralelizovat, t.j. N = 90% V p°ípad¥
pouºití P = 10 procesor· dostaneme z Amdahlova pravidla, ºe zrychlení výpo£tu paralelizací
je p°ibliºn¥ 5, 2-krát. Z Amdahlova pravidla a uvedeného p°íkladu plynou dva záv¥ry:

• neplatí p°ímá úm¥ra mezi po£tem procesor· a urychlením výpo£tu (uºití 10 procesor·
neznamená urychlení výpo£tu 10-krát) a

• pro limitní p°ípad P →∞ je urychlení výpo£tu kone£né a rovno 1/(1−N).
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Obrázek 4.8: Amdahlovo pravidlo - ilustrace sniºování výhodnosti vyuºívání p°íli²
vysokého po£tu procesor·.

4.2.4.2 Problematika Load Balancingu a Granularity

Balancování zát¥ºe (Load Balancing) znamená distribuci úkol· jednotlivým procesor·m pro
zaru£ení nejv¥t²í £asové efektivity. Pokud totiº nejsou úkoly distribuovány balancovan¥, m·ºe
dojít ke zbyte£ným prodlevám, kdy se £eká na dokon£ení jedné úlohy, zatímco ostatní úkoly
neb¥ºí. O p°id¥lování jednotlivých úloh procesor·m se stará jádro opera£ního systému, resp.
plánova£, vyuºívající dle opera£ního systému r·zné algoritmy pro vyváºené zatíºení proce-
sor·, nap°. FCFS, SJF, RR, SRT, prioritního plánování a dal²í - více viz. p°edná²ky na
[5].

Problematika granularity vzniká z pot°eby synchronizovat £innost r·zných procesor· pra-
cujících na jednom problému. Synchronizace probíhá pomocí ur£ité formy komunikace mezi
procesory a práv¥ podíl mezi £asem v¥novaným výpo£tu a £asem pot°ebným pro synchroni-
zaci se nazývá granularita. Je to dal²í z problém·, se kterým je pot°eba po£ítat p°i návrhu
paralelních systém· a program·. P°íli² vysoká granularita totiº znamená p°íli² velkou spo-
t°ebu £asu na synchronizaci výpo£tu a m·ºe vést aº k tomu, ºe sekven£ní °e²ení bude nakonec
£asov¥ výhodn¥j²í neº paralelní.
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4.2.4.3 Datová konzistence

V okamºiku, kdy dochází k vícenásobnému uºití stejného pam¥´ového místa, se musíme
zabývat otázkou konzistence dat z této adresy. N¥kolik zárove¬ b¥ºících proces· £i vláken
pouºívá (£te/zapisuje) spole£né sdílené prost°edky (nap°. sdílená pam¥´, sdílené prom¥nné,
sdílené soubory, . . . ). Kv·li p°epínání kontextu m·ºe dojít nap°. k pozm¥n¥ní prom¥nné
jedním procesem d°íve, neº ji stihne p°e£íst jiný proces, který ji taktéº pot°eboval na£íst.
V d·sledku je tak výsledek výpo£tu závislý na p°epínání kontextu jednotlivých proces·
£i vláken, které pouºívají sdílené prost°edky. Tyto chyby se velmi ²patn¥ detekují. �ásti
programu, kde procesy £i vlákna pouºívají sdílené prost°edky a kde tak m·ºe dojít k t¥mto
chybám, se nazývají kritické sekce.

4.2.4.4 Podmínky korektnosti paralelního programu

Aby byl paralelní program korektní, musí spl¬ovat tyto podmínky:

• Dva procesy se nesmí nacházet sou£asn¥ ve stejné kritické sekci.

• Na rychlost a po£et procesor· nesmí být kladeny ºádné p°edpoklady.

• Pokud proces b¥ºí mimo kritickou sekci, nesmí být blokován ostatní procesy.

• �ádný proces nesmí do nekone£na £ekat na vstup do kritické sekce.

Spln¥ní t¥chto podmínek lze pomocí ur£itých postup·, jako jsou aktivní £ekání, vzájemné
vylou£ení pomocí blokování, zákazy p°eru²ení, a k zaji²t¥ní funk£nosti t¥chto postup· nabízí
v¥t²ina programovacích jazyk· nejr·zn¥j²í konstrukty synchroniza£ních prost°edk·, jako jsou
mutexy, semafory, bariéry apod. Pro více informací o synchroniza£ních prost°edcích jako
celku doporu£uji slidy z p°edná²ek na stránce [5].

4.3 Paralelní programování v jazyku JAVA

4.3.1 Sdílená pam¥´ - vlákna

Pro paralelizaci program· ve sdílené pam¥ti nabízí JAVA koncept vláken. Vlákna jsou v
JAV� vºdy instancí t°ídy java.lang.Thread nebo jejího potomka, p°i£emº t°ída Thread
nabízí základní metody, jako je spu²t¥ní vlákna, zastavení £i ukon£ení.

Vlákna lze v JAV� vytvá°et dv¥ma zp·soby: bu¤to odvozením potomka od t°ídy Thread
nebo implenetací rozhraní Runnable. Vlastní kód vlákna je dán metodou run(), kterou
musíme v na²í t°íd¥ implementovat a která je spou²t¥na pomocí volání metody start(), která
nejprve vytvo°í nové systémové vlákno a v n¥m pak spustí kód run. Jednoduché vlákno
tedy m·ºe vypadat nap°. takto (datová poloºka semaphore je uvedena kv·li následujícím
p°íklad·m):

class MyThread extends Thread {

Semaphore semaphore = new Semaphore();

public MyThread(sem){
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semaphore = sem;

}

public void run() {

//for semaphore synchronization -

//if semaphore counter > 0 lower the counter

//else this.wait()

try{

semaphore.acquire();

}

catch (InterruptedException ex) {

ex.printStackTrace();

}

//critical section

. . .

//increment semaphore counter,

//notify() threads waiting on this semaphore

semaphore.release();

}

}

Vlákna v JAV� se nachází vºdy v jednom ze £ty° stav·, p°i£emº p°echody mezi nimi
zaji²´ují metody t°ídy Thread. Stavy vláken, jak je popisuje [4]:

• Nové vlákno (new)
Vlákno bylo vytvo°eno, ale dosud nebyla spu²t¥na metoda start().

• B¥huschopné (runnable) vlákno
Metoda start() jiº prob¥hla, provádí se metoda run().

• Blokované vlákno (blocked)
Vlákno je blokováno a £eká na n¥jakém �zámku�.

• �ekající vlákno (waiting)
Vlákno £eká na danou operaci jiného vlákna.

• �asov¥ omezené £ekání (timed_waiting)
Vlákno £eká na operaci n¥jakého jiného vlákna, ale pouze po ur£ený £asový interval.

• Ukon£ené vlákno (terminated)
Vlákno, jeº dokon£ilo sv·j výpo£et.

4.3.1.1 Plánování vláken

Na systémech s jedním procesorem se multithreading (sou£asný b¥h více vláken najednou)
simuluje tak, ºe se vlákna o procesor d¥lí, a to podle pravidel, která ur£uje plánova£.

Java pouºívá plánování podle priority: kaºdé vlákno má p°id¥lenu prioritu - £íslo v rozmezí
konstant MIN_PRIORITY aº MAX_PRIORITY (de�nované ve t°íd¥ Thread), kde vy²²í
hodnota znamená vy²²í prioritu. Od priority se odvíjejí tato pravidla:
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1. B¥ºící vlákno musí mít nejvy²²í prioritu.

2. Pokud je v b¥huschopném stavu vlákno s vy²²í prioritou, neº má vlákno b¥ºící, je b¥ºící
vlákno tímto okamºit¥ vyst°ídáno.

3. Vlákno s niº²í prioritou m·ºe b¥ºící vlákno vyst°ídat jen tehdy, pokud je b¥ºící vlákno
v neb¥huschopném stavu nebo je ukon£eno, a zárove¬ na p°id¥lení procesoru ne£eká
jiné vlákno s vy²²í prioritou.

4. Pokud na p°id¥lení procesoru £eká více vláken se stejnou prioritou, je dal²í vybráno
tak, aby se postupn¥ vyst°ídala v²echna.

5. B¥ºící vlákno m·ºe navíc dobrovoln¥ poskytnout procesor jiným vlákn·m se stejnou
prioritou zavoláním metody yield().

Z uvedených pravidel tedy vyplývá, ºe b¥ºící vlákno nem·ºe být �donuceno� k vyst°ídání
jiným vláknem se stejnou nebo niº²í prioritou, ale pouze s prioritou vy²²í.

JAVA je ov²em v tomto ohledu benevolentní a dovoluje na opera£ních systémech, které
to podporují (Unix, Windows XP/NT), tzv. time slicing (sdílení £asu), kdy se vlákna se
stejnou prioritou st°ídají po pevn¥ p°id¥lených £asových intervalech.

4.3.1.2 Synchronizace vláken

Pro synchronizaci vláken umoº¬uje JAVA pouºít velmi jednoduchý zp·sob pracující na prin-
cipu monitoru. V JAV� má kaºdý objekt sv·j jedine£ný monitor. V n¥m jsou de�nována
sdílená data a £ást programu, kterou m·ºe v daném monitoru v jednu chvíli vykonávat pouze
jeden proces. Monitor je inicializován klí£ovým slovem synchronized, kterým jsou ozna£eny
metody a bloky de�nující kritickou sekci. Vlákno, které vstoupí do této kritické sekce, ak-
tivuje monitor, který se uzamkne, a tak je zaru£ena nep°eru²itelnost této metody aº do
okamºiku, kdy vlákno monitor uvolní (vlákno vystoupí z kritické sekce).

Jinak je moºné vlákna také synchronizovat p°ímo pomocí metod wait(), notify() £i
notifyAll(). Metoda wait() zastaví vlákno aº do jeho probuzení metodou notify() nebo
metodou notifyAll(), kterou volá odli²né vlákno. Vý£et v²ech metod t°ídy Thread je uveden
na stránkách [4].

Od uvedení J2SE 5.0 poskytuje JAVA °adu standardních synchroniza£ních prost°edk·
nabízených v balíku java.util.concurrent. Krom¥ monitor· tak p°ibyly dal²í synchroniza£ní
prost°edky známé nap°. z jazyka c++, jako jsou semafory, mutexy a bariéry, nebo fronty
zpráv. Ukázka kódu synchronizace pomocí metody join() a pomocí t°ídy Semaphore.

public static void main(String[] args){

//creating and starting array of threads

for (int i = 0; i < 30; i++){

threads[i] = new MyThread();

threads[i].start();

}

//synchronizing by waiting for all

//the threads from whole array to finish
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for (int i = 0; i < 30; i++){

try {

threads[i].join();

}

catch (InterruptedException ex) {

ex.printStackTrace();

}

}

}

public static void main(String[] args){

//maximal number of running threads at a time

int maxRunningThreads

//inicializing Semaphore

Semaphore semaphore = new Semaphore(maxRunningThreads, true)

//creating and starting array of threads

for (int i = 0; i < 30; i++){

threads[i] = new MyThread(Semaphore);

threads[i].start();

}

}

4.3.2 Distribuovaná pam¥´ - projekt Storm

Od uvedení projektu HADOOP roku 2005 [18] se objevuje mnoºství framework· umoº¬ující
snaz²í vývoj paralelních aplikací na systémech s distribuovanou pam¥tí. Typicky nabízejí
rozhraní p°ibliºující tvorbu program· na systémech s distribuovanou pam¥tí programování
na systémech se sdílenou pam¥tí, p°i£emº o distribuci a £áste£n¥ i synchronizaci jednotlivých
paralelních úkol· se stará práv¥ framework. B¥hem implementa£ní £ásti své práce jsem krom¥
paralelizace výpo£tu model· ve sdílené pam¥ti pouºil framework Storm jako základ pro nový
modul aplikace FAKE GAME. Ten p°edstavuje realizaci druhého cíle práce - server, který
umoº¬uje po£ítání model· na distribuovaných systémech.

4.3.2.1 Storm cluster

Projekt Storm je open source systém vyvinutý pro distribuované zpracování úkol· v reálném
£ase. Ve Stormu existují dva typy nod·, z nichº se skládá kaºdý Storm cluster. Jedná se o
master node a worker node. Na master node b¥ºí proces zvaný Nimbus, který je zodpov¥dný
za distribuci kódu jednotlivým worker nod·m, p°id¥lování práce worker nod·m a monitoring
chyb. Na kaºdém worker nodu pak b¥ºí proces zvaný Supervisor, který o£ekává p°id¥lenou
práci a dle ní pak spou²tí samotné worker procesy. Worker procesy vykonávají £ásti topologie.
B¥ºící topologie se tak skládá z mnoha worker proces· b¥ºících na r·zných strojích. Koor-
dinaci komunikace mezi Nimbus a Supervisor procesy realizuje Zookeeper cluster [20] který
tímto zaji²´uje stabilitu systému a stará se se o p°ípadné pády, restarty apod. jednotlivých
worker·.
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Obrázek 4.9: Storm cluster

4.3.2.2 Základní abstrakce

Stream (proud) je základní abstrakcí ve Stormu. Je to neomezená sekvence tzv. tupl· (pár·).
Tuple je pojmenovaný seznam hodnot, p°i£emº prvkem v tuplu m·ºe být libovolný objekt.
Storm nabízí rozhraní pro transformace stream·, tzv. spouty (gejzíry) a bolty (blesky).
Spouty slouºí jako zdroje stream·: typicky na£tou data z externího zdroje, transformují je
a emitují do topologie. Bolty pak konzumují neomezené mnoºství stream·, provád¥jí ur£ité
transformace a p°ípadn¥ emitují nové streamy. Sí´ r·zn¥ propojených spout· a bolt· tvo°í
topologii, která je spou²t¥na na Storm clusteru. Topologii lze nejlépe znázornit jako graf
výpo£tu, kdy kaºdý uzel topologie zobrazuje spout nebo bolt a hrany zobrazují streamy mezi
nimi. Kaºdý uzel v Storm topologii b¥ºí paraleln¥, a v parametrech topologie lze speci�kovat,
kolik instancí kterého uzlu má být spu²t¥no. Storm následn¥ ur£í, kolik vláken, v rámci
kterého worker procesu a na kterých worker nodech v clusteru spustit. Obrázky 4.10 a 4.11
ukazují moºný logický a fyzický pohled na uspo°ádání b¥ºící topologie.

4.3.2.3 Jednoduchá topologie

Níºe uvedený p°íklad je p°evzatý z projektu storm-starte, který slouºí jako Storm tutorial.
Pokusím se n¥m vysv¥tlit základní principy programování na Stormu. Uvedená topologie ob-
sahuje dva bolty stejného typu a jeden spout. V metodách setSpout(String, IRishSpout, int)
a setBolt(String, IRichBolt, int) de�nuje poslední parametr mnoºství paralelizace, £ili po-
£et vláken realizujících kód daného prvku, který bude zpu²t¥n na worker nodech clusteru.

TopologyBuilder builder = new TopologyBuilder();

builder.setSpout("words", new TestWordSpout(), 1);

builder.setBolt("exclaim1", new ExclamationBolt(), 3)

.shuffleGrouping("words");

builder.setBolt("exclaim2", new ExclamationBolt(), 2)

.shuffleGrouping("exclaim1");

Prvky této topologie jsou organizovány do °ady, p°ipojení bolt· na konkrétní streamy a
strategie doru£ování tupl· ze stream· na bolty ur£uje tzv. Stream grouping. TestWordSpout
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Obrázek 4.10: Logický pohled na topologii obsahující jeden spout s mírou paraleli-
zace 2 a dva bolty s mírou paralelizace 3.

tak emituje tuply do streamu �words�. Na n¥j jsou p°ipojena 3 vlákna, ve kterých b¥ºí
ExclamationBolt. Tuply emitované do tohoto kanálu jsou jim p°id¥lovány podle strategie
shuffleGrouping, £ili náhodn¥, ale tak, aby bolty dostaly stejný po£et tupl·. Tyto bolty
pak emitují tuply do kanálu �exclaim1�, na který jsou p°ipojeny 2 vlákna, v nichº b¥ºí op¥t
ExclamationBolt. Storm de�nuje 7 základních zp·sob· grupování stream·, vlastní zp·soby
lze vyvinout implementací rozhraní CustomStreamGrouping.

1. Shu�e grouping: tuply jsou náhodn¥ distribuovány v²em bolt·m tak, aby v²echny
bolty dostaly stejný po£et tupl·.

2. Fields grouping: stream je rozd¥len podle hodnoty prvku tuplu tak, aby v²echny tuply
se stejnou hodnotou daného prvku byly zpracovávány stejným boltem.

3. All grouping: tuply jsou replikovány pro v²echny bolty.

4. Global grouping: celý stream jde jen do jednoho boltu. Pokud na p°id¥lení procesoru
£eká více vláken se stejnou prioritou, je dal²í vybráno tak, aby se postupn¥ vyst°ídala
v²echna.

5. None grouping: v aktuální verzi Stormu totéº jako Shu�e grouping.

6. Direct grouping: jedná se o speciální p°ípad groupingu, kdy zdroj p°ímo rozhoduje o
tom, který bolt bude daný tuple zpracovávat. Tento grouping se dá pouºívat pouze pro
streamy které byly deklarovány jako direct streamy.

7. Local or shu�e grouping: pokud cílový bolt jiº b¥ºí v n¥jakém worker procesu, budou
tuply sm¥°ovány p°ímo do n¥j. Jinak funguje stejn¥ jako Shu�e grouping.
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Obrázek 4.11: Moºné fyzické uspo°ádání vláken p°i výpo£tu topologie z obrázku
4.10 na clusteru se dv¥ma worker nódy £ty°mi worker procesy. Symboly S a B zna£í
výpo£etní vlákna spoutu a bolt·.
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Obrázek 4.12: P°íklad topologie obsahující jeden spout a jeden typ bolt·. TestWord-
Spout produkuje náhodná slova a ExclamationBolt p°e£te slovo na vstupu, p°idá k
n¥mu znak �!� a výsledek emituje. Topologie s takto de�novanými streamy tak bude
produkovat výstup ve tvaru <slovo>!!

4.3.2.4 Spolehlivost

Storm zaru£uje, ºe kaºdý tuple pro²el topologií. To je zaru£eno sledováním stromu ºivota
tupl· a rozpoznáním, kdy byl strom ukon£en. Topologie mají de�novanou maximální povo-
lenou délku doby výpo£tu, po kterou musí být tuple zpracován. Pokud b¥hem maximální
povolené doby zpracován není, Storm zajistí zopakování daného tuplu. Pro vyuºití spoleh-
livosti tak musí programátor sd¥lit, kdy vznikají nové v¥tve ve stromu ºivota tuplu a kdy
byly ukon£eny. K tomu slouºí metoda ack() rozhraní OutputCollector.

Následující p°íklad ukazuje implementaci ExclamationBolt z p°edchozí kapitoly. V me-
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tod¥ execute() je je ukázáno, jak se de�nuje nová v¥tev ºivota tuplu � svázáním výstupu se
vstupním tuplem.

public static class ExclamationBolt extends BaseRichBolt {

OutputCollector _collector;

public void prepare(Map conf, TopologyContext context,

OutputCollector collector) {

_collector = collector;

}

public void execute(Tuple tuple) {

_collector.emit(tuple, new Values(tuple.getString(0) + "!"));

_collector.ack(tuple);

}

public void declareOutputFields(OutputFieldsDeclarer declarer) {

declarer.declare(new Fields("word"));

}

}

4.3.2.5 HDFS

Poslední infrastrukturní komponentou mého °e²ení je HDFS - Hadoop Distributed File Sys-
tem. Jedná se o distribuovaný �lesystém vytvo°ený tak, aby b¥ºel na b¥ºném hardwaru. V
mojí implementaci bude slouºit jako perzistentní vrstva p°i b¥hu topologie. HDFS je op-
timalizován pro velké objemy dat a p°istupy typu �jednou zapi², mnohokrát £ti� [19], coº
odpovídá pot°ebám mé aplikace. HDFS je implementován jako JAVA aplikace. Ovládání �-
lesystému je umoºn¥no prost°ednictvím HDFS klienta nabízejícího podobné rozhraní jako
bash. Krom¥ toho existuje také C a pro HDFS nativní JAVA API, coº je i mnou pouºívaný
zp·sob. API je podobné známým IO a NIO JAVA rozhraním.



Kapitola 5

Návrh a realizace

5.1 Paralelizace FAKE GAME

5.1.1 Návrh

Jak je ukázáno v 4.2.4.1, nejv¥t²ího zrychlení lze dosáhnout paralelizováním t¥ch £ástí výpo-
£tu, které jsou £asov¥ nejnáro£n¥j²í. Výpo£etn¥ nejnáro£n¥j²í £ástí je proces u£ení model·
[9]. U£ení model· podle ²ablony probíhá zp·sobem popsaným v 2.2, p°i£emº °ada ensemble
algoritm· umoº¬uje u£it své základní modely nezávisle na sob¥, paraleln¥, a tudíº efektivn¥ji.

5.1.1.1 Rozhraní ensembl· v FAKE GAME

P°i návrhu obou £ástí °e²ení jsem vycházel z pokyn· vedoucích projektu FAKE GAME.
Pro první £ást byla hlavním poºadavkem jednoduchost, malé mnoºství zbyte£ného kódu
starajícího se o paralelizaci a moºnost stále pouºívat sekven£ní u£ení, tudíº jsem navrhl
následující zp·sob. Aplikace FAKE GAME je sloºena z 5 modul·, p°i£emº o tvorbu model·
se stará modul game-models, který obsahuje kód pro kon�guraci, inicializaci a u£ení model·,
rozd¥lený podle logického uspo°ádání do jednotlivých java balí£k· (package). Rozhodl jsem
se, ºe první £ást °e²ení navrhnu jako balí£ek obsahující t°ídy, které se starají o plánování
a synchronizaci vláken. Vlákna budou realizovat u£ení jednotlivých základních a ensemble
model·. Obrázek 5.1 schematicky znázor¬uje situaci.

Algoritmy u£ení ensemble jsou speci�cké pro dané ensembly. Celkový pohled na rozhraní
ensemble model· v GAME uvádí obrázek 5.5 pro problémy regresní a 5.2 pro klasi�ka£ní. Me-
tody realizující u£ení model· jsou de�novány v rozhraních Classifier a ClassifierEnsemble
pro klasi�ka£ní problémy a ModelLearnable, resp. ModelEnsemble pro problémy regresní.
Jedná se o metody learn(), relearn() a learn(int). Metoda learn() zaji²´uje nau£ení daného
modelu, pop°. v²ech model· v ensemblu, které je²t¥ nejsou nau£ené, metoda relearn() pak
znovu nau£ení model·, které jiº nau£ené jsou, a metoda learn(int) je speci�cká pouze pro
ensembly a de�nuje nau£ení jednoho konkrétního modelu z ensemblu.

Samotná implementace metod je závislá na konkrétním typu ensemblu nebo single mo-
delu. Typicky u ensemble model· tyto metody de�nují zp·sob p°ípravy dat pro modely v
ensemblu a po°adí, v n¥mº jsou modely v ensemblu u£eny. Následující p°íklad uvádí jedno-
duchou metodu learn() pro Bagging ensemble.

33
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Obrázek 5.1: Obrázek ukazuje celkový pohled na moduly aplikace FAKE GAME.
Game-parallel je mnou navrºený modul starající se o paralelizaci výpo£tu model·.

public void learn() {

Classifier cls;

Random random = new Random();

//for all classifiers in ensemble

for(int i=0;i<numClassifiers;i++) {

cls = ensClassifiers.get(i);

//learn model if its not already learned

if (!cls.isLearned()) {

//prepare data

prepareData(cls,random);

//learn classifier

cls.learn();

}

}

//clean up

postLearnActions();

}

5.1.1.2 Balí£ek game.parallel

JAVA package game.parallel obsahuje t°ídy pro vlákna realizující u£ení, synchronizaci a plá-
nování vláken, a rozhraní Parallelizable, ze kterého d¥dí rozhraní ModelEnsemble, resp.
ClassifierEnsemble. Jednotlivé implementace jsem p°idal p°ímo do t°íd ensembl·. Roz-
hraní de�nuje metody learnParallel(LearnManager), relearnParallel(LearnManager) a
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learnParallel(LearnManager, int), jejich implementace je závislá na konkrétním ensem-
ble algoritmu. My²lenka v²ech implementací je stejná: rozd¥lit podmodely v ensemblu na
skupiny, které lze u£it najednou, a ty pak u£it paraleln¥ v rozdílných vláknech. Finální
sktrukturu model· uvádí obrázek 5.3.

Obrázek 5.2: Struktura t°íd pro klasi�kátory
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Obrázek 5.3: Výsledná struktura rozhraní

Základem kódu realizujícího paralelní výpo£et je t°ída LearnManager. Ta vytvá°í vlákna
pro jednotlivé modely a hlídá, aby b¥hem výpo£tu nedo²lo k vy£erpání maximálního mnoºství
vláken d°ív, neº se za£ne po£ítat základní model (list v ²ablon¥), £ímº by do²lo k uváznutí
aplikace. Moºnost de�novat maximální po£et sou£asn¥ b¥ºících vláken je nutný pro kontrolu
alokace systémových zdroj· aplikaci. T°ída nabízí dv¥ ve°ejné metody. Její rozhraní zobrazuje
obrázek 5.4.

LearnThread je t°ída realizující u£ení jednoho konkrétního modelu. Její instance p°i
nastartovaní vytvo°í nové systémové vlákno a v n¥m volá p°íslu²né u£ící metody podle t°ídy
modelu a prom¥nné relearn. Pro modely které implementují rozhraní Parallelizable, volá
learnParallel(), resp. relearnParallel(), pro Classifier learn() £i relearn(), a pro základní
Model pak learn().
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Obrázek 5.4: Rozhraní t°ídy LearnManager

5.1.2 Realizace

Realizace spo£ívá v implementaci pozm¥n¥ných u£ícíh ensemble algoritm·. Algoritmy lze
rozd¥lit na dv¥ skupiny, ty které jdou paralelizovat a ty které nikoliv. U neparalelizovatlel-
ných algoritm· metoda learnParallel funguje stejn¥ jako její sekven£ní varianta, jednotlivé
modely se ale taktéº u£í prost°ednictvím LearnManageru aby se za°ídilo zpropagování infor-
mace, ºe probíhá paralelní zpracování. Ensemble model níºe v hierarchii ²ablony m·ºe být
paralelizovatelný.

5.1.2.1 LearnManager

LearnManager °idí paralelizaci. Poskytuje public metody pro u£ení jednoho, nebo skupiny
model· a hlídá po£et práv¥ b¥ºících vláken. T°ída má dv¥ public metody learn(List <
Configurable >, boolean) a learn(Configurable, boolean) které pro danou mnoºinu mo-
del· vytvo°í vlákna v nichº pak probíhá u£ení modelu. Maximální mnoºství sou£asn¥ b¥ºí-
cích model· je kontrolováno pomocí semaforu (java.util.concurrent.Semaphore. Pokud se
vy£erpá povolené mnoºství vláken d°ív neº se za£ne u£it n¥jaký model v listu hierarchické
²ablony, dojde k uváznutí. Tato situace je o²et°ena tak, ºe aktuální vlákno, z n¥jº se volá
LearnManager, zvý²í po£ítadlo semaforu p°edtím, neº nastartuje u£ící vlákna. To si lze
dovolit, nebo´ toto vlákno pak £eká na dokon£ení vláken která startuje. Stejný postup je
uplatn¥n i pokud chce své modely u£it ensemble, který nejde paralelizovat. Jen místo sku-
piny model· p°edává model jeden. Pro n¥j se op¥t stejným zp·sobem vytvo°í nové vlákna a
volající vlákno £eká na jeho dokon£ení. Dále popisuji jen paralelizovatelné algoritmy.

Ukázka kódu metody learn t°ídy LearnManager:

public void learn(List<Configurable> confs, boolean relearn) {

List<LearnThread> threads = new ArrayList<LearnThread>();

boolean permitGiven = false;

try {

//create threads

for (int i=0;i<confs.size();i++){

Configurable cnf = confs.get(i);

LearnThread lthread = new LearnThread(cnf, this, relearn);

threads.add(lthread);

}

Integer actPermits = 0;

synchronized(actPermits){
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actPermits = sem.availablePermits();

if (actPermits < this.maxPermits) {

//need to do this to prevent deadlock in case no

//permits are available and we are not in any leaf

//node of template - can afford to do it, since this

//thread is going to wait for others to finish

this.release();

permitGiven = true;

}

}

//start these threads using executeThreads method

this.executeThreads(threads);

} finally {

//wait for threads to finish

for (int i=0; i<threads.size(); i++){

try {

threads.get(i).join();

} catch (InterruptedException ex) {

Logger.getLogger(LearnManager.class.getName())

.log(Level.SEVERE, null, ex);

}

}

//continue, so acquire given permit back

if (permitGiven) {

this.acquire();

}

}

}

5.1.2.2 Arbitrating

Arbitrating je ensemble algoritmus pouze pro klasi�ka£ní úlohy. Modely v ensemblu jsou
rozd¥lené na dv¥ skupiny. Sudé modely fungují jako �rozhod£í� pro liché modely 3.6.2.5.
Modely v jedné skupin¥ se navzájem nijak neovliv¬ují, závislost je pouze mezi modely z
r·zných skupin. Paralelní verze algoritmu tak nejd°íve nau£í liché modely, po dokon£ení
jejich u£ení prob¥hne u£ení rozhod£ích.

5.1.2.3 Bagging

Bagging vytvo°í vzorek dat pomocí náhodného výb¥ru s opakováním pro kaºdý model v
ensemblu. Výstup je dán pr·m¥rem u regresních úloh, nebo se pouºívá hlasování u úloh
klasi�ka£ních. Paralelní verze u£ení vypadá stejn¥. Aktuáln¥ b¥ºící vlákno vytvo°í vzorky
dat, a dvojici model plus data uloºí do seznamu model· které lze u£it paraleln¥. Seznam
poté p°edá LearnManageru a £eká na dokon£ení jejich exekuce.
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Obrázek 5.5: Struktura t°íd pro modely



40 KAPITOLA 5. NÁVRH A REALIZACE

5.1.2.4 Cluster divide

Algoritmus Cluster divide ensemble rozd¥luji vstupní mnoºinu dat na shluky, které p°i°azuje
model·m v ensemblu. Modely v ensemblu se navzájem nijak neovliv¬ují, paralelní verze
vypadá, krom¥ zp·sobu p°ípravy dat, stejn¥ jako u Baggingu.

5.1.2.5 Stacking

U Stackingu se nejd°íve v²echny modely v ensemblu, krom¥ posledního, u£í na svém vzorku
dat, poslední model se pak u£í z výstup· t¥chto model·. Paralelní verze pro v²echny modely
krom¥ posledního vypadá op¥t stejn¥ jako u Baggingu. Pro poslední model jsem ud¥lal
metodu learnMetamodelParalel, která kopírují svojí sekven£ní verzi, jen pro u£ení modelu
pouºije LearnManager.

5.1.2.6 Thresholding

V p°ípad¥ Thresholding lze u£it najednou ty modely, které nespadají do stejné oblasti. Pa-
ralelní verze pouºije stejné metody jako verze sekven£ní pro vytvo°ení oblastí, u£ení model·
z r·zných oblastí pak pou²tí paraleln¥.

5.1.2.7 Classi�er model

Classi�er model je speciální typ ensemblu, který pro kaºdou t°ídu vytvo°í zvlá²tní dataset
a tím p°evede klasi�ka£ní úlohu na úlohu regresní. Jednotlivé modely v ensemblu pak °e²í
tyto regresní úlohy. Modely se op¥t nijak neovliv¬ují, lze je tedy u£it paraleln¥. Následující
ukázka zobrazuje metodu learnParallel pro Classi�er model.

public void learnParallel(LearnManager lte) {

ModelLearnable LearnableModel;

List<Configurable> confs = new ArrayList<Configurable>();

//pro all models in ensemble

for(int i=0;i<numModels;i++) {

if (classifierModels.get(i) instanceof ModelLearnable) {

LearnableModel = (ModelLearnable)classifierModels.get(i);

//learn model if its not already learned

if (!LearnableModel.isLearned()) {

//prepare data, ie. pick one class

prepareData(LearnableModel);

//add to list for parallel processing

confs.add(LearnableModel);

}

}

}

//learn models on LearnManager

lte.learn(confs, false);

//clean up input data
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postLearnActions();

}

5.2 Game-storm - návrh

Jak jsem jiº uvedl v úvodu práce 1, cht¥jí správci projektu vytvo°it aplikaci, která bude
nabízet p°es jednoduché webové rozhraní vytvo°ení modelu v reálném £ase. Proto jsem se
rozhodli vytvo°it pro FAKE GAME nový modul, který bude slouºit jako výpo£etní server
pro tuto aplikaci. Krom¥ po£ítání model· v reálném £ase bude zárove¬ schopný po£ítat
modely pro velké objemy vstupních dat. Ensemble algoritmy implementované v GAME mají
totiº krom¥ vysokých nárok· na výpo£etní výkon i vysoké nároky pam¥´ové. Teoreticky mají
pam¥´ovou náro£nost p°inejmen²ím (N ∗M), kde N je mnoºství u£ících dat a M je po£et
uzl· mezi ko°enem a listy stromu ²ablony. V¥t²ina ensemble algoritm· v²ak vstupní data
n¥jakým zp·sobem modi�kuje a vytvá°í dal²í instance [10]. Testy na vybraných ²ablonách,
uvedených v [6], a um¥lých datech vytvo°ených pouhou multiplikací p°íslu²ných dataset·,
ze kterých byly tyto ²ablony vytvo°eny, ukazují, ºe velikost java heap pot°ebná pro výpo£et
modelu je v¥t²inou

∑M
i=0Ki ∗ N , kde M je vý²ka stromu ²ablony, Ki je po£et model· v

ensemblech v i-té vrstv¥ stromu a N je mnoºství vstupních dat. Pro typické ²ablony se tak
jedná o zhruba sedmdesáti- aº sto padesáti-násobky velikosti vstupního datasetu.

Jako základ modulu jsem zvolil framework Storm, kv·li jeho specializaci na realtime
po£ítání a p°ív¥tivé rozhraní umoº¬ující snadno a efektivn¥ °e²it moji úlohu. Storm cluster jiº
byl testován v laborato°i skupiny CIG. Pro rychlý p°ístup jednotlivých komponent systému
k dat·m, omezení datových p°enos· a sníºení nutnosti serializace velkých datových celk·
jsem se rozhodl pro p°enos a uchovávání dat pouºít distribuovaný �lesystém HDFS. Stru£né
p°edstavení frameworku Storm jsem uvedl v kapitole 4.3.2.

Modul jsem navrhl zp·sobem, který ilustruje obrázek 5.6. Skládá se ze £ty° hlavních
komponent. Data Producer zaji²´uje £tení dat z lokálního úloºi²t¥ web serveru a ukládá
je do distribuovaného �lesystému HDFS. Komponenta Data Preprocessor tato data £te, v
p°ípad¥, ºe jsou p°íli² velká pro výpo£et modelu najednou, tak provede jejich samplování.
Poté je uloºí zp¥t do HDFS a po²le zprávu Model Learneru. Ten na£te data, zavolá u£ení
modelu a výsledné modely posílá Model Evaluatoru. Model Evaluator provede ohodnocení
modelu a uloºí ohodnocené modely na DHFS úloºi²t¥. Krom¥ t¥chto hlavních komponent
bylo zapot°ebí vyvinout podp·rnou komponentu slouºící jako HDFS klient, který zaji²´uje
komunikaci s HDFS úloºi²t¥m. Komponenty jsou navrºené tak, aby kaºdá komponenta mohla
tvo°it samostatnou jednotku (Bolt nebo Spout) topologie Stormu. Jedinou výjimkou je Data
Producer. D·vodem je skute£nost, ºe p°id¥lování komponent topologie worker nod·m si °ídí
framework sám. V²echny worker nody by musely mít zaru£en p°ístup na lokální úloºi²t¥ web
serveru.

5.2.1 Popis realizace

P°i implementaci jsem vycházel z návrhu. Implementoval jsem topologii, ve které komponen-
tám uvedeným v návrhu odpovídá jedna komponenta topologie. Strukturu topologie uvádí
obrázek 5.7.Data producer není implementován jako sou£ást topologie kv·li vý²e uvedenému
d·vodu.
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Obrázek 5.6: Návrh komponent modulu Game-storm. Data Producer zaji²´uje
£tení dat z lokálního úloºi²t¥ web serveru a ukládá je do distribuovaného �lesys-
tému HDFS. Komponenta Data Preprocessor tato data £te, v p°ípad¥ ºe jsou p°íli²
velká pro výpo£et modelu najednou tak provede jejich samplování. Poté je uloºí zp¥t
do HDFS a po²le zprávu Model Learneru. Ten na£te data, volá u£ení modelu a vý-
sledné modely posílá Model Evaluatoru. Model Evaluator provede ohodnocení modelu
a uloºí ohodnocené modely na DHFS úloºi²t¥.

5.2.1.1 DataProducer

Data Producer implementuje t°ída DataProducer. Tu lze spustit jako samostatný proces,
nebo jako vlákno b¥ºící mimo topologii. Periodicky kontroluje obsah zadaného adresá°e na
lokálním �lesystému a v p°ípad¥, ºe p°ibudou nová data, tato data kopíruje do HDFS úloºi²t¥.
Existující datové adresá°e si spolu s údaji o jejich zprocesování udrºuje v map¥ dat. Data
musí mít odpovídající strukturu - t°i soubory obsahující trénovací data, kon�guraci ²ablony a
trénovací data v samostatném adresá°i. Typ dat je ur£en p°íponou souboru. Pro komunikaci
s HDFS jsem vytvo°il t°ídu HDFSClient poskytující nutné funkce jako kopírování souboru
z lokálního �lesystému, zápis a £tení dat apod. P°i návrhu aplikace, kdy více vláken m·ºe
najednou p°istupovat do HDFS je zapot°ebí si uv¥domit, ºe deskriptor HDFS �lesystému je
singleton, a tudíº jeho zav°ení zav°e v²echny aktuální konexe do �lesystému.

5.2.1.2 CreateDataSpout

Spout CreateDataSpout funguje podobn¥ jako DataProducer, nicmén¥ jiº implementuje
rozhraní BaseRichSpout 4.3.2.2 a slouºí jako zdroj dat pro topologii. Taktéº periodicky
kontroluje zadanou adresá°ovou strukturu jestli nep°ibyla nová data, tentokrát ale na HDFS
úloºi²ti. Pokud existují nová data, emituje do streamu configData HDFS cestu k dat·m a
identi�kátor úkolu, aby bylo posléze moºné p°i°adit spo£ítané modely k zadaným dat·m.
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Obrázek 5.7: Topologie GAME-Storm. Obrázek znázor¬uje mnou navrºenou to-
pologii pro výpo£et model·. Popis funkcí komponent uvádí kapitola 5.2.1.

5.2.1.3 DataProcessBolt

Na stream do n¥jº emituje CreateDataSpout, je p°ipojeno n instancí DataProcessBoltu,
kterým jsou v náhodném po°adí p°id¥lovány tuply ze streamu dle pravidel de�novaných
pro shu�e grouping 4.3.2.3. V p°ípad¥ p°íli² velkého objemu vstupních dat zaji²´ují jejich
náhodné samplování (vzorkování) a uloºení vzork· v HDFS. Do streamu processedData
emituje tuply obsahující v²e pot°ebné k výpo£tu modelu, tedy cestu ke vzorku trénovacích
dat, cestu k ²ablon¥ a k testovacícm dat·m. Krom¥ toho tuply díle propagují identi�kátor
p·vodního datového souboru, celkový po£et vzork· a po°adí vzorku. Pokud bolt zpracoval
dataset, který nebylo t°eba samplovat, potvrdí zpracování tuplu, aº kdyº dostane potvrzení
od následujícího boltu v °ad¥. Tím je v p°ípad¥ chyby zaji²t¥no opakované odeslání p°í-
slu²ného tuplu z CreateDataSpoutu - princip spolehlivosti Storm topologie je vysv¥tlen v
kapitole 4.3.2.4. V p°ípad¥, ºe bolt zpracovával datový soubor, tkerý bylo zapot°ebí samplo-
vat, odesílá potvrzení hned po emitování svého tuplu. Zabra¬uje se tím zahlcení topologie v
p°ípad¥ ²patné kon�gurace, nap°. vinou p°íli² vysoké maximální velikosti vzorku dat. Pokud
dojde k chyb¥ u jednoho z mnoha vzork·, stále budou k dispozici modely z ostatních vzork·.
Po£et neúsp¥²ných výpo£t· je patrný z po£tu spo£ítaných model·.

5.2.1.4 LearningBolt

Tuply z výstupního streamu DataProcessBolt jsou op¥t dle pravidel shu�e grouping p°i-
d¥lovány LearningBoltm. LearningBolt vytvo°í dle cesty k data sampl·m a ²ablon¥ p°í-
slu²né GAME objekty a zavolá ModelFactory, resp. Classi�erFactory, de�nované v modulu
game-models pro vytvo°ení model·. Pro tvorbu modelu pouºívá mojí paralelní implemen-
taci popsanou vý²e 5.1.2. Bolt b¥ºí jako vlákno ve Worker procesu 4.3.2.1 v jedné konkrétní
JVM na jednom worker nodu, není tudíº d·vod paralelizaci pro sdílenou pam¥´ nepouºít.
Potvrzení o zpracování tuplu posílá aº kdyº dostane potvrzení o zpracování svého tuplu.
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5.2.1.5 EvaluateBolt

EvaluateBolty jsou p°ipojeny na výstupní stream do n¥jº zapisují LearningBolty. Naroz-
díl od p°edchozích bolt· nezpracovávají tuply náhodn¥, ale díky pouºití Fieldsgrouping je
zaru£eno, ºe v²echny tuply se stejným identi�kátorem úkolu bude zpracovávat stejný bolt.
Kaºdý EvaluteBolt si drºí stav jím zpracovávaných úkol· a po p°ijetí v²ech model· pat°í-
cích k danému úkolu ud¥lá ohodnocení model· (v této verzi implementován RMSE - Root
Mean Squared Error) a zapí²e v²echny ohodnocené modely do p°íslu²ného adresá°e se vstup-
ními daty v HDFS. Nejlep²ích N model· je zvýrazn¥né jinými názvy soubor·. Po zapsání
výsledk· posílá bolt potvrzení o zpracování p°ijatého tuplu.



Kapitola 6

Testování a zhodnocení zvoleného
°e²ení

D·vodem paralelizace aplikace GAME bylo zrychlení výpo£tu model· oproti výpo£tu sek-
ven£nímu.

6.1 Porovnání paralelních implementací

Poºadavek na zrychlení byl ov¥°en srovnáním délky sekven£ního a paralelního výpo£tu na
stejném testovacím hardwaru p°i pouºití vícevláknové verze aplikace bez Stormu a p°i pouºití
Stormu b¥ºícího v local clusteru módu (vývojový mód pro Storm umoº¬ující b¥h clusteru
jako vláken v rámci jedné JVM).

Nejprve jsem provedl srovnávací m¥°ení mezi ob¥ma paralelními verzemi. Pro srovnání
jsem pouºil datasety o velikosti cca. 512kB (local cluster Stormu v sou£asné verzi neumoº-
¬uje kon�gurovat velikost JAVA heap) a mnou p°edgenerované ²ablony, u nichº lze o£ekávat
dobrou paralelizovatelnos - obsahují v¥t²inu paralelizovatelných ensemble model·. Local clus-
ter byl nakon�gurován tak, aby byl spu²t¥n pouze jeden bolt realizující výpo£et, a nejlépe
tak simuloval £innost jednoho worker nódu ve storm clusteru pro porovnání reºije pot°ebné
pro Storm worker nód oproti verzi bez Stormu. Srovnání délky výpo£tu ukazuje následující
tabulka 6.1. Testování probíhalo na po£íta£i se £tu°jádrovým procesorem Intel Core i5 na
frekvenci 3,8GHz se 16GB RAM.

6.2 Zrychlení oproti sekven£ní verzi

Zrychlení je de�nováno takto:

S =
Tseq

Tpar
(6.1)

kde Tseq je délka b¥hu programu sekven£n¥ a Tpar je délka b¥hu paraleln¥.
Kv·li v podstat¥ stejnému výkonu obou paralelních verzí aplikace jsem se pro porovnání s

verzí sekven£ní rozhodl pouºít verzi bez Stormu. Porovnávat délku výpo£tu sekven£ní verze,

45



46 KAPITOLA 6. TESTOVÁNÍ A ZHODNOCENÍ ZVOLENÉHO �E�ENÍ

M¥°ení Bez Stormu Se Stormem Rozdíl
1 420,8 426,3 1,03
2 107,2 107,5 0,3
3 52,43 52,70 0,5
4 721,2 728,9 1,1

Tabulka 6.1: Tabulka ukazuje rozdíl délky paralelního výpo£tu mezi verzí se Stor-
mem a bez Stormu. �asy jsou uvedené v sekundách, jedná se vºdy o pr·m¥r z dvaceti
m¥°ení. Sloupec �rozdíl� udává percentuální zpomalení, pohybuje se do maxima jed-
notek procent. Lze tedy °ící, ºe na jednom po£íta£i dosahují ob¥ verze tém¥° stejných
výsledk·.

b¥ºící na jednom po£íta£i, oproti verzi se Stormem nasazené na clusteru, nemá smysl. Vzhle-
dem ke zp·sobu implementace (model se po£ítá v rámci jednoho worker nódu na clusteru 5.2)
a výsledk·m z p°edchozího m¥°ení bude zrychlení 6.1 stejné jako u verze bez Stormu p°i po-
uºití stejného HW pro worker nódy clusteru. Clusterová verze byla vytvo°ena p°eváºn¥ kv·li
moºnosti zpracovávat v¥t²í mnoºství model· najednou a kv·li výpo£t·m model· na v¥t²ím
objemu u£ících dat, které by na verzích bez distribuované pam¥ti, vzhledem k pam¥´ové
náro£nosti výpo£t·, nebylo moºné provád¥t.

Provedl jsem 6 pokus· s r·zn¥ sloºitými vstupními daty a r·znými ²ablonami; kombinace
jsem p°evzal z [6], aby odpovídaly realit¥. Pro p°ímé m¥°ení délky výpo£tu jsem pouºil
metodu System.currentT imeMillis(). Do testování jsem zahrnul jednu ²ablonu, která nemá
ºádný ensemble algoritmus, jeº by pro�toval z paralelizace, pro ukázku jaký overhead (reºii)
má moje paralelizace oproti £ist¥ sekven£ní variant¥. Jedná se data set Bosthouse a ²ablonu
BoostingRTModel(tr=0.1) [2x CascadeGenModel 4x ExpModel, 2x ModelAreaSpecialization
8x SineModel].

6.2.1 Testovací data a ²ablony

Jako testovací data jsem pouºíval sady reálných dat multiplikovaných na velikost cca 3 MB.
Tyot sady jsou k dispozici na stránkách UCI repository. Jejich p°ehled uvádí tabulka 6.2.
Zvolené kombinace dataset· a model· mi umoºnily provád¥t m¥°ení v rozsahu od 14 s u
datasetu Breast aº po cca 1000 s u Iris. M¥°ení jsou opakována dvacetkrát: více m¥°ení
vzhledem ke skute£nosti ºe ²ablony zaru£ují podobnost výsledných model·, a tudíº i doba
pot°ebná pro jejich u£ení bude velmi podobná, nemá smysl.

6.2.2 Zm¥°ené výsledky

Datové soubory jsou uloºeny na p°iloºeném CD v adresá°i \testing\data. Tabulka s nam¥-
°enými hodnotami je k nahlédnutí v adresá°i \testing. Graf 6.1 ukazuje souhrnné porovnání
nam¥°ených hodnot délky b¥hu pro v²ech 6 m¥°ení. Zobrazuje pr·m¥rné hodnoty z dvaceti
m¥°ení, pouºití jiného zobrazení dat nemá, vzhledem k pouºití ²ablon, význam. Z grafu a
následující tabulky je patrné zrychlení p°i paralelním zpracování. V tabulce 6.3 jsou vºdy
uvedeny pr·m¥rné hodnoty pro kaºdé m¥°ení a zrychlení je spo£ítáno podle vzorce 6.1.
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Data Set Kon�gurace ²ablony
Balance Boosting57x Classi�erModel<outputs>x PolynomialMo-

del(degree=4)
Boshouse BoostingRTModel(tr=0.1)[2x CascadeGenModel4x ExpMo-

del, 2xModelAreaSpecialization8x SineModel]
Breast Classi�erModel<outputs>x CascadeGenModel[7x Cascade-

GenModel[5x GaussianModel]]
Iris Classi�erArbitrating8x Classi�erBagging3x Classi�erMo-

del<outputs>x [GaussianMultiModelCon�g, SigmoidMo-
delCon�g]

Vehicle Classi�erArbitrating6x Classi�erModel<outputs>x Divi-
deModel(mult=6.68)[7x PolynomialModel(degree=3)]

Wine CascadeGenProb9x Classi�erModel<outputs>x Boos-
tingRTModel(tr=0.1)[8xGaussianModel]

Tabulka 6.2: Testovací ²ablony a data

Data set Délka sekven£ního b¥hu Délka paralelního b¥hu Zrychlení
Balance 160 149 1,07
Bosthouse 107 107 1
Breast 24,7 13,9 1,78
Iris 939 255 3,69
Vehicle 64,3 26,4 2,44
Wine 720 249 2,88

Tabulka 6.3: Tabulka ukazuje zrychlení výpo£tu, £asové údaje jsou v sekundách.
�ablona pro dataset Bosthouse neobsahuje ºádné paralelizovatelné ensembly a byla
p°idána um¥le na ukázku toho, jakou reºii má paralelní zpracování oproti sekven£-
nímu. Nam¥°ené zrychlení se pohybuje v rozmezí 1,07 pro nejh·°e paralelizovatelnou
²ablonu do 3,69 u ²ablony nejlépe paralelizovatelné.
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Obrázek 6.1: Porovnání nam¥°ených hodnot. Délka výpo£tu modelu sekven£n¥
je uvedena modrou barvou, délka paralelního zpracování oranºov¥. U £ty° ze ²esti
m¥°ení je patrné výrazné zrychlení.

Nejniº²í zrychlení, krom¥ zám¥rn¥ za°azené ²ablony, bylo nam¥°enoé u ²ablony Boos-
ting{57x Classi�erModel{<outputs>x PolynomialModel(degree=4)}} na datech balance. To
je dáno tím, ºe boosting není paralelizovatelný, modely v ensemblu se u£í postupn¥, a jediná
paralelizace v této ²ablon¥ tak byla sou£asný výpo£et t°í základních polynomiálních model·
najednou - ClassifierModel rozd¥lí data podle t°íd a ke kaºdé t°íd¥ pak p°istupuje jako k
regresnímu problému. Dodate£né testy ukázaly, ºe nau£ení základního polynomiálního mo-
delu trvá °adov¥ desítky aº stovky milisekund a v¥t²inu výpo£etního £asu zabere modi�kace
dat v Boostingu: zde tudíº k vysokému zrychlení ani dojít nem·ºe. U ostatních testovacích
²ablony se zrychlení pohybovalo v rozmezí 1,78 - 3,69.

6.3 Velké datasety

Distribuovaná verze aplikace byla testována na Storm clusteru se £ty°mi worker nódy, nasaze-
nými na po£íta£ích se £ty°jádrovými procesory Intel Core i5 s frekvencí 3,2 GHz a opera£ním
systémem Debian Linux. Testování probíhalo s r·znými kon�guracemi po£tu worker nód·,
po£tu proces· b¥ºících v rámci jednoho nódu a po£tu vláken. Testy prokázaly ²kálovatelnost
aplikace dle teoretických p°edpoklad·: nejlep²í výsledky pro real time zpracování velkého
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mnoºství malých dataset· £i velkých dat samplovaných na malé vzorky vykazovala aplikace
p°i kon�guracích s po£tem proces· i vláken v kaºdém procesu mírn¥ vy²²ích neº je po£et
procesor· worker nódu. V p°ípad¥ pot°eby zpracovávat v¥t²í vzorky najednou je zapot°ebí
omezit paralelizace uvnit° proces· kv·li velikosti spot°ebovávané pam¥ti. Maximální velikost
pam¥ti p°id¥lené jednomu worker procesu nejde v sou£asné verzi Stormu kon�gurovat pro
jednotlivé topologie, je nastavena p°i startu clusteru.

V kon�guraci se £ty°mi worker procesy na kaºdém nódu, p°i£emº pro u£ení model· bylo
alokováno 11 proces· a u£ení probíhalo v maximáln¥ 5 vláknech v kaºdém procesu, zpracovala
aplikace b¥hem necelých dvou hodin, p°esn¥ji 116 minut, data o objemu 320MB. Maximální
velikost vzorku byla nastavena na 3 MB, p°i£emº velikost JAVA heap byla 1024 MB. U
vy²²ích velikostí vzork· docházelo k vy£erpání pam¥ti p°id¥lené u£ícím proces·m.
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Kapitola 7

Záv¥r

Poda°ilo se mi implementovat dv¥ zm¥ny umoº¬ující paralelní výpo£et model· generovaných
aplikací FAKE GAME. Hlavním cílem paralelizace bylo zrychlení výpo£tu model·, umoºn¥ní
automatizovaného po£ítání v¥t²ího mnoºství model· najednou a po£ítání model· pro velké
trénovací mnoºiny dat. Paralelizací výpo£tu ensemble model· Arbitrating, Bagging, Clas-
si�er Model, Cluster Divide, Stacking a Thresholding se mi poda°ilo dosáhnout zrychlení
jejich výpo£tu.

Z m¥°ení uvedených v p°edchozí kapitole je patrné, ºe mnou implementovaná paraleli-
zace p°iná²í ve v¥t²in¥ p°ípad· znatelné zrychlení pr·m¥rné doby tvorby modelu. M¥°ení
prokázala, ºe zrychlení na £ty°jádrovém procesoru se pohybuje v rozmezí 1, 07 − 3, 69 na
vybraných reálných datasetech a jim odpovídajících hierarchických ²ablonách.

Testování aplikace na Storm clusteru prokázala její schopnost po£ítat modely pro °ádov¥
stovky megabyt· trénovacích dat. Vlastnosti mnou navrºeného °e²ení lze snadno upravovat
kon�gurací po£tu worker nód· ve Storm clusteru, zm¥nou po£tu worker proces·m na worker
nodech, úpravou velkosti pam¥ti p°id¥lené a po£tem maximálního po£tu vláken b¥ºících v
jednom procesu. Systém je tak moºné optimalizovat pro real time výpo£ty model· z mnoha
men²ích datových sad, i pro po£ítání model· z velkých dataset·.

Zdrojové kódy aplikace jsem uve°ejnil na stránkách Sourceforge.net jako novou v¥tev
Game-Storm v úloºi²ti projektu FAKE GAME.

7.1 Moºná vylep²ení

Jako budoucí vylep²ení mnou navrºeného a implementovaného °e²ení se nabízí vyvinutí v¥t-
²ího mnoºství Storm bolt· realizujících jiné zp·soby samplování vstupních dat £i p°idání
bolt· realizujících jednotlivé u£ící algoritmy, coº by umoºnilo výrazn¥j²í paralelizaci výpo-
£tu jednoho modelu.

U vícevláknové verze pro sdílenou pam¥´ se jako moºné vylep²ení nabízí vytvo°ení pláno-
va£e vláken, který bude plánovat spou²t¥ní výpo£etních vláken na základ¥ odhadu sloºitosti
modelu, címº by se minimalizovalo £ekání na dokon£ení výpo£tu model· v ensemblu.

51



52 KAPITOLA 7. ZÁV�R



Literatura

[1] Amdahl's law.
http://en.wikipedia.org/wiki/Amdahl's_law.

[2] CRISP-DM - hlavní stránka.
http://www.crisp-dm.org/index.htm.

[3] Flynn's taxonomy.
http://en.wikipedia.org/wiki/Flynn's_taxonomy.

[4] API speci�cation for version 6 of the Java Platform, Standard Edition.
http://java.sun.com/javase/6/docs/api/java/lang/Thread.html.

[5] O�ciální stránka p°edm¥tu X36OSY.
http://service.felk.cvut.cz/courses/X36OSY/.

[6] Pavel Kordík and Jan �erný. Building Predictive Models in Two Stages with Meta-
Learning Templates. paper for KDD 2013, Chicago, IL, USA.

[7] Dr. Gregory Piatetsky-Shapiro and Prof. Gary Parker. Data Mining Course, 2006.
http://www.kdnuggets.com/data_mining_course/.

[8] Geo�rey I. Webb and Janice R. Boughton and Zhihai Wang. Not so naive Bayes:
Aggregating one-dependence estimators. Machine Learning. 2004, s. 1�4.

[9] Jan �erný. Metody pro kombinování model· a klasi�kátor·, Kv¥ten 2010.

[10] Jan �erný. Metody pro kombinování model· a klasi�kátor·, Kv¥ten 2010.

[11] Lior Rokach. Ensemble Methods in Supervised Learning. In MAIMOM, O. � ROKACH,
L. (Ed.) Data mining and knowledge discovery handbook. 2010. s. 959�979. ISBN 978-
0-387-09822.

[12] Ovidiu Ivanciuc. SVM - Support Vector Machines [online]. 2005.
http://www.support-vector-machines.org.

[13] P. Kordík and J. Motl. P°edná²ka 7: Bayesovská klasi�kace. P°edná²ka p°edm¥tu
Vyt¥ºování znalostí z dat, 2011.
https://edux.fit.cvut.cz/oppa/BI-VZD/prednasky/p7-Bayes.pdf.

[14] Pavel Kordík, Miroslav �norek. Progress in inductive modelling. 2004.
http://neuron.felk.cvut.cz/game/doc/game.pdf.

53



54 LITERATURA

[15] Petr Berka. Dobývání znalostí z databází. Prague : Academia, 1 edition, 2003. ISBN
80-200-1062-9.

[16] Petr Po²ík. Data Mining, �ást I. Co je data mining?, 2005.
http://cyber.felk.cvut.cz/gerstner/teaching/zbd/DataMining1-hout.pdf.

[17] Richardo Vilalta and Christophe Giraud-Carrier and Pavel Brázdil. Meta-learning:
Concepts and techniques. In MAIMOM, O. � ROKACH, L. (Ed.) Data mining and
knowledge discovery handbook. 2010. s. 717�731. ISBN 978-0-387-09822.

[18] The Apache Software Foundation. Welcome to Apache Hadoop [online]. 2013.
http://hadoop.apache.org/.

[19] The Apache Software Foundation. HDFS Architecture Guide [online]. 2013.
http://hadoop.apache.org/docs/stable/hdfs_design.html.

[20] The Apache Software Foundation. Apache Zookeeper Home [online]. 2013.
http://zookeeper.apache.org/.

[21] Usama M. Fayyad and Gregory Piatetsky-Shapiro and Padhraic Smyth. From data mi-
ning to knowledge discovery in databases. American Association of Arti�cial Intelligence,
1996.

[22] Václav Hlavá£. Um¥lé neuronové sít¥ z pohledu rozpoznávání.
cmp.felk.cvut.cz/~hlavac/TeachPresCz/31Rozp/72UmeleNN.ppt.



P°íloha A

Obsah p°iloºeného CD

• Adresá° src obsahuje kompletní zdrojové soubory aplikace FAKE GAME.

• Adresá° dist obsahuje distribuci aplikace FAKE GAME ve form¥ jar soubor·.

• Adresá° data obsahuje tesovací data a soubory ²ablon.

• Adresá° dp obsahuje zdrojové soubory pro vygenerování této práce v systému LATEX.

• Elektronická verze této práce je ve formátu PDF uloºena v root adresá°i.

55


	Úvod
	Aplikace FAKE GAME
	Představení FAKE GAME
	Metaučení a šablony

	Proces dobývání znalostí - data mining
	Představení problému
	Historie
	Metodologie data miningu
	Metodologie 5A
	Metodologie SEMMA
	Metodologie CRISP-DM

	Podrobnější popis jednotlivých fází
	Porozumění problematice
	Porozumění datům
	Příprava dat
	Modelování
	Ohodnocení
	Nasazení modelu

	Princip modelování
	Modely aplikace FAKE GAME
	Základní algortimy
	Rozhodovací stromy
	K-Nejbližších sousedů
	Bayessovský klasifikátor - Bayess classifier
	Algoritmy podpůrných vektorů (SVM - Support Vector Machine)
	Neuronové sítě

	Složené (ensemble) modely
	Bagging (Bootstrap Aggregation)
	Boosting
	Stacking
	Cascade Generalization
	Arbitrating
	Cascading
	Delegating
	Area specialization
	Cluster divide
	Thresholding



	Paralelismus a paralelní programování
	Paralelismus
	Architektura paralelních systémů
	Popis
	Flynnova taxonomie
	SISD model
	SIMD model
	MISD model
	MIMD model

	Paměťové architektury
	Sdílená paměť
	Distribuovaná paměť

	Co je potřeba vzít v úvahu při návrhu paralelního programu
	Amdahlovo pravidlo
	Problematika Load Balancingu a Granularity
	Datová konzistence
	Podmínky korektnosti paralelního programu


	Paralelní programování v jazyku JAVA
	Sdílená paměť - vlákna
	Plánování vláken
	Synchronizace vláken

	Distribuovaná paměť - projekt Storm
	Storm cluster
	Základní abstrakce
	Jednoduchá topologie
	Spolehlivost
	HDFS



	Návrh a realizace
	Paralelizace FAKE GAME
	Návrh
	Rozhraní ensemblů v FAKE GAME
	Balíček game.parallel

	Realizace
	LearnManager
	Arbitrating
	Bagging
	Cluster divide
	Stacking
	Thresholding
	Classifier model


	Game-storm - návrh
	Popis realizace
	DataProducer
	CreateDataSpout
	DataProcessBolt
	LearningBolt
	EvaluateBolt



	Testování a zhodnocení zvoleného řešení
	Porovnání paralelních implementací
	Zrychlení oproti sekvenční verzi
	Testovací data a šablony
	Změřené výsledky

	Velké datasety

	Závěr
	Možná vylepšení

	Obsah přiloženého CD

